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摘 要

摘 要

机器人导航是移动机器人非常重要的基础能力。随着人工智能、机器人技术

和传感器技术的快速发展，越来越多的移动机器人被应用到开放的人群环境中。

为了应对如此复杂的动态场景，机器人配备了越来越多的传感器来完成环境感

知任务，传感器的精确标定是机器人能够成功导航的前提。基于动作捕获系统的

通用批量标定框架可以解决多传感器标定问题，但目前该系统仅限于激光与机

器人标定且核心外参标定方法准确度不高。在本研究中，我们基于通用批量标定

框架和动作捕获系统提出了可靠精确的 RGB­D相机标定方法，使通用批量标定
框架扩展到彩色或深度相机标定领域。在传感器外参标定中，我们充分利用运动

捕捉系统的精准特性来定制手眼标定的全局优化步骤，进一步提高了外参标定

的准确性。此外，我们提出了一种非递归的新颖数据获取方法来计算深度图像中

每个像素的真实值，并采用一种无模型的单步深度校准方法来获得深度校准模

型集的参数。与现有的深度校准技术相比，我们的方法可以同时估计不同测量距

离处深度误差的均值和方差。实验结果表明我们的标定方法大大提高了彩色点

云的匹配与测量精度。

移动机器人的自主移动导航依靠安全高效的避障算法。近年来的大量研究

工作开始探索深度强化学习在动态环境下的机器人导航应用，已经开发了基于

原始传感器数据输入或智能体位置信息输入的端到端动态环境导航。在本文中，

我们首先提出了一种在无通信环境中基于栅格地图和深度强化学习的异质多机

器人避障算法，其中以自我为中心的局部栅格图用于表示机器人周围的环境信

息和机器人自身形状大小，环境信息可以通过使用多个传感器或传感器融合轻

松地生成。与其他方法相比，基于栅格图的方法对嘈杂的传感器数据具有更强的

鲁棒性，不需要机器人的运动状态数据，并且考虑了相关机器人的大小和形状，

从而使其更高效且更易于部署到实体机器人上。我们首先使用分布式近端策略

优化算法在包含多个移动机器人的定制仿真器中训练神经网络，其中使用针对

多种场景的多阶段课程学习策略来提高性能，然后我们将训练后的模型直接部

署到现实的机器人上而无需进行繁琐的参数调整。我们在多种仿真和现实场景

中评估了该方法。定性和定量实验均表明，我们的方法是有效的，并且在许多指

标上都优于现有的传统的和基于深度强化学习的避障方法。

然而，在人群密集的场景中，如果避障算法把行人也视为普通的障碍物或机

器人，可能会导致近距离的避障效果，给行人带来不适。同时行人的行走策略与

机器人的避障策略一般不同，机器人在人群中的避障不完全符合同策略多机器

人避障算法适用条件。因此我们扩展了基于栅格地图的深度强化学习多机器人
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避障方法，在传感器栅格地图中添加了由多传感器行人感知追踪模块生成的行

人地图通道，设计了新的远离行人的回报函数部分和多种行人仿真策略训练环

境，实验结果表明我们的方法进一步提升了机器人在不同行人策略环境中的避

障成功率。同时在动态行人环境中，机器人还会遇到更严重的定位丢失问题。因

此我们提出基于行人感知过滤的动态行人环境定位方法，改善了机器人定位的

准确性。然而被动定位方法仍不能完全解决大量动态人腿遮挡问题，因此我们提

出了基于二维码激光联合主动重定位方法。当机器人定位误差较大时，机器人自

主移动到二维码恢复区校准自身定位信息。实验结果显示我们的重定位方法可

以在定位完全丢失时仍能非常准确地重新定位机器人全局位姿。最后，根据上述

研究成果和“封闭性准则”，本文提出了试图解决开放人群环境下的机器人长期

自主导航的具体部署方案，并成功在成都大熊猫研究繁育基地的博物馆导览机

器人上进行了大规模长时间测试。

关键词：机器人导航；传感器标定；多传感器融合；多机器人避障；深度强化学

习；栅格地图；行人追踪；行人导航；二维码定位；机器人重定位
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Abstract

ABSTRACT
Navigation is a very important and fundamental ability for mobile robots. With the

development of artificial intelligence, robotics, and sensor technology, more and more
mobile robots are applied to open and crowd environments. In order to cope with such
dynamic and complex scenarios, robots are equippedwithmore andmore sensors to per­
form complex perception tasks. The accurate calibration of the sensors is a prerequisite
for the successful navigation of the robot. The general batch calibration framework
based on motion capture system can solve the problem of multi­sensor calibration, but
the current system is only limited to laser and robot calibration, and the accuracy of the
core extrinsic calibration method is not high. In this dissertation, we propose a reliable
and accurate calibration method of RGB­D cameras based on the general batch calibra­
tion framework and motion capture system (MoCap), which extends the general batch
calibration framework to the field of color or depth camera calibration. In the extrinsic
calibration, we make full use of the characteristics of the MoCap system to customize
the global refinement step for the hand­eye calibration, and it further improves the accu­
racy of the extrinsic calibration. Moreover, a non­recursive and novel data acquirement
method is used to get the ground truth of every pixel in depth images and a one­step,
model­free depth correction approach is applied to obtain the parameters of the depth
correctionmodels. Compared with the existing depth correction techniques, our method
can simultaneously estimate the mean and variance of the depth error at different mea­
surement distances. The experimental results show that our calibration method greatly
improves the matching and measurement accuracy of color point cloud.

Autonomous navigation of mobile robots relies on safe and efficient obstacle
avoidance algorithms. In recent years, a large amount of research work has begun to ex­
plore the application of deep reinforcement learning (DRL) for robot navigation in the
dynamic environments, and end­to­end navigation approaches based on raw sensor data
or pedestrian position information has been developed. In this dissertation, we propose
a heterogeneous multi­robot obstacle avoidance algorithm based on grid map and DRL
in a communication­free environment. We use the egocentric local grid map to repre­
sent the environmental information including robot’s shape and observable appearances
of other robots and obstacles, which can be easily generated by using multiple sensors
or sensor fusion. Compared to other methods, the map­based approach is more robust
to sensor noise, does not require robots’ movement data and more efficient and easier
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to be deployed to real robots. We first train the neural network in a specified simulator
of multiple mobile robots using DPPO, where a multi­stage curriculum learning strat­
egy for multiple scenarios is used to improve the performance. Then we deploy the
trained model to real robots to perform collision avoidance in their navigation without
tedious parameter tuning. We evaluate the approach with multiple scenarios both in
the simulator and the real world. Both qualitative and quantitative experiments show
that our approach is efficient and outperforms existing DRL­based approaches in many
indicators.

However, if the obstacle avoidance algorithm treats pedestrians as ordinary obsta­
cles or robots, it may lead to close obstacle avoidance effects and bring discomfort to
pedestrians. At the same time, the walking strategy of pedestrians is generally different
from the obstacle avoidance strategy of robots. The crowd navigation does not com­
pletely meet the applicable conditions of the multi­robot obstacle avoidance algorithm.
Therefore, we expand our map­based multi­robot obstacle avoidance approach, add the
pedestrian map channel generated by the multi­sensor pedestrian perception module,
and design a new reward function part and the multi­strategy pedestrian training en­
vironments. Experiments show that our method further improves the success rate of
obstacle avoidance in dynamic pedestrian environments. At the same time, robots will
also encounter more serious localization failure problems in a dynamic pedestrian en­
vironment. Therefore, we propose a dynamic localization method based on pedestrian
perception filtering to improve the accuracy of robot localization. However, the passive
localization method still cannot completely solve the problem of sensors obscured by a
large number of dynamic human legs, so we propose a joint active relocation method
based on QR code and laser sensor. When the localization error is large, the robot
moves to the QR code recovery area and calibrates the global pose autonomously. Ex­
perimental results show that our relocation method can relocate the robot’s global pose
very accurately even when the localization is completely lost. Finally, based on the
above research results and ”criteria of closeness”, we propose a specific deployment
plan that attempts to solve the long­term autonomous navigation in open and crowd en­
vironments, and successfully conducted a large­scale long­term navigation test at the
Chengdu Research Base of Giant Panda Breeding.

Key Words: Robot navigation; Calibration; Multi­sensor fusion; Multi­robot col­
lision avoidance; Deep reinforcement learning; Grid map; Pedestrian
tracking; Pedestrian navigation; QR­code localization; Robot relocation
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1.1 研究背景

几十年来，机器人学已经在工业制造中取得了巨大成功。机器人手臂或者

机械手，构成了约 200亿美元的全球市场规模。早在 1980年代，机械臂技术就
已成功地应用于汽车制造业。在机器人技术领域，它是使用最广泛的自动化机

械设备，并且在许多工业生产工序中（例如装配、喷涂、焊接、高温铸造和锻造

等）都可以用机械臂代替人工操作。但对于这些成功的工业应用，商业机器人存

在一个共同的根本缺点：缺少移动能力。固定的机械手臂被安置在流水线固定的

位置，其运动范围受很大限制。而且这些位置都要事先人工标定，一经确定改变

代价很大。相反，移动机器人可以在整个工作区域中移动和行走，在其有效位置

灵活地施展技能。早期阶段，低复杂度的移动机器人主要用于人类无法到达的区

域。如图1.1(a)所示为 1986年在切尔诺贝利专门探索石棺用于清理核辐射现场
的遥控推土机器人和图1.1(b)中描绘的 1997年在探险者探索金星期间所使用的
旅居者机器人，它几乎完全由地面人类操作员遥控，但依靠自身机载传感器来进

行障碍检测和运动控制支持。

(a) 遥控推土机器人 (b) 旅居者机器人

图 1.1 早期的半遥控移动机器人

随着人工智能与机器人技术的快速发展，越来越多的移动机器人在我们人

类日常生活环境中得到应用，如在商场或养老院提供服务 [1]、在工厂中与人协

作 [2]、甚至在医疗保健中提供辅助 [3]。这些机器人之所以引人注目，并不是因为

它们的机动性，而是因为它们的高度自主性 [4]。机器人在其环境中自主移动导航

的能力是其智能程度的重要体现，因此机器人导航技术也是机器人研究领域的

重点研究内容之一。机器人导航是指移动机器人通过其自身携带的传感器感知

周围环境信息和自身位置状态,实现在有障碍（人）的环境中面向目标的自主运
动 [5]。其核心在于解决三个问题：所处的环境是什么样子的？当前在环境中的什
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图 1.2 以 ROS Navigation为代表的机器人导航功能模块流程图

么位置？如何到达目的地？图1.2粗略描绘了以开源项目 ROS Navigation①为代表
的机器人导航功能模块间的关系，主要包括感知、建图、定位、规划和运动控制

等模块。任何种类的自主系统的最重要任务之一是获取关于其周围环境的知识，

感知模块负责从不同传感器感受的测量中提取有意义的信息。用在机器人上的

传感器种类丰富，有些传感器只用于测量简单的值，如测量电机转速的编码器

等。而其他更复杂的传感器可以用来获取关于机器人的环境信息，甚至直接测

量机器人的全局位置。因为机器人有可能在未知的开放环境中移动，它常常碰

见未预料的环境特征，所以这种对环境的感知能力是非常重要的。建图模块指

的是建立环境的栅格地图 [6] 的过程，简单的问题定义为：假设机器人的位姿已

知，如何使用嘈杂和不确定的测量数据来生成一致的环境信息。栅格地图是常用

的环境信息表示方式，它使用一系列环境随机变量来表示环境信息。每个随机

变量是指示该栅格位置是否被障碍物占用的二进制数据，栅格地图的构建是对

以上随机变量进行近似后验估计。但当机器人进入未知的环境中，不能得到环

境地图且也不知道自身的位置时，即时定位与建图 [7]（Simultaneous Localization
and Mapping，SLAM）问题就被提出来。该问题定义为机器人试图同时获得环
境地图并确定自己相对于该地图的位置。由 SLAM事先建立好全局地图后，我
们确定机器人在地图中的位姿的问题称为机器人定位，也称为位姿估计。定位

问题也分为很多种难易不同的种类，包括机器人起始位姿已知的位置追踪问题、

起始位姿未知的全局定位问题和定位失败后的机器人绑架问题（kidnapped robot
problem），也包括静态环境下的定位和动态环境下的定位，和主动与被动定位问
题 [7]。由 SLAM建立全局静态层地图和感知实时更新的避障层地图，机器人知
道了所处的环境是什么样子。定位模块由传感器感知数据和静态层地图可以帮

助机器人确定自身位姿，解决了当前所在位置在哪的问题。机器人导航的剩下一

①http://wiki.ros.org/navigation
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个问题是如何让机器人安全到达目标点，这需要机器人规划模块来解决。在实际

的机器人导航中，机器人有规划和反应两种互补状态，各自对另一方都是极其重

要的。机器人为了到达它的目标位置，需要首先进行路径规划，然后机器人在执

行期间必须对一些规划未预见的事件（如突然出现的障碍物和行人）作出反应，

使之仍然能够安全无碰撞地到达目标点。规划模块输出的一般是机器人的速度

命令，这种命令被运动控制模块接收后根据机器人硬件特点转换为电机的转速

指令。其中运动估计模型可以计算出里程计信息，这是机器人对自身运动位置的

粗略估计，对定位模块有辅助作用。除此之外，机器人运动控制中还会涉及机器

人的工作空间，一般认为是运动规划算法需要考虑的机器人形状和大小。机器人

的运动改变了环境，继而产生新的多传感器感知数据，从而影响下一步机器人的

运动决策。

图 1.3 现阶段机器人导航技术的应用场景

根据机器人应用场景，机器人导航技术大致分为工业机器人导航阶段、家庭

服务机器人导航阶段和公共服务机器人导航阶段。图1.3(a)中描绘了 AGV（Au­
tonomous guided vehicle，自主导向车）通过跟踪安装在地面的专用导向线，或使
用机载激光在用户专用地图范围内定位，在仓库中自主地搬运物品。这是典型的

工业机器人导航场景，这类导航技术用在结构化的场景中，只需要按照指定的路

线行进，不需要复杂的避障技术。在实验室环境工作的标准研究型机器人平台可

以深入研究诸如机器人感知、定位和导航之类的高级问题，这是目前移动机器人

最大的应用市场之一。图1.3(b)和1.3(c)描述了移动机器人走进家庭为孩子教育
和老人护理提供服务，这类机器人往往配备多种传感器来应对复杂的非结构化

家庭环境，同时对机器人的避障和与人交互的能力有很高要求。图1.3(d)，1.3(e)
和1.3(f)是更具挑战性的移动机器人公共服务应用场景，它们分别描绘了机器人
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第 1章 绪 论

在医院、商场和火车站等密集人群环境下提供公共服务。随着传感器技术和概率

机器人理论 [8] 的发展，普通简单室内场景中的机器人建图、定位和避障都已经

有基本的解决方案。但如何安全地与环境中其他动态智能体（行人或移动障碍

物）交互仍然是移动机器人或自动驾驶汽车的一个基本挑战。尽管导航技术在过

去十年中取得了令人瞩目的进步，但全自主导航仍然面临挑战，特别是在与其他

移动智能体共同相处的不确定动态环境中。之所以出现部署困难，主要是因为规

划系统通常不了解其他智能体的意图和策略（即智能体的移动目标和期望的路

径），这也促使人们开始重点研究动态行人避障算法。

现有关于动态行人避障算法的工作可以分为合作和非合作的方法。非合作

的方法首先预测其他智能体的动作，然后相对于其他智能体的预测动作规划机器

人的无碰撞路径。但是这可能会导致机器人冻结问题 [9]（freezing robot problem），
即因为其他智能体的预测路径占据了可穿越空间的很大一部分，机器人无法找

到任何可行的路径。合作方法通过在规划程序中对交互行为进行建模来解决此

问题，使机器人的动作可以影响其他智能体的动作，从而让所有智能体共同承担

避障的责任。然而传统的动态行人避障算法可能需要大量的计算代价或实践中

无法满足的一组假设。这些方法还涉及许多参数，这些参数需要手动调整，而不

是能够从过去的经验中自主学习，这使得它们更难处理不可预测的情况。基于学

习的方法尝试优化参数化的策略，以避免各种环境中的碰撞。深度神经网络已广

泛应用于有监督的学习范式中，以训练一种避免碰撞的策略，该策略将传感器输

入映射到机器人的控制命令，以在具有静态障碍物的环境中控制机器人移动导

航 [10­12]。但是，基于监督学习的方法需要大量标记的训练数据集，并且训练数

据集和测试环境之间的分布可能不匹配，这限制了它们在现实世界中的应用。另

一方面，深度强化学习方法在许多具有挑战性的任务中都取得了显著成功 [13­16]。

相反，基于深度强化学习的方法能够从大量的试验和相应的反馈（奖励）中学

习。机器人需要和环境进行大量的交互，直接在现实世界中收集经验代价非常大

且很耗时，还会给机器人和环境带来安全问题，因此在仿真器中训练再迁移到真

实世界是一个更合适的方法。现有基于深度强化学习解决动态行人避障问题的

仿真环境主要分为两类：多机器人仿真环境和动态行人仿真环境。基于多机器人

的动态仿真环境是基于自我对弈 [17]（self­play）的设计理念，环境中的智能体共
享相同的策略网络。多机器人仿真训练环境不需要考虑仿真复杂的行人运动策

略，且经验的收集随着机器人数量的增加更加高效。然而，由于行人智能体的特

殊性，动态行人避障算法有别于多机器人避障算法。如果把行人都视为普通的障

碍物或机器人，机器人可能会导致近距离的避障效果，给行人带来不适 [18]。同

时行人的行走策略与机器人的避障策略一般不同，机器人在动态行人环境中的

避障不完全符合共享相同策略多机器人避障算法适用条件 [19]。因此，仿真行人
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运动策略并搭建动态行人环境进行训练是解决动态行人避障策略训练的常用方

法。然而现实和仿真世界中策略网络的输入和输出的差异决定了仿真器训练策

略能否更好地迁移到实体，因此网络输入和输出的设计要让仿真器训练的策略

更好应用到真实环境，同时也应该兼顾各种传感器输入并很好地融合它们的信

息，这在当前基于深度强化学习的行人与多机器人避障问题中仍未得到很好地

解决。在更加复杂的开放人群环境中，机器人还要面临和人群的攻防博弈问题。

为了顺利完成任务，机器人需要在人群中主动与行人交互以到达目标点。因此本

文将分别从多机器人避障、动态行人避障和开放人群避障三个不同维度探讨机

器人在复杂动态行人环境中的避障问题，它们依次为后者的研究基础，最终我们

在真实的博物馆场景中测试了我们的人群避障模块。

动态行人环境下的机器人导航系统还存在更严重的定位丢失问题 [20]。当机

器人在给定的地图上由于较大的定位不确定性或错误而无法准确定位时，就会

出现定位丢失问题。在当前的定位方法中，一个相当常见的假设是：当机器人移

动时，世界保持不变 (换句话说，地标是静态的)。这种静态世界的假设 [21­23] 在

小规模动态场景中运行短期定位是正确的，但在高度动态的行人环境中，激光和

地图会发生错误的数据关联，从而导致定位发生错误。通常最直接的解决方法

是试图在感知数据中过滤运动物体 [22,24]，他们认为运动物体的感知追踪是解决

动态环境定位的关键。但在密集的人群环境中，此类方法会过滤掉大量传感器

数据，从而可能导致定位失败。另一类方法通过使用视觉传感器观察不会被行

人遮挡的天花板来实现机器人定位。CV­SLAM [25]是最早实现该想法的工作，他

们及其他后续工作 [26­28] 都是通过提取天花板特定视觉特征来实现定位的。虽然

此类方法容易部署，但当天花板纹理较少时，此类定位方法会产生较大误差。为

了能在纹理较少的环境中鲁棒定位，文献 [29­30] 通过在天花板上粘贴大量二维码

来计算出当前机器人在全局坐标系中的位姿。然而此类方法需要粘贴大量的二

维码标签，部署麻烦且影响环境美观，甚至在某些大型场馆的很高天花板上部

署二维码标签是不可行的。由于基于视觉感知，此类方法受光照影响严重。同时

产业界（如送餐机器人）尝试通过其他改变环境的方法来部署稳定的导航系统，

如有轨磁导航方案、RFID地标定位、天花板红外标签定位等，但此类方法环境
改造大，部署困难。以上解决动态环境定位丢失问题的方法都是被动方法 [31­33]，

他们假设机器人的运动和传感器指向的方向不能被动态控制，有选择地集中利

用传感器流来最小化定位的不确定性或误差。然而在人群密集的高度动态场景

中，定位所需的显著特征可能都被遮挡或不适合大规模改造环境。因此机器人必

须主动决定“移动到哪里”来解决遮挡问题，并“向哪里看”从丢失的定位中恢

复 [8,34­35]。一个理想的长期稳定定位解决方案应该是故障感知的并提供恢复机制

来主动校准定位，然而现有的机器人定位方法都没有提供鲁棒有效且易于部署
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的解决方案 [7]。

图 1.4 携带多种传感器的移动机器人与无人车：(a) Willow Garage公司生产的 PR2机器人；
(b) Fetch机器人；(c)中科大可佳机器人；(d)小米扫地机器人；(e)卡内基梅隆大学
无人车

另一方面，为了对复杂环境进行全面的感知，现有机器人或者无人车配备

了越来越多的传感器。如图1.4所示，图中的移动机器人或者无人车都包含大量
的诸如摄像头、雷达等传感器。其中著名的 PR2机器人（图 (a)）头部携带广角
和窄角立体摄像头、Kinect传感器和五百万像素彩色摄像头，躯干上配备上下转
动的 Hokuyo UTM­30LX激光测距仪和Microstrain 3DM­GX2 IMU，手臂上安装
有以太网摄像机、三轴加速度计和指尖压力传感器，移动底座则安装了 Hokuyo
UTM­30LX激光测距仪。这些传感器模型包含许多参数需要精确确定，同时为
了更好融合多传感器感知信息，他们之间的空间位置关系也需要标定。因此机

器人标定技术是机器人导航（甚至是机器人系统）能够稳定运行的首要保障 [36]。

通常机器人标定大致分为传感器内参标定（传感器模型参数），传感器外参标定

（传感器之间或与机器人坐标系之间的空间转换关系）和机器人硬件标定（如手

臂关节的标定、移动轮子的参数标定等）。尽管有许多文献提供了多种标定解决

方案，但是仍没有针对一般机器人或者智能汽车的多个传感器进行标定的简单

快速解决方案 [37]。标定的大部分工作集中于传感器到传感器成对的标定，如摄

像头之间的标定 [38­42]或者摄像头与激光之间的标定 [43­47]。当考虑成对的传感器

组合时，根据成对传感器中每个传感器的形式有几种可能的组合，其中大多数

组合已有相应的论文提供了解决方法，如 RGB摄像头之间的组合 [38­42,44]、RGB
和深度摄像头的组合 [48­50]、摄像头和 2D激光之间 [43­44,51]、2D激光和 3D激光
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之间 [46]、摄像头和 3D激光之间 [52]和摄像头和雷达之间 [53]。但是所有这些方法

都有明显的缺点，即只能标定其中一对传感器组合，这不适用于智能汽车或者更

复杂的机器人系统。有一些工作提出了多传感器的同时标定，在文献 [54]中，作

者提出了一个联合目标函数来相对于 RGB­D摄像机同时标定与三个 RGB摄像
机的关系。在文献 [55]中，作者提出了一种联合估计传感器之间的时间偏移和空

间变换的方法，这个方法不依赖于特定传感器的独特属性，而且不用特定的标定

工具，只使用场景中存在的平面。在文献 [56]中，作者提出了针对 PR2机器人的
关节偏移和传感器位置的标定，该方法考虑了传感器的不确定性，而且用束调整

类似的方法进行建模。文献 [57]也是基于束调整的方法，但他们的方法更加通用，

可以用在任何机器人系统。然而不幸的是，大多数标定工作都是由专业操作人员

手动完成的，标定过程既费时又费力。标定的效果通常取决于操作员以及所使用

的设备或者工具的经验和知识。更糟糕的是，对于量产的机器人产品可能需要一

遍又一遍重复的相同人工操作。因此在文献 [58]中，作者提出了随着服务机器人

数量激增而必须解决的批量标定问题。为了解决这个问题，作者基于动作捕获系

统提出了通用批量标定框架，他们的目标是建立一个自动化快速机器人标定平

台。他们提出的标定平台具有自动化、批量化和通用化等特点，可以适配不同种

类和数量的机器人与多传感器标定。在文献 [58]中，作者还对里程计、激光进行

了标定测试实验。但是他们没有提出针对 RGB摄像机或者深度相机的标定方法
且核心外参标定方法准确度不高。

综上所述，本文主要研究动态行人环境下的鲁棒导航系统，主要涉及导航系

统的标定、避障与定位等相关模块，包含机器人与多传感器标定、动态行人避障

和动态环境鲁棒定位等具体问题。

1.2 面临的困难与挑战

在过去的几十年里，机器人导航算法的各个模块都取得了很大发展，出现了

许多先进的研究成果和成熟的技术方案。但随着移动机器人被用于动态开放的

密集人群环境中，这些原有的导航相关技术方法也面临着一些困难和挑战：

1. 快速准确地标定机器人携带的多个或多种传感器。越来越多的机器人为了
提高其感知周围环境的能力，配备了越来越多种类和数量的传感器。这些

传感器与机器人的标定是融合它们感知信息的前提。现有的传感器标定方

法大多需要专业人员操作且只能成对的标定，并且标定的传感器通常都要

同时观察同一个标定装置，这在某些情况下无法满足。通用批量标定框架

可以解决快速精确机器人与多传感器标定问题，但他们的方法仅限于激光

与机器人标定且核心外参标定方法准确度不高。然而 RGB­D相机传感器
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可以提供融合的彩色和深度信息（彩色点云）且价格相对低廉，是目前移

动机器人上应用广泛的三维测距传感器，通用批量标定框架急需扩展到深

度相机标定领域。快速准确的标定这些传感器的内参和外参是使用它们进

行导航的首要前提。

2. 复杂动态行人场景下安全高效自主移动。在动态、静态形状各异的障碍物
和动态行人并存的复杂环境下，机器人需要区分对待环境中的行人和障碍

物，当接近行人和接近障碍物或者其他机器人时，机器人应该表现出不同

的避障方式。同时当场景的动态复杂性增加时，由于环境不确定性的累积

和出于安全性考虑，机器人倾向于保守的行为来最小化风险。从而可能无

法找到可行的前进路径，最终机器人将在原地停止或在两个方向之间摆动，

产生机器人冻结问题。另外在更加开放密集的人群环境中，机器人还要面

临和行人的攻防博弈问题。为了高效完成任务，机器人需要在人群中主动

与行人交互以到达目标点。因此机器人需要具有在动态开放行人环境中安

全高效的导航避障能力。

3. 动态行人场景下的长期鲁棒定位。在动态行人环境中，激光和地图会发生
错误的数据关联，机器人还会遇到更严重的定位丢失问题。虽然通过改造

环境和天花板定位方式可以很大程度上解决动态环境定位丢失问题，但该

方法需要较高的部署代价和环境要求，不适用于部署到所有的现实环境。

同时机器人定位系统出现异常时是很脆弱的，主要是因为几乎所有鲁棒的

定位技术都基于迭代优化或滤波。一个理想的长期稳定定位解决方案应该

是故障感知的并提供恢复机制来主动校准定位，然而现有的机器人定位方

法都没有提供鲁棒有效且易于部署的解决方案。因此如何改善机器人在动

态行人环境中定位的准确性以及如何自主校准机器人全局定位误差是动态

行人环境下成功导航的首要问题。

1.3 本文主要工作和贡献

本文的研究目标是提高移动机器人在复杂动态行人场景下的自主导航能力，

即试图解决1.2节提到的三大困难与挑战问题。本文的主要研究内容和贡献概括
如下：

1. 用于解决多传感器标定问题的通用批量标定框架仅限于激光与机器人标定
且核心外参标定方法准确度不高。在本文中我们基于通用批量标定框架和

动作捕获系统提出了精确的 RGB­D相机标定方法，使通用批量标定框架
扩展到彩色或深度相机标定领域。我们利用动作捕获系统的精准特性来定

制手眼标定的全局优化步骤，改进了外参标定精度。在深度校准中，我们
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使用非递归的新颖数据获取方法来获取深度图像中每个像素的真实值，并

采用基于异方差高斯过程的校准方法来估计不同测量距离处深度误差的均

值和方差。实验结果表明我们的标定方法大大提高了彩色点云的匹配精度

与深度测量的准确度，并且该方法基于通用批量标定框架可以轻松推广到

更多种类与数量的传感器间的外参标定。

2. 现有的基于深度强化学习的多机器人避障算法不能兼容各种种类与数量的
传感器或者需要复杂的前端感知处理。我们提出了一种在无通信环境中基

于栅格地图和深度强化学习的多机器人避障方法，基于栅格地图的方法适

用于多种传感器，易于在仿真环境中训练，对嘈杂的传感器数据更鲁棒，不

需要精确复杂的前端感知过程，考虑了机器人的大小和形状，并且更易于

部署到实际机器人中。我们在仿真器中以及在现实世界中的四个差动机器

人上，都针对多种场景评估了该方法。定性和定量实验均表明，我们的方

法在许多指标上都优于传统的和其他基于深度强化学习的避障方法。

3. 机器人在人群中的避障不完全符合同策略多机器人避障算法适用条件，而
且当接近行人和接近障碍物或者其他机器人时，机器人应该表现出不同的

避障方式。因此我们扩展了基于栅格地图的深度强化学习多机器人避障方

法，在传感器栅格地图中添加了由多传感器行人感知追踪模块生成的行人

地图通道，设计了新的远离行人的回报函数部分和基于社会力模型与速度

障碍物法仿真的多策略行人仿真训练环境，提出了适用于包含形状各异的

动态、静态障碍物和动态行人复杂场景下的避障算法。实验表明我们的方

法进一步提升了机器人在不同行人策略的复杂环境中的避障成功率。

4. 大多数定位算法基于世界静止假设，但在高度动态的行人环境中，该假设
不成立。因此我们提出了基于行人感知过滤的动态行人环境定位方法，改

进了动态行人环境下机器人定位的准确性。同时一个理想的长期稳定定位

解决方案应该是故障感知的并提供恢复机制来主动校准定位，然而现有的

机器人定位方法都没有提供鲁棒有效且易于部署的解决方案。因此我们提

出了二维码激光联合主动全局重定位方法和自主检测校准机器人全局定位

误差策略，以解决在动态行人复杂环境下机器人长期稳定定位问题。实验

结果显示我们的重定位方法可以在定位完全丢失时仍能非常准确地重新定

位机器人全局位姿。

5. 最后我们在成都大熊猫博物馆进行了大规模长时间实地场景测试来验证我
们提出的复杂动态行人导航系统的实际价值，同时我们根据“封闭性准则”，

提出了我们试图解决开放环境机器人长期自主导航的具体部署方案，包括

基于二维码激光重定位的多定位方式切换策略和多行为导航避障策略。在

这个高度复杂动态的开放密集人群环境中，机器人顺利完成导航任务 3000
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多次，其中不间断导航测试时长高达 7个小时。

1.4 文章组织及章节安排

本文的剩余部分组织如下：在第二章中，我们介绍了基于通用批量标定框架

和动作捕获系统的精确深度相机标定方法，并进行了大量验证实验证明我们提

出的深度相机标定方法的效果与优势。在第三章，我们详细介绍了基于栅格地图

和深度强化学习的异质多机器人避障方法的细节，这项工作旨在说明基于栅格

地图信息输入的强化学习避障算法的优势，且该多机器人避障算法是我们提出

的基于深度强化学习的动态行人环境下避障算法基础，同时此多机器人避障算

法本身具有不需要复杂前端感知处理等优点和实际应用价值，可以应用于多机

器人无人仓储等实际场景。本文进行了大量的仿真与实体测试来说明我们的避

障算法性能。最后我们把多机器人避障算法集成到了导航系统中并做了长距离

导航实体实验、多传感器融合导航实体实验、异质多机器人实验和楼宇配送场景

实验。在第四章，我们主要介绍动态行人环境下基于多传感器信息的机器人导航

系统。首先我们介绍基于多传感器信息融合的行人感知追踪模块，然后介绍基于

行人感知过滤的行人环境定位方法以及基于二维码激光联合主动全局重定位方

法，紧接着我们介绍扩展的面向多种行人运动策略的多传感器感知多地图通道

深度强化学习动态行人避障模块。在第五章，我们将论文中的方法实际应用于成

都大熊猫基地的博物馆导览机器人项目中，并在成都大熊猫基地博物馆进行了

大量实地开放场景测试。在文章最后的第六章，我们总结了文章内容并对未来研

究方向进行了展望。
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第 2章 基于动作捕获系统的精确深度相机标定

机器人与多传感器的精确标定是机器人导航的前提。本章基于动作捕获系

统和通用批量标定框架提出了精确 RGB­D相机（深度相机）标定方法，我们详
细介绍了该深度相机标定方法的背景、内容和实现，最后通过大量实验验证了我

们方法的优点。

2.1 深度相机标定研究背景

由于家庭服务机器人的许多核心功能（例如视觉 SLAM [59]，机器人导航 [60]，

物体识别 [61]和物体操作 [62]）都需要融合的彩色和深度信息，越来越多的机器人

配备了彩色（RGB）和深度（D）相机。基本上，此类 RGB­D传感器由刚性连
接的彩色相机和深度相机组成，其中深度传感器可以是飞行时间（ToF）相机或
基于结构光的传感器。本文中我们将重点放在类似 Kinect的传感器（结构光传
感器，如 Intel Realsense SR300和 Asus Xtion Pro Live）上，因为它们已广泛用于
移动机器人中。尽管这些设备已经过出厂校准，但是此校准的质量只是对于大多

数视频游戏来说是足够的。然而对于鲁棒的机器人应用，我们仍然需要适当的

标定程序。对于这类深度传感器，我们需要标定彩色和深度相机的内部参数（焦

距、光心和镜头畸变参数）以及它们之间的空间对准（外部参数，即相对空间位

置和方向）。此外，我们注意到深度测量中的偏差和不确定性会随着测量距离的

增加而增加，并且在不同的像素坐标中，测量的偏差和不确定性的变化并不是平

稳的。因此，RGB­D相机的完整标定主要分为内部和外部参数的标定以及深度
测量的校准。

为了获得深度相机的内部和外部参数，学术研究中存在基于深度相机不同

输出数据的各种标定方法，例如基于红外（IR）图像、视差图像或深度图像。诸
如文献 [63]之类的早期研究是基于 IR图像和标准 RGB相机标定技术的，他们使
用棋盘格图案来标定 RGB和 IR相机的内部参数，以及它们之间的外部转换。但
是，他们的方法要求不同的相机同时观察相同的棋盘格图案，并且由于广泛使用

的 ROS Kinect驱动程序 [64] 不支持同时输出 IR和 RGB图像，标定过程变得繁
琐，结果不精确。Herrera等人 [65]的工作是一种基于视差图像的典型方法，标定

过程中他们让 Kinect在距离不同的地方观察附有棋盘格图案的大型平面。他们
的工作有两个主要弱点：首先，他们要求专业人员来手动选择深度图像中的相应

特征。其次，他们的方法严重依赖于特定的 Kinect型视差数据。基于深度图像的
其他方法则使用 RGB和深度传感器同时观察特定标定对象。在文献 [66] 中，作
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者使用了具有数十个圆形孔的大型定制木板，并且需要大量的手动步骤才能将

每个 RGB和深度图像对中的孔中心关联起来。此外，在文献 [67]中，作者使用了

球形物体篮球来作为标定工具。基于深度图像的标定方法的共同局限性在于深

度图的噪声非常大，因此标定结果不够准确。

对于深度校准，Smisek等人 [68]表明 Kinect传感器受到某些径向对称变形的
影响，然后 Herrera等人 [65]对标定过程中的失真校准进行了首次尝试，但是他们

的方法使用外部高清相机观察棋盘格图案，因此不适用于 RGB相机和深度传感
器之间具有长距离间隔的情况。Zhang等人 [69] 的研究表明 Kinect提供的深度测
量值是实际深度值的线性函数。深度校准的主要问题是如何准确地获得深度图

像中每个像素点对应的真实深度值。Teichman 等人 [70] 假设由 SLAM 生成的特
写点云图可以用作相应位置的深度测量的真实值。显然，他们的方法在很大程度

上依赖于 SLAM的定位和建图的精度。近期 Basso等人 [71]将深度误差分为两个

不同的部分：失真误差和全局误差，并分别对其进行了处理。他们假设最近的深

度测量没有误差，并且在同一像素位置的相近深度测量的深度误差相同。由于他

们使用多项式曲线拟合来校准深度值，因此需要提前人为确定多项式形式。

受流行的 RGB­D SLAM基准评估工作 [72] 的启发，我们提出了一种新颖的

RGB­D相机标定方法，该方法基于使用高精度动作捕获系统（MoCap）的通用
批量标定框架 [58]，消除了获取深度测量真实值的系统假设。与文献 [72]中提出的

外参标定方法不同，我们的方法基于手眼标定技术，消除了由于粘贴在棋盘上的

标记点位置不正确而导致的不可避免误差。本文我们仍然使用红外图像标定深

度相机，主要是因为与深度图相比它具有低噪声的特性，可以估计内部和外部参

数。与传统的基于红外图像的方法相比，我们的方法不是直接估计深度相机和彩

色相机之间的空间关系，从而不需要深度相机和彩色相机同时观察同一块棋盘

格图案，而是标定动作捕获系统提供的全局世界坐标系和各个相机坐标系之间

的空间转换关系。这种做法的另一个好处是，我们可以轻松扩展到标定多个相机

之间的外部参数 [73­74]或与其他类型传感器 [75­76]的外部参数。对于深度传感器提

供的深度测量，我们采用了一种可以同时减少变形和系统误差的深度校准模型

来获得对环境更精确的深度测量，该模型表示为一组无需手动调参的高斯过程

（Gaussian Process，GP）。为了获得模型参数，我们充分利用动作捕获系统来获
得不同距离处每个像素的相应深度真实性和测量值。更重要的是，我们发现随着

测量距离的增加，测量深度值的不确定性也增加，即误差的方差增加。因此，我

们采用稀疏的异方差高斯过程 [77]来同时估计测量误差的均值和方差，即深度误

差相对于测量距离的概率分布，这对于机器人研究中的状态估计问题至关重要。

我们的主要贡献概述如下：

• 提出了 RGB­D传感器的完整精确标定流程，包括内参标定、外参标定和深
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度校准。

• 提出了相机的内参和外参联合标定方法，该方法主要基于全局优化的手眼
标定技术。

• 提出了直接且非递归的逐像素深度测量真实值数据获取方法，并基于异方
差高斯过程来校准深度测量值，可以同时估计深度误差的均值和方差。

2.2 测距传感器简介

用在移动机器人上的传感器种类丰富，有些传感器只用来测量简单的值（如

电机转速），但还有不少传感器可以用来测量周围环境信息。本小节介绍下常见

的感知环境信息并对导航避障特别相关的测距传感器，此类测距传感器可以返

回障碍物的距离信息，如超声传感器、激光测距仪、飞行时间相机和结构光相机

等。

图 2.1 不同种类的测距传感器

2.2.1 超声传感器

超声传感器通过发射超声压力波包并测量其返回到接收器所占有的时间来

计算障碍物距离。引起反射的物体距离 𝑑 可以根据超声传播速度 𝑐 和飞行时间 𝑡
计算得到：

𝑑 = 𝑐𝑡
2 .

典型的超声波具有 40­180kHz之间的频率，超声波具有频率高、波长短、衍射现
象小、方向性特别好的特性，并且可以成为射线而定向传播。当超声波击中杂质

或界面时，它将产生明显的反射并形成反射回波。在移动机器人中，普通的超

声波传感器可以实现大约 2cm的分辨率。常用的超声波传感器由压电晶片组成，
可以发射和接收超声波。低功率超声探头主要用于检测，它有许多不同的结构，
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它可以分为直探头（纵向波）、斜探头（横向波）、表面波探头（表面波）、兰姆

波探头（兰姆波）、和双探头（发射一个探头，接收一个探头，如图2.1(a)所示）
等。由于声音以锥形方式传播，有大约 20∘ − 40∘ 的孔径角，因此，超声波传感

器只能告诉我们在测量锥内一定距离处有障碍物，而不是点测量。超声传感器主

要还有一些缺点，即误差区域、带宽和交叉灵敏度。超声器的准确度是基于离开

障碍物的声波是成功垂直反射的名义值。但现实中，超声探测返回的角度可能远

非垂直，还有一些可能不会产生单元感知很强的反射或吸收声波的物体，如泡沫

和衣服等。另外，单个超声波传感器在中等开放空间中的周期时间较慢，如测量

3m远的障碍物需要 20ms，而且如果机器人配备具有 20个超声传感器组成的环，
为了使传感器之间干涉最小，传感器需要顺序地激发和测量，那么所有传感器更

新一遍需要 0.4s，传感器的更新频率仅有 2.5hz，这对于移动机器人来说具有较
大延迟。但超声传感器可以探测类似透明玻璃的障碍物，这是激光传感器不能做

到的。

2.2.2 激光测距仪

激光测距仪是飞行时间传感器的一种，由于发射激光而不是超声，相对于超

声传感器有了很大改进。激光测距仪通常由发射器和接收器组成，发射器使用激

光来照亮物体，接收器检测光的分量。激光测距仪也常常被称为激光雷达，激光

雷达根据激光到达目标然后返回接收器所需的时间来计算障碍物距离。激光雷

达使用带有镜子的机械结构扫掠光束以覆盖平面中的场景，或者在三维世界中

使用旋转和摆动的镜子结构，有三种测量光束飞行时间的方法。第一种方法是使

用脉冲激光直接测量占用的时间，第二种方法是测量调频连续波和接收到的反

射之间的差频，第三种方法是测量反射光的相移。激光测距仪的角分辨率远高于

超声传感器，而且超声测距的一个重要误差涉及到能量的相干反射，而光只会发

生在测量高度抛光表面的物体的时候，激光测距仪不能测量光学上透明的物体。

如图2.1(b)所示为 Hokuyo公司生产的 UTM­30LX 2D激光雷达，有效测量范围
达到 30m，270度范围。图2.1(c)为 SICK MRS6000 3D激光雷达，可以为无人车
提供丰富的 3D环境信息。

2.2.3 飞行时间相机

飞行时间相机（TOF相机）工作原理和激光测距仪类似。TOF相机测距的
原理是连续将光脉冲发送到目标，然后使用传感器接收从对象返回的光，通过探

测光脉冲的飞行（往返）时间来得到测量物体距离。激光逐点扫描，而 TOF相
机同时获取整个图像的深度（距离）信息，并且没有运动部分。TOF相机通常包
括照射单元、光学透镜、成像传感器、控制单元和计算单元等模块。这种传感器

14



第 2章 基于动作捕获系统的精确深度相机标定

使用一个受调制的红外光源来确定光子混合器件各像素点的距离，它具有非常

紧密的结构。在存在背景光源的时候，图像传感器会接受附加的照明信号，干扰

距离的测量。为了消除信号的背景，每关掉照明光完成一次信号采集。TOF相
机会受多重反射、散射光、环境光和温度的影响。图2.1(d)为基于飞行时间原理
的微软 Kinect二代深度相机，它可以提供 30 FPS 1920×1080彩色图像和 30 FPS
512×424深度图像，可测量范围为 0.5m到 4.5m。

2.2.4 结构光相机

结构光相机是基于三角剖分的测距传感器，它们把已知的光模式或结构光

映射到环境，已知模式的反射被接收器接收，并与已知几何值合在一起利用简单

的三角剖分建立距离的测量。相对于立体相机，它会不断地投射结构光以至于可

以不间断地工作在黑暗无纹理无特征的环境中。著名的第一代 Kinect深度相机
是基于结构光原理的传感器，它于 2010年推出，并首次用于Microsoft Xbox 360
视频游戏。但随后打开了机器人学应用中的新可能，它是一款非常廉价的测距传

感器，使用一个红外线激光发射器，反射模式肉眼不可见。基于结构光原理的深

度相机有智能机器人广泛使用的微软 Kinect一代（图2.1(e)）和英特尔 realsense
系列（图2.1(f)）。

2.3 系统框架

从一组深度图 𝜏𝐷和彩色图 𝜏𝑅恢复出彩色 3D点云信息的方法如下：对于深
度图 𝜏𝐷中的第 𝑖个像素点 (𝑢𝑖

𝐷, 𝑣𝑖
𝐷)，其深度测量值表示为 𝑧(𝑢𝑖

𝐷, 𝑣𝑖
𝐷)，并且对应于

IR图像的像素点记为 (𝑢𝑖
𝐼 , 𝑣𝑖

𝐼 )。因此 (𝑢𝑖
𝐼 , 𝑣𝑖

𝐼 )像素坐标对应的 3D空间点可以根据
相机小孔成像模型和深度测量值计算得到：

𝑜
M𝐼 = 𝑝𝑟𝑜𝑗𝑒𝑐𝑡(K𝐼 ,D𝐼 , 𝑢𝑖

𝐼 , 𝑣𝑖
𝐼 ) (2.1)

M𝐼 =
𝑜
M𝐼 ⋅ 𝑧(𝑢𝑖

𝐷, 𝑣𝑖
𝐷) (2.2)

其中 K𝐼 是 IR相机的内参，D𝐼 是 IR相机的畸变参数，
𝑜
M𝐼 是M𝐼 的归一化形式

（𝑧 = 1）。然后,我们可以根据从 IR相机坐标系到 RGB相机坐标系的转换关系
𝑅
𝐼 T把 IR坐标系中的点M𝐼 转换到 RGB坐标系中的点M𝑅：

M𝑅 =𝑅
𝐼 T ⋅ M𝐼 (2.3)

随后,我们重投影空间点M𝑅到 RGB图像像素点 (𝑢𝑖
𝑅, 𝑣𝑖

𝑅)，并且得到彩色图像 𝜏𝑅

中相应的彩色信息 𝑐(𝑢𝑖
𝑅, 𝑣𝑖

𝑅)：

(𝑢𝑖
𝑅, 𝑣𝑖

𝑅) = 𝑟𝑒𝑝𝑟(K𝑅,D𝑅,M𝑅) (2.4)
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其中 K𝑅 和 D𝑅 分别是 RGB 相机的内参和畸变参数，重投影函数 𝑟𝑒𝑝𝑟() 是
𝑝𝑟𝑜𝑗𝑒𝑐𝑡()的逆函数。

K, D
𝐵
𝐶T𝑖

𝑢′
, 𝑣′

𝑀
𝑊 T𝑖

𝐶
𝑀T 𝐶

𝑀T

𝑃
𝑊 T𝑖𝑊 P𝑖

𝛹

图 2.2 RGB­D相机标定方法流程图

我们标定方法的目标是使 RGB­D 相机能够从 RGB 和深度图像对中恢复
更准确的彩色 3D 环境信息，这意味着更准确的深度测量以及所有彩色 3D 点
(M𝑅, 𝑐(𝑢𝑖

𝑅, 𝑣𝑖
𝑅))的颜色和空间点之间更好的对齐。如图 2.2所示，我们的工作主要

包括三个部分：内参标定、外参标定和深度校准。首先，在 2.4.1部分中，我们标
定了 IR和 RGB相机的内在参数，其中包括 K𝐼 , D𝐼 和 K𝑅, D𝑅，以及 IR图像和
深度图像中相应像素坐标之间的关系。同时，外参 𝑅

𝐼 T在 2.4.2部分中获得。最后
在2.4.3小节中，我们提供了一种方法来获得更精确的深度测量值 𝑧(𝑢𝑖

𝐷, 𝑣𝑖
𝐷)。

2.4 标定过程

2.4.1 内参标定

RGB和 IR相机通常都遵循具有径向变形和切向变形的所谓针孔相机模型。
也就是说，3D点M = [𝑋, 𝑌 , 𝑍, 1]𝑇 与它的图像投影像素坐标 m = [𝑢, 𝑣, 1]𝑇 关系

如下：

𝑠m = K[R, t]M (2.5)

其中 𝑠是一个比例因子，R和 t分别是将其他坐标系与相机坐标系相关联的旋转
和平移，并且一起称为相机的外参。本质矩阵 K具体形式如下：

K =
⎡
⎢
⎢
⎢
⎣

𝑓𝑥 𝛾 𝑢0

0 𝑓𝑦 𝑣0

0 0 1

⎤
⎥
⎥
⎥
⎦

,

其中 𝑓𝑥和 𝑓𝑦是图像 x和 y轴的焦距，𝛾 是描述两个轴的偏斜度参数，(𝑢0, 𝑣0)是
光心的像素坐标。此外，实际的相机图像通常会有些变形，主要是径向变形和轻

微的切向变形。理想图像坐标 (𝑥𝑛, 𝑦𝑛)和真实（失真）图像坐标 (𝑥𝑡, 𝑦𝑡)之间的关
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系为：

[
𝑥𝑟

𝑦𝑟]
=

[
𝑥𝑛(1 + 𝑘1𝑟2 + 𝑘2𝑟4)
𝑦𝑛(1 + 𝑘1𝑟2 + 𝑘2𝑟4)]

(2.6)

[
𝑥𝑡

𝑦𝑡]
=

[
2𝑝1𝑥𝑟𝑦𝑟 + 𝑝2(𝑟2 + 2𝑥𝑟

2)
𝑝1(𝑟2 + 2𝑦2) + 2𝑝2𝑥𝑟𝑦𝑟 ]

(2.7)

其中𝑟2 = 𝑥2
𝑛 + 𝑦2

𝑛，𝑘1和 𝑘2是径向失真系数，而 𝑝1和 𝑝2是切向失真系数。

1. 基于角点的标定和目标提取
单个相机的内参标定是一个经过充分研究的问题。在 Zhang 的方法 [78] 中，

他们不失一般性地假设棋盘格模型平面位于世界坐标系的 𝑍 = 0上。从收集的
图像中提取棋盘角点，然后使用世界坐标中的已知角点位置和图像中的角点位

置为每个图像计算相应的单应性矩阵。相关的线性方程组用于解决每个单应性

矩阵所施加的约束，之后可以通过最小化以下目标函数来估算完整的参数集：

𝑛

∑
𝑖=1

𝑚

∑
𝑗=1

‖m𝑖𝑗 − m̆(K, 𝑘1, 𝑘2, 𝑝1, 𝑝2,M𝑖𝑗 , 𝐵
𝐶T𝑖)‖

2 (2.8)

其中函数 m̆是根据等式2.5在图像 𝑖中第 𝑗 个点 M𝑖𝑗 伴随着径向变形（等式2.6）
和切向变形（等式2.7）的投影函数。非线性最小化通过 Levenberg­Marquardt算
法求解。空间坐标转换 𝐵

𝐶T𝑖（从相机坐标系 𝐶 到棋盘坐标系 𝐵 的空间转换，包
含 Rodrigues格式的平移和旋转部分）的初始值和内参K是使用先前的估计获得
的。失真参数 𝑘1, 𝑘2, 𝑝1, 𝑝2用 Zhang的方法 [78]中描述的技术初始化，或者只是简

单设为 0。通过执行此标定，我们不仅可以获取相机内参，还可以获取棋盘格坐
标系中相机的所有姿态 𝐵

𝐶T𝑖，可用于下一节所述的外参标定。

2. 红外图像和深度图像之间的偏移
如文献 [79]中所述，IR图像和深度图像中的相应像素坐标之间存在固定的偏

移量。也就是说，

m𝐼 = m𝐷 + [𝑢′ 𝑣′ 0]
𝑇

(2.9)

为了估算该值，我们将相机朝向标定工具的反光标记点，如图2.3(a)或图2.3(b)所
示，并使反光标记点保持静止。然后，记录 180对 IR和深度图像。对于每组图
像对，我们首先使用 Canny边缘检测 [80]，然后使用 Hough圆检测 [81] 来检测 IR
图像（一些实际效果如图2.4(a)，2.4(b)，2.4(c)）和深度图像（如图2.4(d)，2.4(e)，
2.4(f)）中反光标记点的中心点。由于 Kinect的深度图像非常嘈杂，因此我们几
乎无法获得 𝑢′, 𝑣′ 的准确结果。我们在实验中获得的 𝑢′, 𝑣′ 平均估计值约为（4，
4）。
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图 2.3 (a)动作捕获系统；(b)和 (c)是动作捕获系统的标定工具；(d)是粘有三个反光标记
点的 Kinect设备；(e)用于内参和外参标定的棋盘格，上面贴有为了评估标定效果的
六个反光标记点

(a) (b) (c) (d) (e) (f)

图 2.4 不同标定处理后的 IR(a­c)和深度图像 (d­f)：(a)原始的 IR图像；(b)经过 Canny边
缘检测处理后的 IR图像；(c) Hough圆检测处理后的 IR图像；(d)原始的深度图像；
(e)经过 Canny边缘检测处理后的深度图像；(f) Hough圆检测处理后的深度图像

2.4.2 外参标定

在内参标定过程中，我们将相机移动到保持静止不动的棋盘格图案前面并

不断移动相机。如图2.5所示，相机光学中心的坐标系从 𝐶1移动到 𝐶2，同时贴在

相机上的反光标记坐标系从𝑀1相应地转换为𝑀2。所以我们有：

𝐵
𝑊 T = 𝐶1

𝐵 T
−1

⋅ 𝐶1
𝑀1
T ⋅ 𝑀1

𝑊 T = 𝐶2
𝐵 T

−1
⋅ 𝐶2

𝑀2
T ⋅ 𝑀2

𝑊 T,

由于反光标记点牢固地固定在相机上，我们有
𝑀1
𝐶1
T = 𝑀2

𝐶2
T = 𝑀

𝐶 T，因此上面的公
式可以简化为：

𝐶2
𝐶1
T ⋅ 𝐶

𝑀T = 𝐶
𝑀T ⋅ 𝑀2

𝑀1
T (2.10)

其中
𝐶2
𝐶1
T = 𝐶2

𝐵 T ⋅ 𝐶1
𝐵 T

−1
，并且它们的值可以通过第2.4.1节的第1小节提到的方法计

算得到。
𝑀2
𝑀1
T = 𝑀2

𝑊 T ⋅ 𝑀1
𝑊 T

−1
，并且它们的值可以通过动作捕获系统测量得到。
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𝐶1
𝐵 T

𝐶
𝑀T

𝑀1
𝑊 T

𝑀2
𝑊 T

𝐶2
𝐵 T

图 2.5 内参和外参标定场景示意图。摄像头坐标系从 𝐶1 移至 𝐶2，与摄像头刚性相连的标

记点坐标系相应地从𝑀1移至𝑀2。𝑊 是MoCap系统的世界坐标系，𝐵坐标系固定
在棋盘格图案上。在标定期间，我们保持棋盘格不动。

1. 手眼标定
显然，等式2.10是著名的手眼标定问题，它等效于解决等式 AX = XB，其中

A，B和 X都是 4 × 4空间转换矩阵。方程2.10可以进一步分解为两个方程：取决
于旋转 R和平移 t的旋转方程和位移方程：

R𝐴R𝑋 = R𝑋R𝐵 (2.11)

(R𝐴 − I)t𝑋 = R𝑋t𝐵 − t𝐴 (2.12)

其中 I是 3 × 3单位矩阵。
根据文献 [82]中提到的数学技巧，我们可以再把上式改写成线性方程：

[
I9 − R𝐴 ⊗ R𝐵 09×3

I3 ⊗ t𝐵𝑇 I3 − R𝐴] [
𝑣𝑒𝑐(R𝑋)

t𝑋 ]
=

[
09×1

t𝐴 ]
(2.13)

其中，涉及 Kronecker乘法⊗和列向量操作符 𝑣𝑒𝑐 定义如下：

M ⊗ N =
⎡
⎢
⎢
⎢
⎣

𝑀11N ⋯ 𝑀1𝑛N
⋮ ⋱ ⋮

𝑀𝑚1N ⋯ 𝑀𝑚𝑛N

⎤
⎥
⎥
⎥
⎦

,

𝑣𝑒𝑐(M) = [𝑀11, ..., 𝑀1𝑛, ..., 𝑀21, ..., 𝑀𝑚𝑛]𝑇 .

也就是求解对应的线性方程：

C𝑖x = d𝑖 (2.14)
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我们可以采集多组 C𝑖与 d𝑖，构建误差函数 𝑓𝑖(x) = ‖C𝑖x − d𝑖‖2，并采用一般的凸

优化方法优化出 x。我们通过使用 CVXPY [83]等相关开源项目实际解决该凸优化

问题。

2. 全局优化
手眼标定精度受到限制主要是因为假定的姿态轨迹是单独估算的，并且在

对齐它们以找到手眼变换时保持固定。因此，在本小节中，鉴于动作捕获系统测

量结果具有很高的精度，我们提出了标定和轨迹的联合最大似然优化。这种优化

很难作为一个整体问题解决，但是使用第1部分的结果作为初始猜测，局部似然
最大化可以提高标定的准确性。我们使用李群值 B样条 [84] 表示连续时间 SO(3)
轨迹，并使用 Levenberg­Marquardt算法在李群的扩展来求解非线性优化 [85]。

但是在我们的标定场景中，动作捕获系统测量的转换矩阵 𝑀
𝑊 T的值非常准

确，并且标定误差的主要来源是转换矩阵 𝐶
𝐵T的估计值。因此，本文中我们为移

动标记点坐标系𝑀 的移动轨迹建模为 𝑀
𝑊 T(𝑡) =∶ X(𝑡)。并且文献 [85] 中提到的负

对数似然函数 𝑙修改为：

𝑙 = 𝑙1(X|(𝑀𝑖
𝑊 T, 𝑡𝑀𝑖

)𝑙
𝑖=1) + 𝑙2(𝐶

𝐵T, 𝐶
𝑀T|(𝐶𝑖

𝐵 T, 𝑡𝐶𝑖
)𝑘
𝑖=1)

=
𝑘𝑀

∑
𝑖=2

𝜌(||𝑑𝑀 (𝑀𝑖−1
𝑊 T, 𝑀𝑖

𝑊 T, 𝑀
𝑊 T(𝑡𝑀𝑖−1

), 𝑀
𝑊 T(𝑡𝑀𝑖

))||2
𝛴𝑀

)

+
𝑘𝐶

∑
𝑖=2

𝜌(||𝑑𝐶(𝐶𝑖−1
𝐵 T, 𝐶𝑖

𝐵 T, 𝐶
𝐵T(𝑡𝐶𝑖−1

), 𝐶
𝐵T(𝑡𝐶𝑖

))||2
𝛴𝐶

)

(2.15)

其中 𝐶
𝐵T(𝑡) ∶= 𝑊

𝐵 T ⋅ 𝑀
𝑊 T(𝑡) ⋅ 𝐶

𝑀T，𝑀
𝑊 T(𝑡) = X(𝑡)，𝜌(𝑠) = 𝑙𝑜𝑔(1 + 𝑠)，𝑑𝑀 和 𝑑𝐶 是相对

的关系，𝑑(A,A′,B,B′) = 𝑑(A−1A′,B−1B′)。作为 SE(3)上位移矢量 𝑑(A,B) ∈ ℝ6，

我们使用基于固定正交基础的 (𝑙𝑜𝑔𝑆𝑂(3)(R),u)坐标，其中 u是平移值，而 R是适
当的旋转值，使得（唯一）u ∘R ∶= A−1 ⋅B。我们首先优化 𝑙1来估算标记点坐标

系轨迹函数 X(𝑡)。然后优化 𝑙2以计算
𝐶
𝑀T的最佳估计值。

2.4.3 深度校准

许多深度传感器具有近视特性，这意味着错误的参数设置会导致深度测量

误差随距离增加而增加。更糟糕的是，在不同像素位置的深度测量误差也不同

（如图 2.6所示）。为了对这种失真的影响进行建模，在最新的工作 [50,71]中，作者

将误差分为两个不同的部分并分别进行处理，包括失真误差（该误差是导致观测

物体形状局部更改的原因）和全局误差（即平均深度的系统估计误差）。也就是

说，实际深度 𝑑∗估计为：

𝑑∗ = (𝑔 ⊙ 𝑢)(𝑢,𝑣)(𝑑),

其中函数 𝑢(⋅)考虑了局部失真，函数 𝑔(⋅)对深度量度进行了全局校准。
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在这项工作中，2.4.2小节中提到的方法用于实时获取 IR相机的姿势。在本
节中，首先我们将展示如何追踪平面以获取深度测量的真实值。然后我们提出

了一种稀疏的高斯过程方法来对后验概率 𝑃 (𝑑∗|𝑑)建模，也就是位于不同距离 𝑑
的深度测量值 𝑑∗的均值 𝜇(𝑑∗)和方差 𝜎2(𝑑∗)。

(a) 1±0.01m (b) 2±0.01m (c) 3±0.01m

图 2.6 不同距离的深度误差图，请注意每个图像的色标都不同。

1. 平面追踪
首先，我们要追踪平面坐标系 𝑃，这意味着实时获取转换矩阵 𝑃

𝑊 T。我们在
平面板上贴上三个反射标记 𝐴，𝐵 和 𝐶，或使用如图 2.3(c) 中所示的官方标定
工具。MoCap系统可实时为我们提供三个标记的三维坐标：𝑃𝐴 = [𝑥𝐴, 𝑦𝐴, 𝑧𝐴]𝑇，

𝑃𝐵 = [𝑥𝐵, 𝑦𝐵, 𝑧𝐵]𝑇 和 𝑃𝐶 = [𝑥𝐶 , 𝑦𝐶 , 𝑧𝐶]𝑇。下面阐述如何根据这些反光标记点计算

从世界坐标系𝑊 到由这些标记点形成的平面坐标系 𝑃 的转换矩阵。
第一步，我们不失一般性地选择 ⃖⃖⃖⃖⃗𝐴𝐵 的单位方向向量 𝑥⃗作为坐标系 𝑃 的 𝑋

轴的方向。我们还可以通过使用几何属性 𝑧 ⟂ ⃖⃖⃖⃖⃗𝐴𝐵和 𝑧 ⟂ ⃖⃖⃖⃖⃗𝐴𝐶 找到平面单位法向
量 𝑧（即 𝑍 轴的方向）。𝑌 轴的方向可以估计为 𝑦 = 𝑧 × 𝑥⃗。如果没有 MoCap系
统的测量误差和标记点的放置偏差，则可以轻松获得从世界坐标系𝑊 到平面坐

标系 𝑃 的 3 × 3旋转矩阵 R：
R = (𝑥⃗, 𝑦, 𝑧) (2.16)

但是实际的三个方向向量并不绝对相互垂直。因此奇异值分解（SVD）R = U𝛴V𝑇

用于获得旋转矩阵 R的近似估计 R′（详细的证明可以在文献 [78]中找到）。也就

是

R′ = U ⋅ V𝑇 (2.17)

最后，从坐标系𝑊 到 𝑃 的 4 × 4的转换矩阵为：

𝑃
𝑊 T =

(
R′ 𝑃𝐴

0 1 )
(2.18)

同时为了过滤投影到平面外的深度数据，我们还需要提供平面范围
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(𝑥𝑚𝑖𝑛, 𝑥𝑚𝑎𝑥, 𝑦𝑚𝑖𝑛, 𝑦𝑚𝑎𝑥)，这些值不需要非常精确，只要保证在实际平面范围内即
可。

算法 2.1 深度数据获取

Input: 𝑃
𝑊 T, 𝑀

𝑊 T,测量的深度图 D;
Output: 用于训练 GP模型的数据集 𝛹 ;

1 𝐼
𝑀T = ℎ𝑎𝑛𝑑_𝑒𝑦𝑒_𝑐𝑎𝑙𝑖𝑏𝑟𝑎𝑡𝑖𝑜𝑛();

2 初始化平面范围 (𝑥𝑚𝑖𝑛, 𝑥𝑚𝑎𝑥, 𝑦𝑚𝑖𝑛, 𝑦𝑚𝑎𝑥);
3 初始化 IR图像和深度图的偏移 𝑢′, 𝑣′;
4 for 𝑖 ∈ 𝑟𝑎𝑛𝑔𝑒(D) do
5 𝑃

𝐼 T𝑖 = 𝑃
𝑊 T𝑖 ⋅ 𝑀

𝑊 T𝑖
−1 ⋅ 𝐼

𝑀T−1;
6 P𝑖 = 𝑝𝑙𝑎𝑛𝑒(𝑃

𝐼 T𝑖);
7 for 𝑝𝑖𝑥𝑒𝑙(𝑢, 𝑣) ∈ D𝑖.𝑠𝑖𝑧𝑒() do
8 𝑢𝐼 = 𝑢 + 𝑢′;
9 𝑣𝐼 = 𝑣 + 𝑣′;
10 M𝐼 = 𝑝𝑟𝑜𝑗𝑒𝑐𝑡(𝑢𝐼 , 𝑣𝐼 );
11 M′

𝐼 = 𝑐𝑟𝑜𝑠𝑠(M𝐼 ,P𝑖);
12 M′

𝑃 = 𝑃
𝐼 T ⋅ M′

𝐼 ;
13 if (M′

𝑃 .𝑥 ∈ [𝑥𝑚𝑖𝑛, 𝑥𝑚𝑎𝑥]) ∧ (M′
𝑃 .𝑦 ∈ [𝑦𝑚𝑖𝑛, 𝑦𝑚𝑎𝑥]) then

14 𝛹 = 𝛹 ∪ {(𝑢, 𝑣,D𝑖(𝑢, 𝑣),M′
𝐼 .𝑧)}

15 end

16 end

17 end
18 return 𝛹 ;

2. 深度数据获取
上一节中提到的平面可以选择为不能移动的较大平面（如墙），也可以选择

为可以自由移动的较小平面（如图 2.3(e)中所示）。这是因为我们可以使用2.4.2和
上一小节中提到的方法实时追踪平面和相机的 3D姿态。很明显，更大的平面可
以提高数据采集的效率。

我们首先记录 Kinect在离平面不同距离处的深度图像，以及相应的 𝑃
𝑊 T和

𝑀
𝑊 T，然后离线处理记录的数据以生成用于训练 GP模型的数据集。离线处理过
程在算法2.1中进行了简要描述。首先，我们使用 𝑃

𝐼 T恢复平面方程 P（𝑙. 6，其中
𝑝𝑙𝑎𝑛𝑒()是获得XY轴平面方程的函数）。对于深度图中给定的像素坐标m = (𝑢, 𝑣)，
我们可以使用公式2.9（𝑙𝑙. 8­9）获得 IR图像中的相应像素坐标。然后使用公式2.5、
2.6和2.7（𝑙. 10）计算对应的 3D点M = (𝑥, 𝑦, 1)，这意味着一条从光心射向M的
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光束。我们可以找到射线与平面 P的交点M′（𝑙. 11）。最后，我们使用平面范
围 (𝑥𝑚𝑖𝑛, 𝑥𝑚𝑎𝑥, 𝑦𝑚𝑖𝑛, 𝑦𝑚𝑎𝑥)来确定交点是否落在平面中，并决定是否将其保留在数
据集 𝛹 中（𝑙𝑙. 12­15）（如图 2.7中所示，图中三维交点 a和 e超出了平面范围，
应该被滤除）。

图 2.7 摄像头图像像素点投影到追踪平面 𝑃 的示意图

3. 异方差高斯过程
高斯过程（Gaussian Process，GP）是对函数的正态分布的概括，描述了有

限维随机变量的函数。与文献 [71]中使用的曲线拟合方法相比，高斯过程不需要

事先知道模型的具体形式。稀疏高斯过程可以降低高斯过程求解代价，核函数

模型（BFM）是其中一类稀疏高斯过程求解方法，BFM的基本假设为：给定一
组输入 X = {𝑥𝑖}𝑛

𝑖=1 ∈ ℝ𝑛×𝑑 和一组目标输出 𝑦 = {𝑦𝑖}𝑛
𝑖=1 ∈ ℝ𝑛，观测目标 𝑦𝑖 由 𝑚

个非线性函数 𝜙(𝑥𝑖) = [𝜙1(𝑥𝑖), ..., 𝜙𝑚(𝑥𝑖)] ∈ ℝ𝑚 的线性组合函数的输出加上噪声

𝜖𝑖 ∼ 𝒩 (0, 𝛽−1)生成:
𝑦𝑖 = 𝜙(𝑥𝑖)𝜔 + 𝜖𝑖,

其中 𝜔是长为 𝑚的参数向量，即模型的参数。这里假设我们的观测具有恒定精
度 𝛽和均值为零的噪声。显然不符合此工作中遇到的方差随输入变化的特征。为
了将此信息整合到系统中，开源代码项目 GPz [77] 通过将噪声方差建模为与输入
相关的函数 𝛽𝑖 = 𝑓(𝑥𝑖)来增强模型的预测方差估计。具体而言，他们把这个函数
定义为核函数的线性组合 𝛽𝑖 = exp(𝜙(𝑥𝑖)𝑢 + 𝑏)，指数形式来保证 𝛽𝑖的正数性。注

意，如果 𝑢 = 0且 𝑏 = ln𝛽，模型将退化为固定精度 𝛽 的原始假设。模型的参数
可以根据 GPz论文 [77]中定义的对数边际似然进行优化。一旦参数被推断，不可

23



第 2章 基于动作捕获系统的精确深度相机标定

见测试用例 𝑥∗的预测分布如下：

𝑝(𝑦∗|𝑦) = 𝒩 (𝜇∗, 𝜎2
∗),

𝜇∗ = 𝜙(𝑥∗)𝜔̄,

𝜎2
∗ = 𝜐∗ + 𝛽−1

∗ ,

𝜐∗ = 𝜙(𝑥∗)𝛴−1𝜙(𝑥∗)𝑇 ,

𝛽∗ = exp(𝜙(𝑥∗)𝑢 + 𝑏).

其中，模型方差 𝜐∗取决于 𝑥∗处训练样本的数据密度，理论上，随着数据集的增

加，模型方差的这一组成部分将趋于零。因此，𝜐∗建模了我们对均值函数的潜在

不确定性。当在 𝑥∗处呈现大量样本时，模型对后验均值变得非常有信心。𝛽−1
∗ 是

与输入相关的噪声不确定性。

在该标定工作的深度校准中，我们使用开源代码项目 GPz [77] 为异方差后验
概率 𝑃 (𝑑∗|𝑑)训练一组稀疏的高斯过程。为了说明标准 GP与异方差 GP之间的
差异，我们展示了具有方差 𝑣 = (𝑥 + 1)/15 的示例函数 𝑦 = 𝑠𝑖𝑛(𝑥) 产生的预测。
图2.8显示了使用异方差 GP成功预测了示例函数的均值和方差。

(a) (b)

图 2.8 针对具有方差 𝑣 = (𝑥 + 1)/15的示例函数 𝑦 = 𝑠𝑖𝑛(𝑥)生成的预测，(a)为标准 GP，(b)
为异方差 GP。

2.5 实验及结果分析

在本节中，我们将证明我们的方法能够为类似 Kinect的传感器提供更准确
的标定结果。我们独立分析我们的手眼标定（第2.4.2节）和深度校准（第2.4.3节）
的结果。然后，我们报告了将 RGB­D视觉 SLAM应用于安装了 Kinect设备的
移动机器人的一些实际实验，这些实验表明，通过使用我们的标定方法校准的

RGB­D数据，对定位和建图的准确性提高非常有用。最后展示了与其他相关工
作的性能比较。
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2.5.1 手眼标定测试

实际情况下准确评估手眼标定结果的准确性是十分困难的，因此在该项测

试中，我们通过重投影误差来评估内参和外参标定的整体效果。我们在棋盘格

的外角上尽可能准确地放置了六个反光标记点（如图 2.3(e)所示），这样我们就
知道了棋盘格坐标系和标记点坐标系之间的转换关系。给定这些点的观测值和

相应的点模型，我们可以根据迭代最近点法（ICP）计算其相对于动作捕获系统
世界坐标系的位姿 𝑊

𝐵 T′
。对于每个图像 𝑖中每个角点 𝑗 的 3D位置𝑀𝑖𝑗，我们可

以在相机坐标系中计算其对应的坐标，并比较与检测到的角点像素坐标 𝑚𝑖𝑗 的偏

差。也就是

𝑒𝑖𝑗 = 𝑟𝑒𝑝𝑟(𝐶
𝑀T ⋅ 𝑀

𝑊 T𝑖 ⋅ 𝑊
𝐵 T′

𝑖 ⋅ 𝑀𝑖𝑗) − 𝑚𝑖𝑗 .

我们记录了 44张 8x5的棋盘图像，共有 1760个角点。图 2.9(a)绘制了在外参标
定的第1部分中估计的 𝐶

𝑀T值对应的角点重投影误差 𝑒𝑖𝑗，图 2.9(b)绘制了经过外
参标定的第2部分中的全局优化方法处理后对应的角点重投影误差 𝑒𝑖𝑗。图 2.9(c)
显示了重投影误差 |𝑒𝑖𝑗|的分布。图 2.9中的所有子图都证明了外参标定第2小节
中提到的全局优化步骤可以对外参进行更准确的估计。需要说明的另一点是，这

里的重投影错误不仅是由于对 𝐶
𝑀T的不正确估计引起的，而且还包括粘贴标记

点的位置不正确、角点检测不准确以及MoCap系统的测量误差等因素。我们方
法的重投影误差在 2个像素以内，我们认为深度校准的精度是可以接受的。在
图 2.10中还提供了一些定性分析，这些分析表明，使用我们的 𝑅

𝐼 T估计值可以使
RGB和深度相机之间更好对齐，从而使彩色和深度信息更准确地融合在一起。

(a) (b)
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(c)

图 2.9 所有测试图像中所有像素的重投影误差：（a）是没有全局优化的误差；（b）是经过
全局优化后的最终结果；（c）重投影误差的分布。

2.5.2 深度校准测试

为了验证我们提出的深度校准方法的性能，我们收集了两个数据集（包括

深度和彩色图像对、𝑀
𝑊 T𝑖 和

𝑃
𝑊 T𝑖）：训练集（包含 597个图像对，用于生成校准

函数）和测试集（包含 428个图像对，用于评估深度校准精度）。在训练集上部

25



第 2章 基于动作捕获系统的精确深度相机标定

(a) 原始 (b) Herrera等人的方法 (c) 我们的方法

图 2.10 不同标定方法的彩色图和深度图对齐效果和点云校准效果：第一行：彩色点云是由

RGB相机和深度相机之间的不同对齐导致的；第二行：使用不同深度校准方法的
三组平面点云（距离平面分别为 1m，2m，3m）。

(a) (b)

图 2.11 五个不同像素坐标（像素 𝑐 是光心的坐标）的深度误差和相应的多项式拟合曲线
（a）或 GP模型（b）。注意不同的像素坐标具有不同的拟合曲线或 GP模型参数。

署深度校准算法后，我们获得了 480x640个深度校准 GP模型。为了与最新的深
度校准方法 [71]进行比较，假设深度误差是通过二次多项式校准，我们还获得了

480x640个函数，该函数总共包含 480x640x3个参数（在图2.11中举例说明了一
些示例）。然后，我们使用这些模型或函数来校准测试数据集中的深度图像。总

的深度误差绘制在图 2.12中，其中图2.12(a)是原始深度误差，图 2.12(b)是采用
曲线拟合方法 [71] 校准后的深度误差，图 2.12(d)是使用我们 GP模型提供的平均
值校准的深度误差。由我们的 GP 方法获得的深度误差的标准偏差也绘制在图
2.12(c)中。我们可以显然地发现我们的方法显著地减少了 Kinect深度测量的误
差，并且优于曲线拟合方法。在图 2.10中，我们选择了三组点云，它们的测量距
离大约为 1m、2m和 3m，且它们的表面保持平坦。我们发现，与使用 Herrera的
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方法 [65]相比，经我们的方法校准后三组点云变得更加准确。图 2.13分别是其俯
视图和正视图，进一步显示了使用我们提出的深度校准算法得到的更好效果。

(a) 原始深度误差 (b) 二次多项式校准后的深度误差

(c) GP模型的深度误差标准偏差 (d) GP模型校准后的深度误差

图 2.12 深度校准前后的深度误差统计

(a) 未经标定的原始点云 (b) 使用 Herrera 等人的标定方
法校准后的点云

(c) 使用我们的标定方法校准后
的点云

图 2.13 不同视角下的示例点云。第一行：距离大约为 1m，2m和 3m的三个点云侧视图；
第二行：距离 3m的点云的正视图。
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2.5.3 视觉 SLAM实验

为了进一步验证我们方法的有效性，我们展示了使用我们的家庭服务机器

人（Kejia F2 [86]）进行的 RGB­D视觉 SLAM实验（RGB­D SLAM v2 [59]）。并且，
我们使用评估指标定量评估了通过我们的方法校准的 RGB­D数据进行定位的准
确性，定位评估指标包括绝对轨迹误差（ATE）和相对姿态误差（RPE）[72]，最
终建立的 3D点云图也做了具体展示。
我们以 0.02 m/s的速度将移动机器人向前移动 2m，然后旋转 90度并再向前

移动 3m。同时，我们使用手眼标定结果 𝐶
𝑀T记录附着在 Kinect上的标记点位姿，

并且我们将其视为 Kinect轨迹的真实值。表2.1展示了实验中 ATE和 RPE的均
方根误差（RMSE）：ATE的降低非常明显，RPE也略有降低。图 2.14(a)展示了
在有无使用我们的标定方法的情况下估算轨迹的和真实轨迹的俯视图，以及生

成的点云图（图 2.14(b)）。与使用原始数据估计的轨迹相比，使用标定数据估计
的轨迹显然更接近真实轨迹，并且通过使用标定数据也可以提高重构点云图的

质量和精度。

表 2.1 视觉 SLAM定位误差 ATE和 RPE的均方根误差（RMSE）值

原始数据 标定处理后的数据

ATE [m] 0.092 0.041

RPE.translation [m] 0.0082 0.0073
RPE.rotation [deg] 0.3576 0.3517

(a) 机器人移动轨迹 (b) 视觉 SLAM建立的点云地图

图 2.14 RGB­D SLAM v2实验结果
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2.5.4 对比实验

在本小节中，我们将我们提出的标定方法的校准精度与两种最先进的标定

方法进行了比较，一种来自 Basso等人的标定方法 [71]，另一种来自 Herrera等人
的标定方法 [65]，工程上均使用作者提供的原始实现。对于每种方法，我们都收

集大量训练集分别根据具体标定步骤来对同一个 Kinect深度相机进行标定。为
了比较校准精度，我们收集了一个测试数据集，该测试数据集依靠一个大的空心

立方体（图 2.15(a)），其每个可见面均附有 AprilTags [87] 二维码。我们可以使用

(a) (b)

图 2.15 (a)在性能评估中用作真实值的空心参照立方体；（b）不同标定方法精度比较。

获得的 AprilTag彩色图像来精确地计算三个侧面的平面方程，这些平面的交点
𝑥作为深度测量真实值。然后我们使用三种不同深度校准方法校准三个平面收集
的点云，并计算它们的交点 𝑥′，即为深度校准后的测量值。为了进一步证明概率

分布在状态估计问题中的作用，我们在每个相同的位置记录了三个深度图。真实

深度 𝑑∗的概率分布为：

𝑃 (𝑑∗|𝑑1, 𝑑2, 𝑑3) = 𝑃 (𝑑∗|𝑑1) ⋅ 𝑃 (𝑑∗|𝑑2) ⋅ 𝑃 (𝑑∗|𝑑3),

其中 𝑑1，𝑑2和 𝑑3是三个深度图中交点 𝑥的深度测量。由于所有概率分布都近似
于高斯分布，因此我们有：

𝑃 (𝑑∗|𝑑𝑖) ⋅ 𝑃 (𝑑∗|𝑑𝑗) = 𝒩 (
𝜎2(𝑑𝑖)⋅𝜇(𝑑𝑗 )+𝜎2(𝑑𝑗 )⋅𝜇(𝑑𝑖)

𝜎2(𝑑𝑖)+𝜎2(𝑑𝑗 ) ,

𝜎2(𝑑𝑖)⋅𝜎2(𝑑𝑗 )
𝜎2(𝑑𝑖)+𝜎2(𝑑𝑗 )) ,

其中 𝜇(𝑑)和 𝜎2(𝑑)是均值和方差值，可以从我们的 GP模型中获得。图 2.15(b)显
示了在空心立方体的不同距离处不同方法的深度误差对比。我们可以看出不同

标定方法均可以大幅度降低深度相机的测量误差，但我们的方法比 Herrera等人
和 Basso等人的标定方法更好，进一步降低了整体标定误差。同时使用我们的深
度校准 GP模型可以获得深度误差均值和方差值，这可以在多帧深度测量基础上
进一步获取更加准确的深度估计。
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2.6 本章小结

在本章中，我们完善了通用批量标定框架，提出了一种使用动作捕获系统标

定 RGB­D传感器的可靠准确方法。所提出的标定程序不仅可以提供每个相机的
内部和外部参数，还可以基于异方差高斯过程生成一组像素级深度校准模型。在

内参标定中，我们完全标定了深度图像和 IR图像之间的像素偏移。在我们的外
参标定中，我们充分利用动作捕获系统的特性来定制手眼标定的全局优化步骤，

进一步提高了外参标定的准确性。此外，采用一种非递归的新颖的数据获取方法

来获取深度图像中每个像素的真实值，并采用一种无模型的基于异方差高斯过

程的单步深度校准方法来获取深度校准模型集的参数。所提出的校准方法比以

前的相关工作获得了更好的结果，并且整个标定结果大大改善了基于 Kinect传
感器的视觉 SLAM的定位和建图精度。
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第 3章 基于栅格地图信息融合的多机器人导航

本章主要介绍基于栅格地图信息融合的多机器人避障技术，该项工作旨在说

明基于栅格地图信息输入的强化学习避障算法的优势，且该多机器人避障算法

是我们在下一章提出的基于深度强化学习的动态行人环境下避障算法基础，同

时此多机器人避障算法本身不需要复杂前端感知处理且具有实际应用价值，可

以应用于多机器人无人仓储等实际场景。我们首先介绍了多机器人避障技术的

研究背景和现状，然后我们回顾了两种传统的机器人避障算法：动态窗口法和速

度障碍物法，详细阐述了它们的原理与缺陷。随后我们用数学方法和符号定义了

多机器人避障问题。在第3.4节中，我们详细介绍了我们提出的基于深度强化学
习和栅格地图的多机器人避障算法，包括强化学习算法的关键要素定义、多机器

人避障策略的网络架构和训练过程及多阶段课程学习的应用。最后我们通过大

量的仿真实验和实体实验验证了我们方法的优势。

3.1 多机器人避障研究背景

近年来，随着自主移动机器人的飞速发展，人们对多机器人避障技术的关注

也越来越多，该技术在多智能体的许多应用中至关重要。例如多机器人搜索与救

援 [88]、多机器人智能仓库系统 [89]、机器人在人群中自主导航 [90] 和自动驾驶汽

车 [91]。多机器人避障允许每个机器人从起始位置到达其目标位置，同时避免与

其他机器人和障碍物发生碰撞。各种自主机器人之间的动态交互作用以及环境

中的不确定性使该问题极具挑战性。

多机器人避障的方法通常可以分为两类：集中式方法和分散式方法。集中式

方法通常提供一个中心服务器，该中心服务器在收集所有相关信息之后使用优

化算法确定每个机器人的动作，这种方法已广泛应用于许多应用中，例如任务分

配 [92]，编队控制 [93] 和物体运输 [94­95] 等。这些集中式避障方法假定每个机器人

的动作由中央服务器确定，该服务器了解每个机器人的意图（如初始状态和目

标，及其周围环境）。基于此知识，中央服务器将通过为每个机器人同时规划最

佳路径来计算避免碰撞的动作。集中式方法通常可以保证安全性、完整性和近似

最佳性。然而，这些方法是脆弱的并且难以扩展到具有大量机器人的复杂系统，

这主要是由于以下原因：首先，随着机器人数量的增加，集中控制和调度变得越

来越具有挑战性。其次，中央服务器与每个机器人之间都需要可靠的同步通信，

这对于大型系统而言既不经济也不可行。第三，集中式系统易受各种故障的影

响，例如中央服务器的干扰、机器人之间的通信延迟或传感器之间的通信错误。
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此外，当在非结构化未知环境中部署多个机器人时，尤其是在人机共存的环境

中，这些集中式避障算法将不适用。

与集中式方法不同，分散式方法允许每个机器人依靠对周围环境的本地感

知来执行避障，而不再需要中央服务器。在这种情况下，移动机器人将需要合

作，而不必了解其他机器人的意图。根据每个机器人的本地感知中指定的信息，

去中心化（分散式）方法大致可以分为两组，即智能体级（agent­level）和传感
器级（sensor­level）。具体而言，智能体级方法会考虑其他机器人的位置和运动
数据，例如速度，加速度和路径。传感器级别的方法直接使用传感器数据。

关于智能体级分散式避障方法的现有工作可以进一步分为三类，即反应式

的、基于轨迹的和基于学习的。特别地，反应式的智能体级分散方法为当前环境

的几何配置指定了当前交互规则。速度障碍物 [96]（Velocity Obstacles，VO）被
广泛用于指定这样的几何配置，这需要其他机器人的位置和速度来诱导 VO 来
规划无碰撞运动。最优相互碰撞避免 [97]（Optimal Reciprocal Collision Avoidance，
ORCA）是最成功的基于 VO的方法之一，该方法可确保在密集环境中生成无碰
撞的运动轨迹。具体来说，ORCA 为多机器人提供了能够防止它们在短时间内
相互碰撞的充分条件，并且该算法可以自由地扩展到大型多机器人系统。ORCA
及其变体 [98­99] 已广泛用于人群仿真和多智能体系统中。但是，这些方法使用启

发式方法来构建参数化的碰撞避免模型，而这些模型很难进行调整以获得令人

满意的性能。这些方法还需要完美感应周围机器人的位置、速度和形状，这在实

际应用中很难实现。一些扩展方法 [100­102] 要求通信网络共享机器人的位置和速

度，这会损害系统的鲁棒性和灵活性。通过使用动作捕获系统作为全局定位设

施，Zhou等人 [103]提出的基于其缓冲 Voronoi单元方法仅需要周围机器人的位置
信息。ORCA也已扩展到非全向轮机器人上。ORCA­DD [104]使每个机器人的有

效半径加倍，以确保在不同约束条件下机器人的无碰撞和平滑路径，然而这在狭

窄通道和非结构化环境中会造成麻烦。NH­ORCA [105­106]使差动驱动机器人能够

在错误范围内遵循所需的速度命令，这仅会稍微增加机器人的有效半径，并且在

避免碰撞方面的性能优于 ORCA­DD。
另一方面，基于轨迹规划的智能体级分散方法通过预测其他机器人的未来

轨迹来显式评估机器人的未来状态。非合作方法的一个子类 [107­108] 首先估计其

他机器人的预测路径，然后为自我机器人规划无冲突的路径。但是，这些预测的

路径通常会在拥挤的环境中标记出很大一部分空间是不安全的，这会导致机器

人冻结问题 [9]。为了克服这个问题，研究者们提出了一种协作方法的子类，其中

考虑了机器人之间的交互作用。基于协作轨迹的方法首先推断其他机器人的意

图，共同计算所有附近机器人的可行路径，然后选择质量更高的路径，例如，每

个机器人达到其相应目标的时间更短。但是，估计其他机器人的意图是困难的，
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并且很难为每个机器人生成路径。此外，随着时间的增加，每个机器人的预测路

径与实际路径之间的差异会增大，系统需要对该方法进行快速更新。

以上讨论的分散式传统避障方法可能需要大量的计算代价或实践中无法满

足的一些假设。这些方法还涉及许多需要手动调整的参数，而且不能够从过去的

经验中自主学习，这使得它们更难处理不可预测的情况。基于学习的方法尝试优

化参数化的策略，以避免各种环境中的碰撞。深度神经网络已广泛应用于有监督

的学习范式中，以训练一种避免碰撞的策略，该策略将传感器输入映射到机器人

的控制命令，以在具有静态障碍物的环境中进行机器人导航。Giusti等人 [10] 应

用神经网络对输入的彩色图像进行分类，并确定使四旋翼飞行器在丛林中无碰

撞飞行的动作。为了获取大量的训练样本，一些徒步旅行者配备了三个头戴式摄

像头，并且被要求在山路上行走以收集数据。Gandhi等人 [11]创建了无人机最大

的碰撞数据集之一，以训练无人机飞行。Tai等人 [109] 提出了一种将决策过程与

卷积神经网络相结合的分层结构。Pfeiffer等人 [12]提出了一种模型，该模型能够

直接学习复杂的从 2D激光测距结果到移动室内机器人的相应控制命令映射。但
是，基于监督学习的方法需要大量标记的训练数据集，并且训练数据集和测试环

境之间的分布可能不匹配，这限制了它们在现实世界中的应用。其中一些工作仅

能在空旷的走廊中避开简单的静态障碍物。

另一方面，深度强化学习（Deep Reinforcement Learning, DRL）算法在许多
具有挑战性的任务中都取得了显著成功，例如围棋 [13­14]，视频游戏 [15­16]和机器

人领域 [110­111]。相反，基于 DRL的方法能够从大量的试验和相应的反馈（奖励）
中学习。为了通过 DRL学习复杂的控制策略，机器人需要与训练环境进行长时
间互动，以积累在不同状态下采取不同措施的后果经验。但是，在现实世界中收

集此类交互式数据非常昂贵费时，有时由于安全原因甚至是不可能的 [112]。受基

于 VO的方法启发，Chen等人 [113]提供了一种基于 DRL的方法来训练智能体级
碰撞避免策略，该方法中网络仍然需要难以获得的自我机器人、附近机器人和移

动障碍物的运动数据作为其输入。在他们的扩展工作 [114]中，基于多个传感器执

行了复杂感知任务，例如分割、识别和跟踪，以估计附近机器人和移动障碍物的

运动数据。但是，这些感知任务需要大量的计算能力才能在线使用。尽管智能体

级方法的缺点是需要精确且复杂的前端感知过程，但它们具有适用于各种传感

器，易于在仿真环境中进行训练以及易于迁移到真实机器人的优点。

为了缓解智能体级分散式避障方法的缺点，Long等人 [115]和 Fan等人 [116]提

出了直接使用原始传感器数据的传感器级分散式避障策略，即直接用二维激光

扫描测距数据来计算机器人的控制命令。需要注意的是，仿真器中的激光数据与

现实世界之间的差异是有限的，这是他们的避障策略模型能够顺利迁移到实体

的保障。他们在多种模拟环境中训练这些避免碰撞策略，并随后将其部署到现实
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世界中的机器人中。但是这些方法仅限于特定的传感器，即 2D激光传感器。此
外，移动机器人自主安全地导航需要多个传感器及其融合功能 [117]。例如，2D激
光传感器在类似办公室的环境中难以避开 3D障碍物，在这种环境中，像 Kinect
这样的 RGB­D相机可能会有所帮助。
在本文中，我们提出了一种分散式基于栅格地图的深度强化学习方法 [118]，用

于在分布式和无通信环境中的多机器人避障。与智能体级 [114] 的和传感器级 [116]

的方法相比，我们使用以机器人自我为中心的局部栅格图来表示其周围的环境

信息，包括自身形状信息和对其周围机器人和障碍物的感知信息，这些信息可以

通过使用多个传感器或传感器融合技术轻松生成。然后，我们应用分布式近端策

略优化（Distributed Proximal Policy Optimization, DPPO）算法来训练一个卷积神
经网络，该网络将三帧以自我为中心的局部栅格图和机器人的相对局部目标位

置直接映射到低级机器人控制命令中。本文提出的基于栅格地图的方法既具有

智能体级方法的优势又具有传感器级方法的优势，基于栅格地图的方法适用于

各种传感器，易于在模拟环境中进行训练，对嘈杂的传感器数据更鲁棒，不需要

机器人运动数据和精确而复杂的前端感知过程，并考虑了相关机器人的大小和

形状，从而使其更高效、更强大，并且更易于部署到实际机器人中。我们首先使

用 DPPO在多个移动机器人的定制仿真器中训练神经网络，其中针对两种情况
使用两阶段课程学习策略来提高性能。然后，我们将训练后的模型部署到实际的

机器人中，从而在导航过程中避免碰撞，而无需进行繁琐的参数调整。我们在仿

真器中以及在现实世界中的四个差动驱动移动机器人上，都针对多种场景评估

了该方法。定性和定量实验均表明我们的方法是有效的，并且在许多指标上都优

于现有的基于 DRL的方法。我们还进行了消融研究，显示了使用以自我为中心
的栅格地图和多阶段课程学习的积极作用。我们的主要贡献概述如下：

• 我们提出了一种在无通信环境中基于栅格地图的深度强化学习多机器人避
障方法，其中以自我为中心的局部栅格图用于表示机器人周围的环境信息，

该信息可以通过使用多个传感器或传感器融合轻松地生成。

• 我们使用分布式近端策略优化算法在多个仿真环境中训练了避障策略，可
以将其部署到真实的机器人中，而无需进行繁琐的参数调整，我们的策略

网络将以机器人自我为中心的本地栅格图作为输入，并直接输出低级机器

人控制命令。

• 我们在仿真器中以及现实世界中的多个差动驱动移动机器人上的多种场景
中评估了我们的方法。定性和定量实验均表明，我们的方法是有效的，并

且在许多指标上都优于现有的相关方法。

• 我们进行消融研究，以说明使用以自我为中心的栅格地图和多阶段课程学
习的积极作用。
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图 3.1 (a)动态窗口示意图；(b)方位角；(c)障碍物距离。

本章的其余部分安排如下：在第3.2小节我们介绍两种著名的传统机器人避
障方法；3.3小节介绍了多机器人避障的形式化定义；3.4小节中介绍了基于自我
中心的本地栅格图用于多机器人碰撞避免的深度强化学习算法；3.5小节和 3.6小
节分别描述了仿真实验结果和真实世界的实验。最后，在3.7小节，我们把多机
器人避障模块融入导航系统进行了长距离导航测试和百米楼宇物流实验。

3.2 传统机器人避障算法

3.2.1 动态窗口法（DWA）

动态窗口算法 [119]（Dynamic Window Approach，DWA）是机器人局部避障
常用的算法之一，对于没有出现在全局地图中的障碍物，DWA算法可以较好地
解决。动态窗口法首先在机器人速度空间中进行速度采样，然后计算在相应采样

速度下一段时间内的运动轨迹，再对这些轨迹进行评估，最终选择评估最好的一

个轨迹对应的速度去执行。算法的优点是计算复杂度较低，动态窗口的含义是指

机器人采样速度是在加减速度的动态可行范围内。速度采样是 DWA算法中重要
的组成部分，其主要思想是在速度 (𝑣, 𝑤)的二维空间中，存在着无数组可能的速
度。但是根据机器人自身和环境因素的影响，可以采样的速度被限制在了一定的

范围内，主要限制因素包括三个方面：首先，移动机器人受到自身速度阈值的限

制，即

𝑉𝑚 = {𝑣 ∈ [𝑣𝑚𝑖𝑛, 𝑣𝑚𝑎𝑥], 𝜔 ∈ [𝜔𝑚𝑖𝑛, 𝜔𝑚𝑎𝑥]},

再者，移动机器人受到电机硬件性能影响，导致机器人的加减速度也是有限的，

在机器人运动的时间周期内，如图3.1 (a)所示，存在一个机器人能够实际达到速
度的动态窗口：

𝑉𝑑 = {(𝑣, 𝜔)|𝑣 ∈ [𝑣𝑐 − ̇𝑣𝑏𝛥𝑡, 𝑣𝑐 + ̇𝑣𝑎𝛥𝑡]] ∧ 𝜔 ∈ [𝜔𝑐 − ̇𝜔𝑏𝛥𝑡, 𝜔𝑐 + ̇𝜔𝑎𝛥𝑡]]},

其中 𝑣𝑐 和 𝜔𝑐 表示当前速度， ̇𝑣𝑎 表示最大加速度， ̇𝑣𝑏 表示最大减速度。最后一

点是基于移动机器人的安全性考虑。由于机器人的制动能力有限和最大减速度
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限制，机器人需要在碰撞障碍物前停下来，因此运行速度在有障碍物的环境中需

要在一定的范围内：

𝑉𝑎 = {(𝑣, 𝜔)|𝑣 ⩽ √2 ⋅ dist(𝑣, 𝜔) ⋅ ̇𝑣𝑏 ∧ 𝜔 ⩽ √2 ⋅ dist(𝑣, 𝜔) ⋅ ̇𝜔𝑏},

其中 dist(𝑣, 𝜔)为速度 (𝑣, 𝜔)对应运动轨迹离障碍物的最近距离。当我们采样一组
速度之后，首先模拟出机器人的轨迹，找到障碍物的位置，计算出机器人到障碍

物之间的距离，之后计算得出这组速度能否使机器人在碰撞障碍物之前停下来。

如果能停下来这组速度能够接受，否则应当抛弃这组采样。DWA算法采样一组
速度后，得到若干组可行轨迹，对每一条轨迹分别进行评估。评估方法一般是采

用多因素加权求和的方式，每个方面影响因素求出一个评价指标，

𝐺(𝑣, 𝜔) = 𝜎(𝛼 ⋅ heading(𝑣, 𝜔) + 𝛽 ⋅ dist(𝑣, 𝜔) + 𝛾 ⋅ velocity(𝑣, 𝜔)),

具体评价指标包含以下部分：第一部分是方位角指标。机器人轨迹末端的机器人

朝向方向与目标方向之间有一个角度差（如图3.1 (b)所示）。如果我们使用 180
减去角度差，评估的结果是 heading(𝑣, 𝜔)，角度差越小得分越高，角度差越大，则
评分越小。第二部分是空隙指标。dist(𝑣, 𝜔)求出的是当前轨迹上与最近障碍物的
距离（如图3.1 (c)所示），如果这一条轨迹上没有障碍物，那么其输出值为一个
常数。第三部分是速度指标，velocity(𝑣, 𝜔)用以评价当前轨迹的速度大小。最后
是平滑处理，平滑处理即归一化，每组采样速度轨迹的每一评价指标项，需要除

以对于所有采样轨迹该指标项的总和。DWA算法这样做，是因为不同评价指标
的量级具有差距，归一化之后能够更加客观公平的评估每组轨迹。DWA此类单
机器人反应式避障算法把环境看成瞬时静态，依靠高频计算保证实时反映，但由

于不考虑其他机器人的移动轨迹，在动态环境中表现极差。

3.2.2 速度障碍物法（VO）

速度障碍物 [96]（Velocity Obstacles，VO）是一种基于速度规划的可以避免与
多机器人或移动障碍物发生碰撞的著名算法，该算法为机器人选择与已知速度

的动态障碍物避免碰撞的速度提供了充要条件。为了避免机器人间的碰撞，该方

法扩展为相互速度障碍物法 [120­121]（Reciprocal Velocity Obstacles，RVO），其中
假定两个机器人都会选择另一个机器人引起的 RVO之外的速度。但 RVO仅能
保证在特定条件下的避障，而不能为一般情况下的碰撞避免提供充分条件。最优

相互避障法 [97]（Optimal Reciprocal Collision Avoidance，ORCA）为多机器人避
障提供了充分条件。下面我们详细介绍 ORCA的算法内容。
假设有机器人 A和 B，在时间 𝜏 内由 B引起的 A的速度障碍物 𝑉 𝑂𝜏

𝐴|𝐵 定义

为一系列相对于 B的会在 𝜏 时间内与 B发生碰撞的 A的相对速度，

𝑉 𝑂𝜏
𝐴|𝐵 = {v|∃𝑡 ∈ [0, 𝜏], v𝑡 ∈ 𝐷(𝑝𝐵 − 𝑝𝐴, 𝑟𝐴 + 𝑟𝐵)},
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图 3.2 (a)两个机器人 A和 B；(b)速度障碍物 𝑉 𝑂𝜏
𝐴|𝐵（灰色区域）示意图；(c)由 B的速度

集合 𝑉𝐵（深灰区域）生成的 A的碰撞避免速度 𝐶𝐴𝜏
𝐴|𝐵(𝑉𝐵)（浅灰区域）示意图。

其中 𝐷(p, 𝑟) = {q| ‖q − p‖ < 𝑟}，定义为以 p为原点半径为 𝑟的圆盘。速度障碍
物的几何解释如图3.2所示，𝑉 𝑂𝜏

𝐴|𝐵 和 𝑉 𝑂𝜏
𝐵|𝐴成原点对称。假设当前机器人 A和

B的速度分别为 V𝐴和 V𝐵，速度障碍物 VO的定义暗示着如果 V𝐴 −V𝐵 ∈ 𝑉 𝑂𝜏
𝐴|𝐵

或者 V𝐵 − V𝐴 ∈ 𝑉 𝑂𝜏
𝐵|𝐴，如果他们持续以这个速度前进，则机器人 A和 B将会

在时间 𝜏 内发生碰撞。相反如果 V𝐴 − V𝐵 ∉ 𝑉 𝑂𝜏
𝐴|𝐵，则机器人 A和 B将不会在

时间 𝜏 内发生碰撞。如果我们把 𝑋 ⊕ 𝑌 定义为集合 X和 Y的Minkowski和，即

𝑋 ⊕ 𝑌 = {x + y|x ∈ 𝑋, y ∈ 𝑌 },

则对于任意的集合 𝑉𝐵，如果 v𝐵 ∈ 𝑉𝐵 且 v𝐴 ∉ 𝑉 𝑂𝜏
𝐴|𝐵 ⊕ 𝑉𝐵，则机器人 A和 B以

当前速度将会在时间 𝜏 内发生碰撞。即定义对于 B从 𝑉𝐵 选择速度的 A的碰撞
避免速度如下:

𝐶𝐴𝜏
𝐴|𝐵(𝑉𝐵) = {v|v ∉ 𝑉 𝑂𝜏

𝐴|𝐵 ⊕ 𝑉𝐵},

如果 𝑉𝐴 ⊆ 𝐶𝐴𝜏
𝐴|𝐵(𝑉𝐵)且 𝑉𝐵 ⊆ 𝐶𝐴𝜏

𝐵|𝐴(𝑉𝐴)，则称 𝑉𝐴 和 𝑉𝐵 为 A和 B的互惠避障，
如果 𝑉𝐴 = 𝐶𝐴𝜏

𝐴|𝐵(𝑉𝐵)且 𝑉𝐵 = 𝐶𝐴𝜏
𝐵|𝐴(𝑉𝐴)，则称 𝑉𝐴 和 𝑉𝐵 为 A和 B的最大互惠

避障。因为 A和 B是不能相互通信且相对独立的机器人，所以他们需要各自自
主推断出自己被允许执行的速度范围，这里存在许多对的 𝑉𝐴 和 𝑉𝐵 在要遵循着

这些要求。但在这些成对的 𝑉𝐴 和 𝑉𝐵 中，在互为最大化的可选避障速度集合中

选择一对接近最优的速度，称 A的为 v𝑜𝑝𝑡
𝐴 ，B的为 v𝑜𝑝𝑡

𝐵 。我们称以上这些避免碰

撞可选范围 A 和 B 相互最大化的速度集合 A 的 𝑂𝑅𝐶𝐴𝜏
𝐴|𝐵，B 的为 𝑂𝑅𝐶𝐴𝜏

𝐵|𝐴，

即 𝐶𝐴𝜏
𝐴|𝐵(𝑂𝑅𝐶𝐴𝜏

𝐵|𝐴) = 𝑂𝑅𝐶𝐴𝜏
𝐴|𝐵 且 𝐶𝐴𝜏

𝐵|𝐴(𝑂𝑅𝐶𝐴𝜏
𝐴|𝐵) = 𝑂𝑅𝐶𝐴𝜏

𝐵|𝐴. 如图3.3（a）
所示，设 u为从 v𝑜𝑝𝑡

𝐴 − v𝑜𝑝𝑡
𝐵 到 VO边界的最近点，设 n为在点 v𝑜𝑝𝑡

𝐴 − v𝑜𝑝𝑡
𝐵 + u处边

界 𝑉 𝑂𝜏
𝐴|𝐵 的外向法线，则

𝑂𝑅𝐶𝐴𝜏
𝐴|𝐵 = {v|(v − (v𝑜𝑝𝑡

𝐴 + 1
2u)) ⋅ n ⩾ 0}.
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图 3.3 (a) ORCA求解示意图；(b)八机器人环境实例；(c)由其他所有机器人影响的机器人
A的允许速度半平面。

每个机器人 A在时间 𝛥𝑡内执行连循环往复的感知和运动。机器人在每次循环中
需要知道自己的和其它机器人的半径、当前位置和当前速度，基于这些信息，机

器人 A推断出自己的对于机器人 B的 𝑂𝑅𝐶𝐴𝜏
𝐴|𝐵 半平面。在这个半平面内允许

的速度范围内，A又和其它机器人产生新的半平面，如此不断叠加，最后的集合
定义为：

𝑂𝑅𝐶𝐴𝜏
𝐴 = 𝐷(0, v𝑚𝑎𝑥

𝐴 ) ∩ ⋂
𝐵≠𝐴

𝑂𝑅𝐶𝐴𝜏
𝐴|𝐵,

如图3.3（a）和（b）描绘了八机器人环境中 A机器人的 𝑂𝑅𝐶𝐴𝜏
𝐴求解示意图。然

后机器人从所有允许的速度中选择最接近期望速度 v𝑝𝑟𝑒𝑓
𝐴 的新速度 v𝑛𝑒𝑤

𝐴 ： 

v𝑛𝑒𝑤
𝐴 = argmin

v∈𝑂𝑅𝐶𝐴𝜏
𝐴

‖v − v𝑝𝑟𝑒𝑓
𝐴 ‖ ,

最后机器人执行此速度到达新的位置，感知行动循环进行。

对于环境中的障碍物，我们可以采取和上述处理机器人间避障基本相同的

方式处理。主要不同的是障碍物是静止的不会移动，因此机器人应完全承担避

免与障碍物碰撞的责任。我们通常可以用线段的集合来对障碍物进行建模。如

图3.4所示，设 O是这样的线段之一，A是半径为 𝑟𝐴，位于点 p𝐴的机器人。那么

由障碍物 O影响的障碍速度 𝑉 𝑂𝜏
𝐴|𝑂 定义如下：

𝑉 𝑂𝜏
𝐴|𝑂 = {v|∃𝑡 ∈ [0, 𝜏], v𝑡 ∈ 𝑂 ⊕ −𝐷(p𝐴, 𝑟𝐴)},

如果其速度在 𝑉 𝑂𝜏
𝐴|𝑂 内，则机器人 A 将在 𝜏 时间内与障碍物 O 碰撞。但由于

𝑉 𝑂𝜏
𝐴|𝑂 的补集是非凸区域，所以线性规划算法无法直接使用，为此，对于障碍

O，我们定义 𝑂𝑅𝐶𝐴𝜏
𝐴|𝑂 的半平面为划分线为切线过 𝑉 𝑂𝜏

𝐴|𝑂 边界上一个最接近

v𝑜𝑝𝑡
𝐴 的点。VO类避障方法有个很大的缺点是需要精确感知周围机器人的位置和
速度，在实际使用时往往需要复杂的前端感知处理。
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图 3.4 (a)机器人 A和线障碍物 O；(b) 𝜏 = 2的速度障碍物 𝑉 𝑂𝜏
𝐴|𝑂；(c) 𝑂𝑅𝐶𝐴𝜏

𝐴|𝑂 几何示意

图。

3.3 多机器人避障问题定义

多机器人避障问题为一组具有完整或非完整约束的 𝑁 个移动机器人在到达
目标位置时执行相应的轨迹，同时避免彼此碰撞以及与环境中的障碍物发生碰

撞。特别地，在每个时间步 𝑡处，每个机器人 𝑖 (0 ⩽ 𝑖 ⩽ 𝑁 − 1)首先接收其传感数
据 c𝑖

𝑡，相对于其起始位姿的偏移角 𝛼𝑖
𝑡 和其坐标系中的本地目标位置 g𝑖

𝑡，即机器人

𝑖在其全局规划器生成到达目标点的路径中的相对位置。然后机器人选择一个动
作 a𝑖

𝑡 移向其本地目标 g𝑖
𝑡。需要注意的是，感知数据 c𝑖

𝑡 不需要对环境有完整的观

察。因此无需假设完美的感应，我们在这里只需要部分观察即可。另一方面，如

第 3.1节中所述，我们也没有直接将原始传感器数据用作避障策略的输入。相反，
我们使用以自我为中心的局部栅格图M𝑖

𝑡 来表示机器人 𝑖周围的环境信息，包括
其形状 𝛺𝑖和感知结果 c𝑖

𝑡。具体来说，我们考虑

M𝑖
𝑡 = 𝑓𝜆( c𝑖

𝑡, 𝛺𝑖 ),

其中 𝑓𝜆 表示由参数 𝜆指定的栅格图生成器，以根据机器人的形状 𝛺𝑖 和感知结

果 c𝑖
𝑡生成以自我为中心的局部栅格图M𝑖

𝑡。

需要注意的是，此处不需要其他机器人的意图和运动数据。但是，我们可以

从以自我为中心的局部栅格图的连续帧中隐式估计其他机器人的运动信息，即

速度、加速度和路径等。我们还可以根据其局部目标和偏移方位角的连续帧来

估算自我机器人的历史轨迹和速度（即线速度和角速度）。特别是，我们将在时

间 𝑡处对机器人 𝑖的观察指定为 o𝑖
𝑡 = (M𝑖

𝑡, g𝑖
𝑡, 𝛼𝑖

𝑡 )。我们可以将这样的观察状态
的 𝑚 ⩾ 1个连续帧用作避障策略 𝜋𝜃 的输入。具体来说，我们考虑

a𝑖
𝑡 = 𝜋𝜃( o𝑖

𝑡−𝑚+1, ⋯ , o𝑖
𝑡 ),
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其中 𝜋𝜃表示由参数 𝜃指定的避障策略，以基于观察的 𝑚个连续帧来选择动作 a𝑖
𝑡。

在本文中，我们表示动作 a𝑖
𝑡 = (𝑣𝑖

𝑡, 𝜔𝑖
𝑡)，其中 𝑣𝑖

𝑡是线速度，𝜔𝑖
𝑡是角速度，它们是

机器人 𝑖直到下一个时间步 𝑡 + 1所需要执行的速度。
在多机器人避障中，每个机器人 𝑖都从起始位置 p𝑖

0 移至目标位置 p𝑖
𝑔，同时

避免彼此之间的碰撞和与障碍物 𝐵𝑘 (1 ⩽ 𝑘 ⩽ 𝑀)的碰撞，即在环境中可观察到
的障碍物外观。此外，𝐵𝑘可以被视为栅格图中相应障碍物占据的一组单元格，并

且符号 𝛺𝑖(p𝑖
𝑡) 表示在时间 𝑡 被具有形状 𝛺𝑖 的机器人 𝑖 在 p𝑖

𝑡 位置占据的一组单

元格。我们打算在不与其他机器人和障碍物发生碰撞的约束下，使每个机器人

0 ⩽ 𝑖 ⩽ 𝑁 − 1的到达时间 𝑡𝑖
𝑔 的期望最小化。具体来说，

argmin
𝜃

𝔼[
𝑁−1

∑
𝑖=0

𝑡𝑖
𝑔 ∣ 𝜋𝜃],

s.t. for each 0 ⩽ 𝑖 ⩽ 𝑁 − 1, 0 ⩽ 𝑗 ⩽ 𝑁 − 1, 𝑖 ≠ 𝑗, and 1 ⩽ 𝑘 ⩽ 𝑀,

p𝑖
𝑡+1 = p𝑖

𝑡+𝛥𝑡⋅𝜋𝜃(o𝑖
𝑡−𝑚+1, ⋯ , o𝑖

𝑡), p𝑖
𝑡𝑖
𝑔

= p𝑖
𝑔, 𝛺𝑖(p𝑖

𝑡)∩𝛺𝑗(p𝑗
𝑡 ) = ∅, and 𝛺𝑖(p𝑖

𝑡)∩𝐵𝑘 = ∅.

其中第二行条件要求每个机器人都必须达到目标而不发生碰撞。在下文中，我们

介绍实现此目的的具体方法。

3.4 基于栅格地图的多机器人避障算法

我们通过描述多机器人分布式近端策略优化（DPPO）强化学习算法的关键
要素来开始本节。然后，我们描述了有关多机器人避障策略的网络架构和训练过

程的详细信息。最后，我们详细介绍了用于优化策略的训练过程和方案。

3.4.1 强化学习组件定义

如第 3.3节中所述，多机器人避障问题可以被视为不确定性下的部分可观察
决策问题，可以将其定义为部分可观察的马尔可夫决策过程 [122]（POMDP），并
使用强化学习算法解决。具体来说，POMDP问题由 6个元组 ⟨S,A,P,R, 𝛺,O⟩组
成，其中 S是状态空间，A是动作空间，P是转移函数，用于描述转移到下一个

状态的概率分布，R是说明即时状态动作奖励信号的奖励函数，𝛺 是观察空间，
其中 o ∈ 𝛺，而 O是观察概率函数，描述了观察 o的概率分布。
在下文中，我们将描述基于栅格地图的多机器人碰撞避免方法的细节，包括

观察空间、动作空间和奖励函数设计。

1. 观察空间
如第 3.3节中所述，观测值 o𝑖

𝑡由相应机器人 𝑖的生成栅格图M𝑖
𝑡、目标相对位

置 g𝑖
𝑡和偏移定向角 𝛼𝑖

𝑡 组成。我们使用最新的三帧观测值 o⃗𝑖
𝑡 = (o𝑖

𝑡−2, o𝑖
𝑡−1, o𝑖

𝑡)作为
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避障策略的神经网络输入。在本文中，以机器人为中心的局部栅格图M𝑖
𝑡是通过

2D激光扫描测距生成的，该二维激光具有 180度水平视场（FOV），可对机器
人 𝑖的形状以及附近障碍物和其他机器人的可见外观进行编码。以机器人为中心
的本地栅格地图是直接从栅格地图①中构建的，可以通过使用各种传感器或传感

器融合轻松生成。相对局部目标位置 g𝑖
𝑡是表示机器人的当前位置 (𝑥, 𝑦)的二维向

量，它表示由全局规划器生成的以到达环境中机器人 𝑖的最终目标的路径中局部
目标点，或者是距离不是特别远的最终目标点。角度 𝛼𝑖

𝑡 表示机器人 𝑖相对于其
起始位姿的方向变化。需要注意的是，策略网络可以从以自我为中心的局部栅格

图的连续帧中隐式提取其他机器人的运动信息，并且可以从其局部目标和偏移

方位角的连续帧中隐式地提取自我机器人的历史轨迹和速度。然而我们需要在

估算的准确性和策略的效率之间权衡利弊，在我们的实验中，当将三帧连续观测

值视为网络的输入时，可以获得令人满意的性能。

(a) 仿真环境实例 (b) 机器人 0的视野 (c) 局部栅格地图

图 3.5 (a)仿真器环境实例，其中蓝色数字圆圈代表具有相应编号的机器人目标位置，红色
线代表机器人从当前位置到目标的直线，其他黑色像素代表各种障碍物; (b)环境中
机器人 0的环境局部视图; (c)使用 2D激光传感器从局部视图生成的以自我为中心
的局部栅格图。

以自我为中心的局部栅格图是由栅格地图构造而成的，栅格地图已被广泛

应用于机器人导航 [123­124] 中，并且可以由各种传感器或传感器融合信息生成且

具有抗噪性。我们首先生成一份机器人 𝑖的本地栅格地图，那么我们可以通过在
栅格地图中添加机器人的配置（即机器人的尺寸和形状）来构建以自我为中心

的局部栅格图 M𝑡
𝑖。M𝑖

𝑡 中的每个单元中都有一个值来表示周围的环境。具体来

说，值为 0的单元表示机器人周围的障碍物或其他机器人。值 255的单元表示
空白空间，值 100的单元表示对于机器人未知的或未检测到的位置，值 200的
单元表示由机器人自身占据的空间。图 3.5(a)中展示了我们定制的仿真器中一种
训练环境示例。在该示例中，机器人 0生成的以自我为中心的局部栅格图显示在
图 3.5(c)中。
①http://wiki.ros.org/costmap_2d
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在本文中，我们将以自我为中心的局部栅格图转换为灰度图像，将像素值除

以 255以进行归一化和简化网络设置。在不失一般性的前提下，我们在本文中提
到的栅格图也就是相应的灰度图像。

2. 动作空间
机器人的动作空间是在连续空间中的一组允许速度。差动轮机器人 𝑖的动作

a𝑖
𝑡由线速度 𝑣𝑖

𝑡和角速度𝜔𝑖
𝑡组成，即 a𝑖

𝑡 = (𝑣𝑖
𝑡, 𝜔𝑖

𝑡)。在本文中，我们设置 𝑣𝑖
𝑡 ∈ [0, 0.6]

（以米/秒为单位），𝜔𝑖
𝑡 ∈ [−0.9, 0.9]（以弧度/秒为单位），这样可以由我们实验中

使用的差动轮机器人直接执行。由于机器人后方缺少传感器，因此 𝑣𝑖
𝑡 ⩾ 0，即不

允许机器人向后移动。

3. 回报函数
在强化学习中，智能体的目标是最大化其累积奖励，奖励函数指定智能体需

要实现的目标，而不是如何实现的目标。在我们的长距离多机器人避障任务中，

目标是在无冲突约束的情况下最小化每个机器人到达其本地目标点的平均到达

时间，其中除非达到本地目标点或发生碰撞，否则奖励信号通常是微弱且稀疏

的。为了缓解此问题，我们通过使用奖励塑造技术 [125]（Reward Shaping），添加
额外的奖励信号 𝑟𝑔

𝑡 来指导机器人朝其目标点移动。

在我们的设置中，每个机器人都有相同的奖励函数。我们使用 𝑟𝑡 表示机器

人在时间 𝑡收到的奖励。我们在本文中使用以下奖励函数：

𝑟𝑡 = 𝑟𝑔
𝑡 + 𝑟𝑎

𝑡 + 𝑟𝑐
𝑡 + 𝑟𝑠

𝑡 ,

其中 𝑟𝑡是 𝑟𝑔
𝑡 , 𝑟𝑎

𝑡 , 𝑟𝑐
𝑡 和 𝑟𝑠

𝑡 的四部分之和。

具体来说，𝑟𝑔
𝑡 指当机器人远离其本地目标时的惩罚。我们将 𝑟𝑔

𝑡 定义为：

𝑟𝑔
𝑡 = 𝜂( ‖p𝑡−1 − p𝑔‖ − ‖p𝑡 − p𝑔‖ ),

其中 p𝑡是机器人在时间 𝑡的位置，p𝑔 是相对目标点的位置，𝜂是控制惩罚的超参
数。

𝑟𝑎
𝑡 表示机器人到达其本地目标时的奖励，即机器人与其本地目标之间的距

离小于 𝑑𝑎𝑟𝑟，其中 𝑟arr > 0是固定的奖励。

𝑟𝑎
𝑡 =

{
𝑟𝑎𝑟𝑟 if ‖p𝑡 − p𝑔‖ < 𝑑𝑎𝑟𝑟,
0 otherwise.

𝑟𝑐
𝑡 指机器人遇到碰撞时的惩罚。我们将 𝑟𝑐

𝑡 定义为：

𝑟𝑐
𝑡 =

{
𝑟col if collision,
0 otherwise,

其中 𝑟col < 0是一个针对碰撞的固定惩罚。
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最后，我们对每个时间步长施加较小的负惩罚，即 𝑟𝑠
𝑡 < 0，以鼓励机器人缩

短路径。在训练过程中我们设置 𝑟arr = 500, 𝜂 = 200, 𝑟col = −500和 𝑟𝑠
𝑡 = −5。

3.4.2 分布式近端策略优化算法

在 POMDP问题中，要避免多机器人碰撞，每个机器人 𝑖都需要一个随机策
略 𝜋𝜃(a𝑖

𝑡 ∣ o⃗𝑖
𝑡)，它指在时间 𝑡映射最近三个观测值 o⃗𝑖

𝑡（即 (o𝑖
𝑡−2, o𝑖

𝑡−1, o𝑖
𝑡)）到动作 a𝑖

𝑡

的概率。需要注意的是，在我们的工作中每个机器人都有相同的随机策略。然后

在不失一般性的情况下，以下我们省略下标 𝑖。
在深度强化学习中，策略梯度方法通过使用随机梯度上升最大化期望收益

𝐽(𝜋𝜃)来优化随机策略 𝜋𝜃。具体来说，

𝛁𝜃𝐽 (𝜋𝜃) = 𝛁𝜃 𝔼
𝜏∼𝜋𝜃

[𝑅(𝜏)] ,

𝜃𝑘+1 = 𝜃𝑘 + 𝛼𝛁𝜃𝐽 (𝜋𝜃𝑘) ,

其中 𝜏 表示一条轨迹, 𝑅(𝜏) 是有限折扣收益（𝑅(𝜏) = ∑∞
𝑡=0 𝛾 𝑡𝑟𝑡，其中 𝛾 ∈ (0, 1)

是折扣因子），𝛁𝜃𝐽 (𝜋𝜃)为策略梯度，而 𝛼是学习率。通过引入轨迹概率 𝑃 (𝜏|𝜃)
并使用数学技巧 [126]，我们可以从上面的方程式进一步得出以下解析性梯度表达

式，

𝛁𝜃𝐽 (𝜋𝜃) = 𝔼
𝜏∼𝜋𝜃

[𝛁𝜃 log𝑃 (𝜏|𝜃)𝑅(𝜏)]

= 𝔼
𝜏∼𝜋𝜃 [

𝑇

∑
𝑡=0

𝛁𝜃 log𝜋𝜃 (a𝑡 ∣ o⃗𝑡) 𝑅(𝜏)
]

.

通常，我们不需要描述一个动作的绝对含义，而只需要描述它平均比其他动作好

多少。换句话说，我们需要知道该动作的优势。因此，我们将 ̂𝐴𝜋𝜃 定义为策略 𝜋𝜃

的优势函数，并将上面的等式进一步改写为：

𝛁𝜃𝐽 (𝜋𝜃) = 𝔼
𝜏∼𝜋𝜃 [

𝑇

∑
𝑡=0

𝛁𝜃 log𝜋𝜃 (a𝑡 ∣ o⃗𝑡) ̂𝐴𝜋𝜃 (o⃗𝑡, a𝑡)]
.

尽管使用相同的轨迹在 𝐽(𝜋𝜃) 上执行多个优化步骤很吸引人，但这并没有
得到很好结果，而且常常会导致破坏性的大幅度策略更新。近端策略优化 [127]

（PPO）通过引入重要性采样并使用剪切方法限制策略更新的大小来解决此问题。
具体而言，具有剪切操作更新策略的 PPO通过

𝜃𝑘+1 = argmax
𝜃

𝔼o⃗,a∼𝜋𝜃𝑘 [𝐿 (o⃗, a, 𝜃𝑘, 𝜃)] , (3.1)
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其中 𝐿定义为

𝐿 (o⃗, a, 𝜃𝑘, 𝜃) = min
(

𝜋𝜃(a ∣ o⃗)
𝜋𝜃𝑘

(a ∣ o⃗)
̂𝐴𝜋𝜃𝑘 (o⃗, a), 𝑔 (𝜖, ̂𝐴𝜋𝜃𝑘 (o⃗, a)))

, (3.2)

𝑔(𝜖, ̂𝐴) =
{

(1 + 𝜖) ̂𝐴 ̂𝐴 ⩾ 0,
(1 − 𝜖) ̂𝐴 ̂𝐴 < 0,

其中 𝜖是剪切函数的比率。
我们可以使用学习的状态值函数 𝑉𝜙(o⃗𝑡) 来构造方差降低的优势函数估计

量 ̂𝐴𝜋𝜃 (o⃗𝑡, a𝑡)。特别是对于给定长度 𝑇 的轨迹段，我们使用广义优势估算 [128]

（Generalized Advantage Estimation，GAE）的剪切版本来计算优势函数。

̂𝐴𝜋𝜃 (o⃗𝑡, a𝑡) = 𝛿𝑡 + (𝛾𝜆)𝛿𝑡+1 + ⋯ + (𝛾𝜆)𝑇 −1−𝑡𝛿𝑇 −1, (3.3)

其中 𝛿𝑡 = 𝑟𝑡 + 𝛾𝑉𝜙(o⃗𝑡+1) − 𝑉𝜙(o⃗𝑡)，𝑉𝜙表示状态值函数，折扣因子 0 ⩽ 𝛾 < 1，并且
参数 0 ⩽ 𝜆 ⩽ 1。
在本文中，我们应用分布式近端策略优化（DPPO）算法来训练用于多机器

人避障的随机策略。DPPO是 PPO的扩展，它通过在多种环境中收集分布式环
境中的经验来实现，在该环境中，多个机器人共享同一策略 𝜋𝜃 以交互地执行操

作。然后，这些收集的经验将用于更新策略 𝜋𝜃 和状态值函数 𝑉𝜙的参数。

下面，我们详细介绍 DPPO算法的部署细节，包括训练过程，神经网络架构
和多阶段课程学习的使用。

1. 训练过程
我们通过集中式学习分散执行范式来实现 DPPO算法，其中同类学习智能

体同时从多个模拟环境中采样，以训练代表其避障策略的相同共享神经网络。算

法 3.1描述了这种训练过程，该过程通过并行执行策略对轨迹进行采样，并使用
采样数据训练更新策略网络 𝜋𝜃。每个机器人都利用相同的策略在相应的环境中

生成轨迹。当每个机器人到达其目标或遇到与障碍物或其他机器人的碰撞时，终

止在环境中运行的机器人的回合，然后环境也会重置。具体来说，每个机器人 𝑖
在每个时间步 𝑡处接收自己的输入 o⃗𝑖

𝑡，即最近的三帧观测值，并执行在多个环境

中从共享策略 𝜋𝜃 生成的动作 a𝑖
𝑡，然后返回 𝑟𝑖

𝑡 和新的状态观测值 o⃗𝑖
𝑡+1，并且我们

把 (o⃗𝑖
𝑡, a𝑖

𝑡, 𝑟𝑖
𝑡, 𝑉 𝑖

𝑡 )存储在缓冲区队列中（ll. 7­11）。当缓冲区队列已满或轨迹长度
达到回合中的最大轨迹长度限制 𝑇𝑚 时，我们需要设置 𝑉 𝑖

𝑡+1 = 𝑉𝜙(o⃗𝑖
𝑡+1)来强制剪

断轨迹以结束回合（ll. 12­13）。当机器人到达目标点（‖p𝑖
𝑡 − p𝑖

𝑔‖ < 𝑑𝑎𝑟𝑟）或与其

他障碍物碰撞（there exists some 1 ⩽ 𝑘 ⩽ 𝑀 , s.t., 𝛺𝑖(p𝑖
𝑡) ∩ 𝐵𝑘 ≠ ∅），或与其他机器

人碰撞时（there exists some 0 ⩽ 𝑗 ⩽ 𝑁 − 1, s.t., 𝑖 ≠ 𝑗 and 𝛺𝑖(p𝑖
𝑡) ∩ 𝛺𝑗(p𝑗

𝑡 ) ≠ ∅），我
们将设置 𝑉 𝑖

𝑡+1 = 0来结束此回合（ll. 14­15）。当该回合内所有机器人都结束时，

44



第 3章 基于栅格地图信息融合的多机器人导航

算法 3.1 分布式近端策略优化

1 初始化策略网络 𝜋𝜃 和状态值网络 𝑉𝜙参数。

2 初始化空白经验缓存池 Buffer.
3 for epoch = 1, ⋯ , 𝐸 do
4 //并行收集数据

5 for step 𝑡 = 1, ⋯ , 𝑇𝑒𝑝 do
6 for robot 𝑖 = 0, ⋯ , 𝑁 − 1 do
7 a𝑖

𝑡 = 𝜋𝜃(o⃗𝑖
𝑡)

8 𝑉 𝑖
𝑡 = 𝑉𝜙(o⃗𝑖

𝑡)
9 o⃗𝑖

𝑡+1, 𝑟𝑖
𝑡 = 𝑠𝑡𝑒𝑝(a𝑖

𝑡)
10 Add (o⃗𝑖

𝑡, a𝑖
𝑡, 𝑟𝑖

𝑡, 𝑉 𝑖
𝑡 ) to Buffer

11 o⃗𝑖
𝑡 ← o⃗𝑖

𝑡+1

12 if Buffer is full or trajectory length > 𝑇𝑚 then
13 Cut trajectory by 𝑉 𝑖

𝑡+1 = 𝑉𝜙(o⃗𝑖
𝑡+1).

14 else if ‖p𝑖
𝑡 − p𝑖

𝑔‖ < 𝑑𝑎𝑟𝑟 or there exists some 1 ⩽ 𝑘 ⩽ 𝑀 , s.t.,

𝛺𝑖(p𝑖
𝑡) ∩ 𝐵𝑘 ≠ ∅ or there exists some 0 ⩽ 𝑗 ⩽ 𝑁 − 1, s.t., 𝑖 ≠ 𝑗

and 𝛺𝑖(p𝑖
𝑡) ∩ 𝛺𝑗(p𝑗

𝑡 ) ≠ ∅ then
15 Finish episode by 𝑉 𝑖

𝑡+1 = 0.
16 end

17 end
18 if all robots have finished then
19 Estimate advantages using GAE in Equation (3.3), i.e.,

̂𝐴𝑡 = ∑𝑇 −1
𝑙=𝑡 (𝛾𝜆)𝑙−𝑡𝛿𝑙, where 𝛿𝑙 = 𝑟𝑙 + 𝛾𝑣𝑙+1 − 𝑣𝑙.

20 Add ̂𝐴𝑡 to Buffer

21 o⃗𝑡 = reset()
22 end

23 end
24 𝜋𝜃𝑜𝑙𝑑

← 𝜋𝜃

25 训练策略和值网络；

26 清空经验缓存池 Buffer；

27 end
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算法 3.2 策略网络和值网络的训练

1 //更新策略网络

2 for 𝑚 = 1, ⋯ , 𝐸𝜋 do
3 Compute 𝐿𝑃 𝑃 𝑂(𝜃) by Equation (3.2), i.e.,

𝐿𝑃 𝑃 𝑂(𝜃) = ∑𝑇𝑒𝑝
𝑡=1 𝑚𝑖𝑛

(
𝜋𝜃(a𝑡 ∣ o⃗𝑡)

𝜋𝜃𝑜𝑙𝑑
(a𝑡 ∣ o⃗𝑡)

̂𝐴𝑡, 𝑔(𝜖, ̂𝐴𝑡))
, where

𝑔(𝜖, ̂𝐴) =
{

(1 + 𝜖) ̂𝐴 ̂𝐴 ⩾ 0,
(1 − 𝜖) ̂𝐴 ̂𝐴 < 0,

4 if KL[𝜋𝜃𝑜𝑙𝑑
∣ 𝜋𝜃] > 1.5KL𝑡𝑎𝑟𝑔𝑒𝑡 then

5 break
6 end
7 Update 𝜃 with the learning rate 𝑙𝑟𝜃 using Adam w.r.t. 𝐿𝑃 𝑃 𝑂(𝜃) by

Equation (3.1).
8 end
9 //更新值网络

10 for 𝑛 = 1, ⋯ , 𝐸𝑉 do
11 𝐿𝑉 (𝜙) = − ∑𝑇𝑒𝑝

𝑡=1 (∑𝑡′>𝑡 𝛾 𝑡′−𝑡𝑟𝑡′ − 𝑉𝜙(o⃗𝑡))
2

12 Update 𝜙 with the learning rate 𝑙𝑟𝜙 using Adam w.r.t. 𝐿𝑉 (𝜙).
13 end

我们估计存储在缓冲区中每步的优势值，然后将其保存到缓冲区中的相应位置，

然后重置仿真环境（ll. 18­22）。
当收集的经验已填满整个经验缓冲区时，将更新随机策略 𝜋𝜃 的策略网络

和状态值函数 𝑉𝜙 的值网络。算法 3.2描述了这一训练过程。为了更新策略 𝜋𝜃，

算法3.2中的替代损失 𝐿𝑃 𝑃 𝑂(𝜃)是根据收集的轨迹构造的，并在 Kullback–Leiber
（KL）散度约束下使用 Adam 优化器 [129] 进行了优化（ll. 2­7）。要更新状态值
函数 𝑉𝜙，即估计优势函数 ̂𝐴𝑡 的基线，算法3.2中的损失平方误差 𝐿𝑉 (𝜙)也是根
据这些收集的轨迹构造的，也使用 Adam优化器针对 𝐸𝑉 个回合进行了优化（ll.

10­13）。最后，我们清除缓冲区并重新收集用于训练的经验（l. 26）。价值网络
与策略网络具有相同的网络架构，不同之处在于最后一层被修改为仅输出 o⃗𝑡 的

值，即具有线性激活功能的一个单元。需要注意的是，策略网络和价值网络均独

立更新，并且不共享其参数，这是由于使用两个单独的网络通常会在实践中带来

更好的性能。

我们可以轻松地将算法3.1和3.2中的 DPPO算法扩展为具有一百多个机器人
的复杂多机器人系统，该系统处于分布式和无通信场景。我们还在实验中说明了
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这种情况，其中每个机器人都独立收集其经验。分散执行不仅大大减少了样本收

集的时间，而且使该算法适合在多种场景下训练大量机器人。

2. 网络架构
图3.6中显示了避障策略 𝜋𝜃 的网络架构。如第3.4.1节中所述，o⃗𝑡 被记为

网络的输入，它由三部分组成，即三个以自我为中心的局部栅格图的连续帧

(M𝑡−2,M𝑡−1,M𝑡)，三个连续的相对局部目标位置帧 (g𝑡−2, g𝑡−1, g𝑡) 和三个连续的
偏移定向角帧 (𝛼𝑡−2, 𝛼𝑡−1, 𝛼𝑡)。

Sensor datas

Robot shape

(M𝑡−2,M𝑡−1,M𝑡)

(g𝑡−2, g𝑡−1, g𝑡)
(𝛼𝑡−2, 𝛼𝑡−1, 𝛼𝑡)

Sampling

a𝑙𝑜𝑔𝑠𝑡𝑑
𝑡

a𝑚𝑒𝑎𝑛
𝑡

a𝑡

图 3.6 策略网络的架构图。网络的输入是 o⃗𝑡，它由三帧以自我为中心的局部栅格图和三帧

局部目标位置和偏移方位角组成。网络计算动作的平均值，该平均值由线速度和角

速度组成。产生的动作是来自高斯分布的样本。

网络首先使用三层卷积层 𝐿𝐶𝑉 和三层最大池化层 𝐿𝑀𝑃 生成栅格图

(M𝑡−2,M𝑡−1,M𝑡) 的特征图。输入大小为 (𝑁, 𝐶 𝑙−1, 𝐻 𝑙−1, 𝑊 𝑙−1) 和输出大小为
(𝑁, 𝐶 𝑙, 𝐻 𝑙, 𝑊 𝑙)的二维卷积层 𝐿𝐶𝑉 可以精确地描述为：

x𝑙(𝑁𝑖, 𝐶 𝑙
𝑗) = ReLU(

𝐶 𝑙−1−1

∑
𝑘=0

W𝑙(𝐶 𝑙
𝑗 , 𝑘) ⋆ x𝑙−1(𝑁𝑖, 𝑘) + b𝑙(𝐶 𝑙

𝑗)),

其中 ReLU(𝑥) = 𝑚𝑎𝑥(0, 𝑥)表示校正线性单位函数 [130]，⋆是有效的 2D互相关运
算符，x𝑙是网络层 𝑙的输出张量，𝑁是批处理大小，𝐶表示通道数量，𝐻是输入高
度（以像素为单位），𝑊 是宽度（以像素为单位）。输入大小为 (𝑁, 𝐶, 𝐻 𝑙−1, 𝑊 𝑙−1)，
输出大小为 (𝑁, 𝐶, 𝐻 𝑙, 𝑊 𝑙)，内核大小 (𝑘𝐻, 𝑘𝑊 )的 2D最大池化层 𝐿𝑀𝑃 可以精

确地描述为：

x𝑙(𝑁𝑖, 𝐶𝑗 , ℎ, 𝑤) = 𝑘𝐻−1𝑚𝑎𝑥
𝑚=0

𝑘𝑊 −1𝑚𝑎𝑥
𝑛=0

x𝑙−1(𝑁𝑖, 𝐶𝑗 , 𝑠0 × ℎ + 𝑚, 𝑠1 × 𝑤 + 𝑛), 𝑚, 𝑛 ∈ ℕ,

其中 (𝑠0, 𝑠1)表示要计算最大值的窗口的跨度，ℎ ∈ [0, 𝐻 𝑙]，𝑤 ∈ [0, 𝑊 𝑙]。第一个
2D卷积层 𝐿𝐶𝑉

0 包含 64个二维过滤器（Conv2D）对三个栅格图进行卷积，内核
为 3 × 3，跨度为 1，并应用 ReLU激活，然后输出再由最大池层 𝐿𝑀𝑃

0 处理。第

二层 𝐿𝐶𝑉
1 包含 128个二维过滤器，内核大小 3 × 3，跨度为 1，然后再紧接着一

个内核大小为 2 × 2，跨度为 2的最大池层 𝐿𝑀𝑃
1 。第三层 𝐿𝐶𝑉

2 则包含 256个二维
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过滤器，内核大小为 3 × 3，跨度为 1，然后再跟一个最大池层 𝐿𝑀𝑃
2 ，它的内核大

小也为 2 × 2，跨度为 2。然后，这些特征图由具有 512单元的全连接层 𝐿𝐹 𝐶
0 转

换为 512维矢量单位。全连接层 𝐿𝐹 𝐶 对输入数据 x𝑙−1进行如下线性变换：

x𝑙 = ReLU(W𝑙x𝑙−1 + b𝑙).

该网络还包含三个局部目标和偏移定向角的输入，即 (g𝑡−2, g𝑡−1, g𝑡) 和
(𝛼𝑡−2, 𝛼𝑡−1, 𝛼𝑡)。网络将这两个向量组合在一起，并将它们输送到具有 512 个单
位的两个全连接层 𝐿𝐹 𝐶

1 和 𝐿𝐹 𝐶
2 。然后网络应用具有 2个单元的全连接层 𝐿𝐹 𝐶

3 而

不使用激活函数，以产生输出，即动作的平均值 a𝑚𝑒𝑎𝑛
𝑡 = (𝑣𝑚𝑒𝑎𝑛

𝑡 , 𝜔𝑚𝑒𝑎𝑛
𝑡 )，其中 𝑣𝑚𝑒𝑎𝑛

𝑡

是线速度的平均值，而 𝜔𝑚𝑒𝑎𝑛
𝑡 是角速度的平均值。整个策略网络 𝜋𝜃 可以表示为：

a𝑚𝑒𝑎𝑛
𝑡 =

3

∏
𝑘=1

𝐿𝐹 𝐶
𝑘 (𝐿𝐹 𝐶

0 (
2

∏
𝑙=0

𝐿𝑀𝑃
𝑙 ⋅ 𝐿𝐶𝑉

𝑙 (M⃗𝑡)) ⊕ g⃗𝑡 ⊕ 𝛼⃗𝑡),

其中⊕是拼接运算符。最后，从高斯分布𝒩 (a𝑚𝑒𝑎𝑛
𝑡 , a𝑙𝑜𝑔𝑠𝑡𝑑

𝑡 )中采样网络的输出，即
机器人控制动作。其中 a𝑙𝑜𝑔𝑠𝑡𝑑

𝑡 是引用对数标准偏差的一组独立参数，这些参数将

在训练过程中进行更新。我们还使用剪切函数来确保生成的动作在有效的动作

空间中。值网络与策略网络具有相同的体系结构，不同之处在于最后一层被修改

为仅输出状态值 𝑉𝜙(M⃗𝑡, g⃗𝑡, 𝛼⃗𝑡)。
对于网络超参数的设计，我们参考了现有相关工作并在随机场景中做了测

试。如图3.7所示为我们在仿真器中测试不同输入帧数与网络层数对训练效果影
响的对比结果。通过实验我们发现三帧状态输入和三层卷积网络架构比简单的

一帧状态输入和一层网络架构要好。

(a) (b)

图 3.7 输入帧数（a）与网络层数（b）分别对训练效果的影响

3.4.3 多阶段课程学习

课程学习 [131] 旨在通过为从简单到困难的进阶学习者设计适当的课程来提

高学习成绩。Elman等人 [132]提出了这样的课程学习想法，即逐渐艰巨的任务课
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程可以显着加速神经网络的训练。课程学习最近在机器学习领域变得越来越普

遍，它假定课程学习可以提高训练过程的收敛速度，并且可以找到比现有求解器

更好的局部最小值。可以在文献 [131]中找到该想法的正式数学表达。步骤 𝜆的相
应训练分布为：

𝑄𝜆(𝑧) ∝ 𝑊𝜆(𝑧)𝑃 (𝑧) ∀𝑧,

其中 𝑧是代表学习者示例的随机变量，𝑃 (𝑧)代表目标训练分布，𝑊𝜆(𝑧) ∈ [0, 1]
是在课程顺序中 𝜆 ∈ [0, 1]步骤所应用到实例 𝑧的权重，𝑊1(𝑧) = 1。如果这些分
布的熵增加，则分布 𝑄𝜆的序列称为一个课程，

𝐻(𝑄𝜆) < 𝐻(𝑄𝜆+𝜉) ∀𝜉 > 0,

并且𝑊𝜆(𝑧)单调递增于 𝜆,

𝑊𝜆+𝜉(𝑧) ⩾ 𝑊𝜆(𝑧) ∀𝑧, ∀𝜉 > 0.

熵的增加意味着训练示例的多样性，我们希望特定示例的权重随着其添加到训

练集中而增加。课程学习策略可以在常规任务中分两步完成：首先是一组简单的

示例，然后是目标训练集。

(a) 随机训练场景 (b) 圆形训练场景

图 3.8 用于收集多个机器人避障经验的两种场景，其中蓝色数字圆圈代表具有相应编号的

机器人的目标，红色直线代表机器人从当前位置到目标的连线，其他黑色像素代表

各种障碍。右侧的蓝色框显示了每个机器人的以自我为中心的局部栅格图。

在本文中，我们引入了课程学习的两阶段训练过程。具体来说，我们提出了

两种场景，即随机训练场景和圆形训练场景，它们在我们的自定义仿真器中生成

随机环境（如图3.8中所示），以收集多个机器人的避障经验。图3.8(a)展示了随
机选择障碍物位置、机器人的起始位置和目标位置的随机训练环境，这将有助于

机器人充分学习避开障碍物的能力。随机场景中的环境是在 6 × 6 𝑚2 空间中构

建的，其中有八个机器人和四个障碍物，每个机器人的目标位置是在其起点距

离 2m到 4m范围内随机生成的。图3.8(b)说明了将机器人随机放置在具有随机
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半径圆上的环境（也称为圆形训练场景），这有助于该机器人与其他机器人进行

交互。圆形训练场景中的环境将八个机器人随机放置在一个半径范围为 1.8m到
3.0m的圆上。机器人可以在这些复杂丰富且具有代表性的训练环境中充分探索
其观察空间，有利于提高避障策略的鲁棒性。同时按照集中学习和分散执行机

制，机器人在每次探索训练迭代中都有效地优化了避障策略。

遵循课程学习的思想，我们将训练过程分为两个阶段。在第一阶段，我们在

具有八个机器人和四个障碍物的随机训练场景（如图3.8(a)中所示）的环境中训
练策略。这使机器人可以快速学习到初级的避障策略。一旦该避障策略达到可

接受的效果，我们将保存学习到的策略，然后进入第二阶段。在第二阶段中，我

们同时在随机训练场景和圆形训练场景（如图3.8(b)中所示）的环境中训练策略，
其中机器人数量增加到 16。
图3.9(a)显示了消融研究的学习曲线，以说明两阶段课程学习的效果。其中

“阶段 1”（Stage­1）表示之前所述的第一阶段训练过程，“阶段 2”（Stage­2）表
示之前所述的第二阶段训练过程，“从头开始”（From scratch）表示不使用两阶
段课程学习而直接从最开始就在两种训练场景中训练的方式。从训练曲线我们

可以清晰地看出，两阶段课程学习可以帮助策略收敛于更高的预期回报，即更好

的避障性能。
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(b)

图 3.9 （a）两阶段课程学习的训练过程和没有使用课程学习的训练过程（即从头开始）的
期望回报。（b）基于地图的策略训练过程和传感器级策略的训练过程的期望回报。

3.5 仿真环境实验

在本节中，我们将在多种模拟环境中评估基于栅格地图的多机器人避障方

法。我们首先叙述实现的细节，包括定制的仿真器、使用的超参数和用于训练网

络的硬件和软件。然后，我们在多种仿真环境中定量评估基于栅格地图的多机器

人避障策略的性能，并将其与其他现有方法进行比较。有关实验中机器人的具体

表现，请参见https://www.bilibili.com/video/BV12f4y1Q7cx/上的演示视频。
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表 3.1 对比实验中 NH­ORCA算法的超参数设置

参数 值

VO类型 HRVO
是否使用 ORCA 是

是否使用 clearpath 是

Epsilon 0.1
时间范围（Time horizon） 10
完整约束时间（Time to holonomic） 0.4
最小追踪误差（Minimum tracking error） 0.02
最大追踪误差（Maximum tracking error） 0.1

在实验中，我们在多种情况下比较了三种不同的避障方法并评估这些方法

的性能。具体来说，我们考虑以下避障策略：

• NH­ORCA策略: Alonso­Mora等人 [105­106]提出的最新的基于规则的智能体

级多机器人避障策略。表3.1中列出了对比实验中使用的 NH­ORCA算法的
超参数。有关每个参数的详细定义与解释，请参考文献 [101]。

• 传感器级策略: Long 等人 [115] 和 Fan 等人 [116] 提出的基于 DRL 的多机器
人避障策略。与我们的方法不同，他们的网络将原始 2D激光数据（以 1D
形式）视为输入，并使用一维卷积处理输入。为了进行公平的比较，该传

感器级方法使用了与我们的方法相同的训练过程（即两阶段训练过程）。

图3.9(b)中显示了其训练过程的学习曲线，其中我们将他们的方法称为“传
感器级”（Sensor­level），将我们的方法称为“基于地图”（Map­based）。需
要注意的是，我们的方法在训练过程中收敛到了更高的期望回报。

• 基于地图的策略: 本文中我们提出的多机器人避障策略，该策略以自我为
中心的本地栅格图视为输入。

为了进一步评估我们的方法中的两阶段课程学习的作用，我们将在第一阶

段训练后学到的避障策略记为 “基于地图，阶段 1”，在第二阶段之后学到的避障
策略称作 “基于地图，阶段 2”。

我们从不同的角度比较了上述三种避障策略，包括泛化到看不见的场景、导

航的效率以及对机器人密度以及机器人的各种形状和动力学的鲁棒性。这些实

验表明，我们提出的基于栅格地图的避障方法在许多指标上都优于其他方法。
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3.5.1 超参数设置

我们根据算法3.1和算法3.2中的 DPPO算法，使用表3.2中列出的超参数训练
了基于地图的避障策略。

表 3.2 训练算法3.1和算法3.2中的超参数设置

参数 值

算法3.1第 5行的 𝑇𝑒𝑝 2000
算法3.1第 12行的 𝑇𝑚 200
算法3.1第 14行的 𝑑𝑎𝑟𝑟 0.2
算法3.1第 19行的 𝜆 0.95
算法3.1第 19行和算法3.2第 11行的 𝛾 0.99
算法3.2第 2行的 𝐸𝜋 80
算法3.2第 3行的 𝜀 0.2
算法3.2第 4行的 𝐾𝐿𝑡𝑎𝑟𝑔𝑒𝑡 0.01
算法3.2第 7行的 𝑙𝑟𝜃 3.0 × 10−4 (阶段 1), 1.0 × 10−4 (阶段 2)
算法3.2第 10行的 𝐸𝑣 80
算法3.2第 12行的 𝑙𝑟𝜙 1.0 × 10−3

3.5.2 实现细节

与我们以前的工作 [133] 和其他大多数使用 Gazebo [134] 或 Stage [135] 作为仿真
器的相关工作不同，我们的训练环境是基于 OpenCV①定制的。具体而言，仿真
器可以将环境地图加载为灰色图像，其中障碍物和机器人被表示为图像中的相

应像素。此外，碰撞的发生可以根据这些像素是否重合来判断。与其他仿真器

（如 Gazebo）不同，我们定制的仿真器高效、灵活且不用考虑通信延迟。
我们还在仿真器中实现了差动驱动机器人，其位姿 (𝑥, 𝑦, 𝜃)根据差动轮的速

度运动模型进行更新：

⎛
⎜
⎜
⎜
⎝

𝑥′

𝑦′

𝜃′

⎞
⎟
⎟
⎟
⎠

=
⎛
⎜
⎜
⎜
⎝

𝑥
𝑦
𝜃

⎞
⎟
⎟
⎟
⎠

+
⎛
⎜
⎜
⎜
⎝

− 𝑣
𝜔sin𝜃 + 𝑣

𝜔sin(𝜃 + 𝜔𝛥𝑡)
𝑣
𝜔cos𝜃 − 𝑣

𝜔cos(𝜃 + 𝜔𝛥𝑡)
𝜔𝛥𝑡

⎞
⎟
⎟
⎟
⎠

,

其中 𝛥𝑡是速度控制的间隔时间，𝑣和 𝜔分别表示线速度和角速度。在每个时间
步 𝑡，我们根据机器人 𝑖的最新位姿截取世界地图以生成以自我为中心的栅格图
的草图 M̄𝑖

𝑡。然后，我们使用布雷森汉姆直线算法
[136] 从激光扫描仪估算出以自

我为中心的局部栅格图M𝑖
𝑡。需要注意的是，在训练过程中，我们不会在仿真器

①https://opencv.org/
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构建的环境中添加任何噪声，这有助于我们优化策略到低方差水平。

策略网络和值网络都用 TensorFlow②实现，并使用 Adam 优化器 [129] 进行

了训练。训练使用配备 i7­9900 CPU 和英伟达 Titan RTX GPU 的计算机。在算
法3.1和算法3.2中运行大约 900次迭代需要大约 12个小时来训练网络以在所有
训练场景中收敛。如表3.2中表述的那样，策略网络的学习率 𝑙𝑟𝜃 在第一个训练阶

段设置为 3 × 10−4，然后在第二个训练阶段中降低为 1 × 10−4。

可以在仿真和现实世界中的机器人上实时执行学习策略。在仿真器中，策略

网络在 GPU上花费 2毫秒为 8个机器人计算新动作。在实际工作中将策略部署
到机器人之后，在英伟达 Jetson TX2上花费约 25毫秒用于策略网络计算新动作，
并花费约 30毫秒从 2D激光扫描数据生成以自我为中心的局部栅格图。

3.5.3 泛化能力测试

我们仅使用随机场景和圆形场景中的环境来训练基于栅格地图的避障策略。

在本小节中，通过展示所学习的策略在一系列未见过的场景中表现良好，并且在

训练中引入了不同大小和形状的机器人之后，对于异类机器人也表现良好，我们

证明了我们方法的泛化能力。

1. 非合作多机器人环境
首先，我们介绍一种包含非协作机器人的场景，即场景中包含不受其他机器

人影响的移动机器人。图3.10展示了此场景的三种环境，环境中部署了由我们的
避障策略控制的八台机器人，并且其中的黄色机器人沿直线以 0.5 m/s的速度移
动，不受其他机器人影响。实验结果表明，尽管在训练过程中没有引入非合作机

器人，但是学习的策略仍然可以使其他机器人避免与之碰撞。
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(c)

图 3.10 非协作机器人场景测试实验，非合作型机器人（黄色）以 0.5 m/s的速度沿直线运
动，其他颜色代表的机器人由相同的学习到的避障策略控制。

②https://www.tensorflow.org/
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(a) (b)

图 3.11 （a）从圆形场景扩展而来的大规模场景，该场景将 80个机器人均匀地放置在一个
大圆圈上，并要求它们移动到对面的位置。蓝点表示机器人的目标位置。（b）从随
机场景扩展而来的大规模场景，该场景将 200个机器人和 200个大小不同的障碍
物随机放置在 60 × 60 m2 的区域中，并要求他们移动到相对于相应的起始位置在

4.5 m至 5 m范围内随机选择的目标位置。蓝点也是表示机器人的目标位置。

2. 超大规模环境
我们还介绍了两个大规模场景来说明所学策略的泛化能力。具体而言，第一

个大规模场景是从圆形场景扩展而来的，该场景将 80个机器人均匀地放置在一
个大圆上，并要求它们移动到圆心的对立圆上位置。图3.11(a)中展示了该场景的
环境。第二个大规模场景是从随机场景扩展而来的，该场景随机将 200个机器人
和 200个大小不同的障碍物放置在 60 × 60 m2的区域中，并要求他们移动到相对

于相应的起始位置 4.5 m到 5 m范围内随机选择的目标点。图3.11(b)中展示了该
场景的环境。

实验结果表明，尽管学习策略在训练过程中没有遇到这两种大规模场景，但

在两种场景的环境中仍可以很好地运行而无需进行微调。

3. 异质多机器人环境
最后，我们介绍一种含有异质机器人的场景，即具有不同大小和形状的机器

人。图3.12展示了该场景的六个环境，其中包含三个矩形机器人，三个圆形机器
人以及具有不同形状和大小的障碍物。

实验结果表明，在训练中引入不同形状的相应机器人后，所学习的策略在这

种情况下的环境中也能表现良好。这项实验说明我们的避障策略可以兼容不同

形状的机器人或障碍物，同时异质机器人也可以等同于不同形状大小的移动障

碍物，这对于增加训练环境的多样性具有重要意义。
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图 3.12 包含异质机器人的场景，其中包含三个矩形机器人，三个圆形机器人以及具有不同

形状的障碍物。所有机器人均受相同的避障策略控制。

3.5.4 性能对比实验

在本小节中，我们评估避障策略的导航效率。我们首先介绍用于评估避障方

法效果的一些指标。然后，我们使用这些指标比较不同的避障策略。

1. 测试指标和环境
我们引入了四个指标来评估不同的方法，指标定义如下：

• 成功率 ̄𝜋: 机器人到达目标点且没有任何碰撞的回合比率。
• 额外时间 ̄𝑡: 每个机器人在没有任何碰撞的情况下成功到达目标点所需的平
均时间减去每个机器人以最大速度直达目标点的平均时间的差值。

• 额外距离 ̄𝑑: 每个机器人在没有任何碰撞的情况下成功达到其目标点所需
的平均移动距离减去每个机器人以最大速度直驶其目标点的平均移动距离

的差值。

• 平均线速度 ̄𝑣: 导航期间每个机器人的平均线速度。
我们将比较四种策略的导航效率，即 NH­ORCA策略、传感器级策略、基于

地图的阶段 1策略和基于地图的阶段 2策略。所有这些指标都是根据每种情况
下测试场景的 100个不同环境的平均结果计算得出的。
现在，我们介绍本文中使用的测试场景。

• 圆形场景: 与圆形训练场景相似的场景，只是所有机器人的初始位置均匀
地放置在圆上。根据机器人的数量和圆形半径的不同，可以将这种场景分
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为四种类型，即 6个机器人半径为 2.5m的场景，8个机器人半径为 3m的
场景，10个机器人半径为 3.5m的场景和 12个机器人半径为 3.5m的场景。

• 交叉场景: 两组机器人（每组四个机器人）相互交叉移动的场景。
• 交换场景: 两组机器人（每组四个机器人）彼此相对并交换位置的场景。
• 随机场景: 该场景与随机训练场景相似，不同之处在于该场景中仅包含 10
个机器人，不包含障碍物。

表 3.3 在含有不同数量的机器人不同大小的场景中，针对不同方法评估的性能指标（均

值/标准差）。

场景 (机器人,范围) 方法 ̄𝜋 ̄𝑡 (均值/标准差) ̄𝑑 (均值/标准差) ̄𝑣 (均值/标准差)

圆形场景

(6,半径 2.5𝑚)

NH­ORCA 0.969 2.6676/1.3981 0.2004/0.1160 0.4490/0.1537

传感器级 1.000 2.0620/0.5576 0.8773/0.2269 0.5636/0.1328

基于地图，阶段 1 0.937 8.2528/6.4266 0.7861/0.4763 0.3328/0.2881

基于地图，阶段 2 1.000 2.0000/0.3502 0.8648/0.1447 0.5659/0.1283

圆形场景

(8,半径 3𝑚)

NH­ORCA 0.950 3.4988/1.9744 0.2057/0.1299 0.4479/0.1520

传感器级 1.000 2.5400/0.5084 1.1992/0.1918 0.5687/0.1233

基于地图，阶段 1 0.914 10.3488/6.3236 0.9185/0.5446 0.3218/0.2880

基于地图，阶段 2 1.000 2.3170/0.2577 1.0204/0.1513 0.5730/0.1146

圆形场景

(10,半径 3.5𝑚)

NH­ORCA 0.892 4.2930/2.6132 0.2486/0.1983 0.4366/0.1546

传感器级 1.000 3.3045/0.4784 1.5991/0.2145 0.5734/0.1142

基于地图，阶段 1 0.903 11.9304/9.2772 1.0635/0.6968 0.3212/0.2867

基于地图，阶段 2 1.000 2.5881/0.4650 1.1870/0.1710 0.5735/0.1114

圆形场景

(12,半径 3.5𝑚)

NH­ORCA 0.862 5.2137/3.4742 0.2817/0.2599 0.4078/0.1711

传感器级 1.000 3.7290/0.5355 1.7884/0.2525 0.5699/0.1170

基于地图，阶段 1 0.873 15.7697/11.7475 1.0773/0.7475 0.2698/0.2871

基于地图，阶段 2 1.000 2.6133/0.4527 1.2170/0.1769 0.5745/0.1120

交叉场景

(8, 8 × 8𝑚2)

NH­ORCA 0.958 2.1283/1.5166 0.1883/0.2081 0.4851/0.1430

传感器级 0.995 2.8238/1.2894 1.1174/0.5214 0.5419/0.1588

基于地图，阶段 1 0.950 4.0802/3.4952 1.0158/0.7322 0.4764/0.2278

基于地图，阶段 2 1.000 1.8315/1.2333 0.7873/0.4912 0.5608/0.1384

交换场景

(8, 8 × 8𝑚2)

NH­ORCA 0.906 2.2174/2.1307 0.2651/0.2228 0.4845/0.1648

传感器级 1.000 2.7357/0.9494 1.1498/0.3479 0.5535/0.1419

基于地图，阶段 1 0.994 2.7272/2.2479 0.8017/0.5761 0.5206/0.1874

基于地图，阶段 2 1.000 2.0201/1.0430 0.9816/0.3660 0.5584/0.1424

随机场景

(10, 8 × 8𝑚2)

NH­ORCA 0.934 4.3181/3.1353 0.5697/0.6412 0.3760/0.1890

传感器级 0.924 3.4519/3.4162 0.5417/0.5048 0.4017/0.2687

基于地图，阶段 1 0.955 3.1650/2.5632 0.5514/0.4643 0.4202/0.2590

基于地图，阶段 2 0.986 2.9009/2.4523 0.4531/0.3610 0.4460/0.2497
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2. 测试结果
表3.3中总结了在不同测试场景中四种方法的性能指标，其中指标数值是根

据每种场景随机生成的 100个不同环境的平均结果统计得出的。我们可以看出
基于地图的阶段 2策略在额外时间和平均速度方面优于其他策略。在许多情况
下，基于地图的阶段 2策略和传感器级策略的成功率均为 100%。但是，与基于
地图的阶段 2策略相比，传感器级策略在其他指标中表现不佳，这表明可以通过
基于地图的方法进一步优化传感器级方法学习的策略。NH­ORCA策略是一种非
合作策略，其中每个机器人贪婪地执行运动会导致较小的额外距离（如图3.13中
第一行所示），但是其他指标的性能较差。对于基于地图的阶段 1策略，我们可
以看到它在迁移到圆形场景方面具有良好的性能，这表明该策略可以泛化到未

见的场景，因为在第一训练阶段我们没有考虑圆形场景。需要注意的是，经过

第二阶段的训练后，该策略的性能大大提高了，到达率等各项指标都有明显提

升。最后我们分别在图3.13第二行和第三行的测试场景中列举了传感器级策略和
基于地图的阶段 2策略的实际测试轨迹。
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图 3.13 执行不同避障策略的机器人轨迹图（第一行：NH­ORCA策略，第二行：传感器级
策略，第三行：基于地图阶段 2策略）。不同机器人的轨迹以不同的颜色区分，并
且颜色透明性用于指示沿每个轨迹的时间状态。目标点用星形表示，第四张图中的

黑色虚线连接机器人碰撞位置与目标点。
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3.5.5 鲁棒性测试

除了泛化能力和导航效率外，学习的策略还对模型不确定性和输入噪声稳

定且健壮。我们将在本节中通过多项实验来验证所学策略的鲁棒性。

1. 传感器噪音
传感器噪声和感知错误在机器人系统中很常见。为了验证不同避障方法抵

御噪声的能力，我们逐渐增加了传感器级策略和基于地图的（阶段 2）策略的激
光感应距离数据的误差，并对 NH­ORCA策略逐渐增加了周围机器人位置和速
度的感知误差。图3.14描述了当高斯噪声方差增加时，在具有 12个机器人的圆
形测试场景和具有 10个机器人的随机测试场景中，上述三种策略的成功率。结
果表明，基于深度强化学习的策略（即基于地图的策略和传感器级别的策略）对

噪声具有抵抗能力，而传感器噪声会极大地影响 NH­ORCA策略的成功率。
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图 3.14 （a）当传感器噪声的标准偏差增加时，在具有 12个机器人的圆形测试场景中，比
较 NH­ORCA策略、传感器级别策略和基于地图的策略的成功率。（b）当传感器
噪声的标准偏差增加时，在具有 10个机器人的随机测试场景中，基于地图的策略、
传感器级别的策略和 NH­ORCA策略之间的成功率比较。

2. 传感器类型
如第3.1节所述，基于栅格地图的避障方法可以轻松地部署到具有不同传感

器的机器人上。在这项实验中，我们通过将避障方法应用于仅装有深度摄像头的

机器人来验证基于栅格地图的避障方法的兼容性。由于我们的自定义仿真器无

法仿真 3D传感器信息，因此我们选择更加逼真的 3D仿真器 Gazebo来测试模
型的泛化能力。具体来说，我们在 Gazebo仿真器中实现了带有深度摄像头的差
动轮机器人，该摄像头具有 120度水平 FOV和 640×480的分辨率。我们将深度
相机生成的点云数据转换为相应的栅格图。我们首先根据地图的分辨率将点云

数据下采样为稀疏的点云数据，去除异常值，然后从生成点云的鸟瞰图生成栅格

图。图3.15展示了从点云数据生成此类栅格图的过程。使用生成的栅格图，我们
可以构造相应的以自我为中心的局部栅格图，该栅格图稍后可用于基于地图的
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避障策略。图3.16展示了在具有 8个随机放置的障碍物环境中使用深度摄像头测
试基于地图避障策略的效果。可以发现仅使用深度摄像头机器人就可以成功避

开所有障碍物并到达相应目标点。我们认为我们提出的基于地图的深度强化学

习避障方法不仅仅限于二维激光测距仪和深度相机，还可以推广到如2.2章节提
到的其他多种测距传感器或间接提供测距信息的感知情况 [137]，甚至是不同种类

和数量的传感器组合。

(a) (b) (c)

图 3.15 （a）包含装备深度摄像头的机器人（绿色）的 Gazebo环境；（b）由 120度 FOV
深度相机生成的点云数据；（c）从点云数据生成的栅格图。

(a) (b) (c) (d)

图 3.16 在具有 8个随机放置障碍物的四个仿真环境（a­d）中，使用深度相机通过基于地
图的学习策略生成的机器人轨迹示意图。

3. 视野大小
不同的传感器具有不同的视野大小，这也极大地影响了避障策略的性能。我

们考虑了五种具有不同视野大小的激光传感器，并将基于地图的深度强化学习避

障算法应用于各种传感器数据，以训练相应的基于地图的避障策略。图3.17(a)中
展示了这些基于地图避障策略的学习曲线，图3.17(b)展示了这些策略在随机测试
场景中的成功率。此外，我们还在视野大小受限的机器人上测试了传感器以 180
度视野大小训练的避障策略的迁移效果。结果表明，随着机器人传感器视野变

大，机器人学习到的避障策略效果更好。我们使用大视野传感器训练的策略迁移

到小视野传感器时，避障成功率会降低。而且当机器人在训练和测试场景中具有

相同的视野大小时，训练得到的避障策略性能会比使用大视野传感器训练的策

略直接迁移到小视野传感器环境要好。

59



第 3章 基于栅格地图信息融合的多机器人导航

0 100 200 300 400 500
Epoch

−500

0

500

1000

1500

E
xp

ec
te

d
re

tu
rn

FOV 180
FOV 150
FOV 120
FOV 90
FOV 60

(a)

1801501209060
field of view [degree]

0.75

0.80

0.85

0.90

0.95

1.00

Su
cc

es
s

ra
te

Training with restricted FOV
Training with 180 degree FOV

(b)

图 3.17 （a）基于地图的避障策略对于具有不同视野大小（FOV）的传感器的期望回报。（b）
使用特定的受限 FOV传感器训练的基于地图的策略与使用 180度 FOV传感器训
练的基于地图的策略在随机测试场景中的成功率。

4. 局部极小问题
由于避障算法通常仅使用局部感知信息，机器人很容易陷入到困境区域（如

U形环境），这称为局部极小问题 [138]。在本小节中，我们将测试我们的方法在一

些复杂环境中是否具有探索未知区域并逃脱困境的能力。我们在如图3.18(a­b)所
示的复杂静态场景中训练了我们提出的基于栅格地图的强化学习避障算法，该

训练场景包含大小和位置随机的两个矩形和四个圆形障碍物，机器人的起点和

终点在每个回合也随机生成。训练过程曲线如图3.18(c)所示，在该训练场景中
我们达到了 92%的成功到达率。然后我们在三种类型的测试场景中测试了我们
的算法解决复杂未知静态环境的能力。首先是包含 16个圆形障碍物和 16个矩
形障碍物的复杂随机环境，机器人成功到达率为 85%，如图3.19(a­g)所示，我们
列举了其中七种随机测试环境，我们可以看出机器人具有很强的探索未知环境

并摆脱困境到达目标点的能力。最后我们在另外的螺旋场景和之字形场景做了

测试，实验效果分别如图3.19(h)和 (i)所示。我们发现训练场景的多样性和代表
性对学习到的避障能力影响很大，我们使用上文提到的多机器人避障模型在这

三种测试场景中表现很差，基本不具备探索解决局部极小问题的能力，这是因为

我们的多机器人训练场景很少包含需要机器人探索的复杂情况，我们猜测如果

把三种测试场景也纳入训练场景，学习到的避障策略在三种测试场景中会有更

好的表现。因此我们认为基于深度强化学习的避障算法应该考虑加入更多种类

的代表性训练场景，提升避障模型应对各种复杂环境的能力。局部避障算法在

实际使用过程中会配合全局路径规划提高其摆脱困境的能力，近期一些研究人

员 [139­140] 开始探讨传统规划算法如何指导强化学习局部避障算法更好地到达目

标点。我们认为导航系统其他模块的设计也可以一定程度上缓解局部避障算法

引起的局部极小问题。
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图 3.18 复杂静态训练环境（a­b）与训练过程曲线（c）
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(i)

图 3.19 复杂静态测试环境（a­g）与螺旋测试场景（h）和之字形测试场景（i）
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3.6 真实环境实验

在本节中，我们将训练好的基于地图的避障策略部署到实体机器人上，并在

现实世界中测试多机器人避障算法。如第3.1节中所述，基于地图的方法对嘈杂
的传感器数据更鲁棒，不需要机器人的运动数据，并考虑了相关机器人的大小和

形状，这使其更高效，更容易被部署到真正的机器人上。但是，将学习的避障策

略从仿真器部署到现实世界还面临更多挑战。正如在文献 [116]中讨论的那样，除

了嘈杂的传感器数据外，每个机器人的时钟都不相互同步，这导致难以控制的异

步分布式系统。由于许多现实因素，例如机械细节、电机特性以及摩擦性质的差

异，机器人无法通过相同的控制命令提供与仿真环境一致的行为。除了在第3.5节
中讨论的在仿真环境中的泛化能力和鲁棒性之外，真实世界的实验还表明，基于

地图的方法可以轻松地部署到真实机器人中，并在真实世界中表现良好。有关实

验中机器人的具体表现，请参见https://www.bilibili.com/video/BV12f4y1Q7cx/页
面上的演示视频。接下来，我们首先介绍真实机器人的硬件配置。然后，我们评

估这些机器人在现实世界中多种场景下的性能。

3.6.1 实验机器人硬件配置

我们将基于地图的避障策略部署到四个机器人上，以在现实世界中测试多

机器人避障策略。如图3.20所示，每个机器人都基于带有Kobuki底盘的 TurtleBot
2搭建，并且机器人的形状都是半径为 0.17m的圆形，每个机器人使用的激光传
感器是 Hokuyo UTM­30LX 2D激光或 Hokuyo URG­04LX 2D激光（价格较低）。
表3.4中列出了 Hokuyo 2D 激光传感器的详细技术信息，所有这些传感器都可
以对机器人前方的周围环境进行 180度视野观察。每个机器人搭载一台英伟达
Jetson TX2作为其计算平台。具体来说，我们实现了这种机器人的四个版本，其
中两个装有 Hokuyo UTM­30LX 2D激光，另外两个使用 Hokuyo URG­04LX 2D
激光。

表 3.4 Hokuyo二维激光传感器详细参数

产品型号 UTM­30LX URG­04LX

测量范围 0.1 to 30m, 270∘ 0.02 to 5.6m, 240∘

精度 0.1 to 10m : ±30mm, 10 to 30m : ±50mm 0.06 to 1m : ±30mm, 1 to 4.095m : ±3%
角分辨率 0.25∘ 0.36∘

扫描时间 25ms 100ms

在实验中，机器人的相对局部目标是由基于状态估计的粒子滤波算法提供

的。局部中心栅格图是从激光数据生成的，其大小固定为 6.0 ×6.0 m，分辨率
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图 3.20 该机器人基于带有 Kobuki底盘的 TurtleBot 2搭建，使用 Hokuyo UTM­30LX 2D激
光或 Hokuyo URG­04LX 2D激光和英伟达 Jetson TX2计算平台。定制的圆形木壳
被安装在移动平台的顶部，以使机器人之间能够相互检测到。

为 0.1 m。机器人木壳放置在机器人的移动平台的顶部，使机器人之间能够相互
检测到。我们还使用纸箱和行李箱在测试中充当静态和动态障碍物。训练的策

略网络的输出直接用于控制机器人，即，机器人线速度和角速度的范围分别为

𝑣𝑡 ∈ [0, 0.6]（以米/秒为单位）和 𝜔𝑡 ∈ [−0.9, 0.9]（以弧度每秒为单位）。

3.6.2 障碍物环境测试

在本小节中，我们介绍包含单个机器人的一系列实际障碍物测试场景，以评

估由基于栅格地图的避障策略的实际性能。

我们首先介绍一个基础的静态场景，其中一些纸箱被放置为静态障碍物，以

阻挡机器人从其起始位置到目标点，图3.21(a)展示了机器人在这种环境中的具体
表现。在这种环境中，机器人可以成功寻找到可以通过的狭窄开口并成功绕开障

碍物到达目标点。接下来，我们通过在开口的前后位置添加其他静态障碍物来扩

展上述场景，以增加避障难度。图3.21(b)展示了这种扩展静态障碍物环境，在这
种情况下，机器人仍然可以成功绕开狭窄开口前后放置的障碍物并顺利到达目

标点。机器人行驶距离 4.396米，完成时间为 22.65秒。然后，我们通过添加一
些突然出现的障碍物来实现动态障碍物场景，通过这类实验验证机器人对突发

情况的实时反应能力。具体来说，在图3.21(c)所示的环境中，人为将纸板突然放
置在机器人的移动路径上对机器人运动产生干扰。图3.21(d)展示了另一个动态
障碍物环境，该环境是从图3.21(c)中的情况扩展而来的，其中行李箱在机器人的
行进路径上快速移动，并且另一侧也突然出现了人为放置的纸板。在这两种环境

中，机器人都能成功检测到动态障碍物并及时调整其运动以避免碰撞发生。需要

说明的是，图中描绘的机器人轨迹不那么平滑的一部分原因是由于机器人定位

有误差，记录的轨迹数据没有特别精确。在网页演示视频中可以找到有关这些静

态和动态障碍物场景的更多细节。这些实体实验表明，我们的避障算法在实际静

态和动态复杂障碍物环境中仍能表现良好。
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轨迹长度：4.985m
完成时间：19.15s

(a) 基础静态障碍物场景

轨迹长度：4.396m
完成时间：22.65s

(b) 扩展静态障碍物场景

轨迹长度：5.234m
完成时间：16.60s

(c) 基础动态障碍物场景

轨迹长度：5.009m
完成时间：14.68s

(d) 扩展动态障碍物场景

图 3.21 单机器人在静态和动态障碍物环境中的实体实验。左侧的子图显示了机器人的运

动轨迹和导航地图，左下角标有相关具体指标。右侧的子图显示了现实世界中的场

景，这些环境与相应的左图中机器人位于红色圆圈处的情况相对应。图中的黄色虚

线框表示环境中相应的动态障碍物。
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3.6.3 多机器人环境测试

在本小节中，我们将介绍多机器人实体，测试场景中添加了静态障碍物和动

态行人。我们首先介绍交换测试场景，环境中两个机器人相互靠近并交换位置。

图3.22(a)展示了在这种测试场景中机器人的表现，其中两个机器人都成功到达了
它们的目标点且没有发生碰撞。然后，我们通过随机放置一些静态障碍物来扩展

两机器人交叉场景，以增加难度。图3.22(b)展示了新环境中的实验，两个机器人
仍能成功到达其目标而不会发生碰撞。当机器人观察到另一个机器人正在经过

障碍物时，它可以自动等待片刻并通过狭窄的障碍物。随后，我们通过要求行人

穿过两个机器人的行进路径来进一步扩展场景。图3.22(c)显示其中两个机器人都
自适应地降低了速度并等待行人通行，然后才成功到达各自目标点。需要注意

的是，我们没有将行人引入避障策略的训练过程中，并且行人的形状和动态特征

与其他机器人和静态障碍物完全不同。但是，在有行人的情况下，学习到的策略

仍然可以把行人当成动态障碍物处理，只是机器人的避障距离较近，一定程度上

会让行人不舒适。我们将两机器人场景扩展到三个机器人的场景，介绍了三机

器人圆形场景，其中将三个机器人放置在一个圆上，并将它们的目标设置在圆上

的相对位置。图3.22(d)描述了这种情况下机器人的具体表现，其中所有机器人都
成功地到达了目标点而没有碰撞发生。最后，我们将测试实验扩展到涉及四个

机器人的场景。图3.23描绘了在这些场景下四个机器人的具体表现，其中所有机
器人仍能成功地到达其目标而不会发生碰撞。在图3.23(a)所示的四机器人交叉场
景中，两组机器人彼此交叉穿行并到达各自的目标点。图3.23(b)展示了四机器人
圆形场景的实验结果，其中将四个机器人放置在一个圆上，并将它们的目标设置

在圆上的相对位置。为了进一步证明我们的模型在更复杂的环境中的泛化能力，

我们在四机器人圆形场景中分别添加了三个静态障碍物或两个行人，实验结果

如图3.23(c)和3.23(d)所示。在如此动态和拥挤的环境中，所有机器人都可以顺利
到达各自的目标点而没有发生碰撞。四机器人场景测试的定量结果如表3.5所示，
同时在演示视频中也可以找到有关这些多机器人场景的更多细节。这些实验表

明，尽管现实世界中两个机器人的动态特性都与仿真器中的机器人不同，但学习

到的基于地图的避障策略在这些情况下仍然可以较好地执行。

表 3.5 四机器人场景的测试结果（轨迹长度 [m] /完成时间 [s]）

环境 机器人 1（红） 机器人 2（蓝） 机器人 3（绿） 机器人 4（黄）

四机器人交叉场景 2.846 / 5.800 2.835 / 7.606 3.029 / 7.802 3.149 / 9.804

四机器人圆形场景 3.716 / 9.120 3.064 / 12.56 3.054 / 10.97 3.200 / 11.33

有障碍物的四机器人圆形场景 4.890 / 12.51 5.265 / 17.28 5.577 / 15.80 4.689 / 25.31

有行人的四机器人圆形场景 4.543 / 11.29 4.200 / 9.549 3.726 / 11.63 4.346 / 11.54
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轨迹长度：
3.590m
3.857m

完成时间：
7.841s
6.852s

(a) 两机器人交换场景

轨迹长度：
3.571m
3.867m

完成时间：
13.00s
10.66s

(b) 含有障碍物的两机器人交叉场景

轨迹长度：
4.158m
3.482m

完成时间：
9.016s
8.741s

(c) 含有行人的两机器人交叉场景

轨迹长度：
2.924m
3.059m
3.050m

完成时间：
10.30s
9.597s
8.733s

(d) 三机器人圆形场景

图 3.22 两到三个机器人复杂环境实体实验。左侧的子图显示了现实世界中机器人的轨迹，

右侧的子图显示了机器人根据自身定位信息记录的轨迹。机器人记录的轨迹不那

么平滑主要是由于机器人定位有误差，不同颜色的线表示不同机器人的轨迹。

66



第 3章 基于栅格地图信息融合的多机器人导航

(a) 四机器人交叉场景

(b) 四机器人圆形场景

(c) 有障碍物的四机器人圆形场景

(d) 有行人的四机器人圆形场景

图 3.23 四机器人复杂环境实体实验。左侧的子图显示了现实世界中机器人的轨迹，右侧的

子图显示了机器人根据自身定位信息记录的轨迹。机器人记录的轨迹不那么平滑

主要是由于机器人定位有误差，不同颜色的线表示不同机器人的轨迹。
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图 3.24 配备深度相机和 2D激光的实验机器人

表 3.6 机器人与传感器标定结果

Kinect内参

𝑘1 𝑘2 𝑝1 𝑝2

RGB 0.1074 ­0.2328 ­0.0021 ­0.0029

IR ­0.1274 0.4823 0.0049 0.0021

𝑓𝑥 [px] 𝑓𝑦 [px] 𝑐𝑥 [px] 𝑐𝑦 [px]

RGB 527.5 525.4 331.6 258.9

IR 588.2 586.8 321.3 222.7

𝑢′ [px] 𝑣′ [px]

IR­Depth偏移 4 4

机器人与多传感器外参

R𝑟 R𝑝 R𝑦 t𝑥 [mm] t𝑦 [mm] t𝑧 [mm]

RGB ↦ IR 0.00211 ­0.00241 0.00332 ­23.965 0.278 0.738

Kinect ↦ RGB ­1.57 0.0 ­1.57 0.0 0.0 0.0

Base ↦ Kinect 0.00178 0.00216 0.00031 21.271 2.729 350.251

Base ↦ Laser 0.00327 ­0.00531 ­0.00391 121.655 3.882 149.628

3.6.4 多传感器融合避障实验

为了验证基于栅格地图的避障算法对兼容多传感器的能力，我们搭建了如

图3.24所示的多传感器机器人，该机器人也是基于 TurtleBot 2底盘，携带有一个
Hokuyo URG­04LX激光和一个 Kinect一代深度相机。首先我们使用第2章提出
的机器人与多传感器标定方法标定整个机器人和传感器，标定结果如表3.6所示，
包含 Kinect传感器内参和机器人与多传感器的相关外参。机器人和传感器标定
好后，我们运行基于多传感器融合的栅格图生成模块，如图3.25所示，子图（a）
中描绘了我们的两个测试环境，其中右图中使用悬空障碍物堵住了机器人的最

近出口，如果机器人从此通过会与悬空障碍物发生碰撞。子图（b）显示了 Rviz
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可视化软件中的相应深度相机感知的点云变化，虚线框中表明深度相机可以感

知到悬空障碍物。子图（c）展示了我们使用激光数据和深度相机点云数据融合
生成的栅格图，需要注意的是右图中的最近出口被黑色障碍物堵住，这是深度相

机感知的 3D点云生成的结果。由于在两种测试环境中深度相机感知的变化，机
器人表现出不同避障行为。如图3.25（a）所示，左图中机器人通过最近的障碍
物出口达到目标点，而右图中机器人绕开有悬空障碍物的出口，选择绕开所有障

碍物到达目标点。这项实验说明我们提出基于栅格地图的深度强化学习避障算

法具有融合 2D激光信息和 3D深度相机点云信息（甚至是其他测距传感器的信
息）进行避障的能力，而深度相机等可以提供三维立体信息的传感器对于应对复

杂的现实环境具有重要意义，同时我们的标定方法也是使用多传感器在复杂环

境导航的前提。

(a) 实际场景与运动轨迹

(b) Rviz显示的点云

(c) 栅格图

图 3.25 多传感器融合 3D避障实验，在有无悬空障碍物的场景中对比实验机器人感知和运
动差别。
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轨迹长度：6.279m
完成时间：14.30s

(a) 静态障碍物场景

可佳：

轨迹长度：4.468m
完成时间：15.12s

(b) 可佳和 TurtleBot混合行人场景

可佳：

轨迹长度：3.443m
完成时间：9.044s

(c) 可佳和 TurtleBot混合障碍物场景

图 3.26 可佳机器人实体实验：（a）简单静态障碍物场景；（b）可佳机器人和 TurtleBot机
器人混合行人动态场景；（c）可佳机器人和 TurtleBot机器人混合静态障碍物场景。
左侧的子图显示了现实世界中机器人的轨迹，右侧的子图显示了机器人根据自身

定位信息记录的轨迹。

3.6.5 可佳机器人部署实验

为了验证我们提出的避障算法可以兼容不同机器人平台，我们在可佳机器

人 [86] 上进行了部署实验。如图3.26(a)所示，可佳机器人的底盘外形与 TurtleBot
机器人有很大不同，可佳机器人的底盘为较大的正方形，边长约 0.5米，且运动
中心位于前方 0.125米处。我们使用第3.5.3节第3小节中提到的训练模型作为可
佳机器人的避障策略。如图3.26所示，我们首先简单测试了可佳机器人的静态避
障能力（图3.26(a)）。然后我们测试了可佳机器人和 TurtleBot机器人相互避障的
能力，值得说明的是实验中的可佳机器人和 TurtleBot机器人都是使用我们训练
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的深度强化学习避障模型。如图3.26(b)所示，可佳机器人和 TurtleBot机器人成
功相互避开并且避开了动态行人到达各自的目标点。在图3.26(c)中，TurtleBot机
器人主动绕开就近的障碍物出口到达目标点，可佳机器人等待一段时间后选择

就近的障碍物出口成功到达目标点，这一定程度上表现了不同机器人间合作避

障的能力。尽管可佳机器人和 TurtleBot机器人具有差别较大的避障外形和运动
学模型，但我们提出的基于栅格地图的避障方法都能很好的适配，这说明我们的

避障方法对不同硬件的兼容性且具有易于部署的特点。有关本实验中机器人的

具体表现，请参见https://www.bilibili.com/video/BV12v411C7sM/页面上的演示视
频。

3.7 长距离导航系统

本节主要介绍如何把基于深度强化学习的避障模块结合到完整导航系统来

实现长距离导航。首先我们阐述该系统框架和组成模块，然后我们使用 TurtleBot
机器人进行了长距离实体导航实验，来验证整个导航系统的可靠性。最后我们演

示了大规模上百米楼宇配送实验来说明我们提出的长距离导航系统的实际应用

价值。

图 3.27 多传感器复杂环境长距离导航系统

3.7.1 系统框架

我们提出的多传感器复杂环境长距离导航系统包含七个模块。如图3.27中所
示，机器人与多传感器标定模块用于融合多传感器数据信息。同时定位和建图

（SLAM）模块基于传感器数据构建环境地图，并且可以同时估计机器人在地图
中的位姿。当接收到目标位置时，全局路径规划器模块会根据来自 SLAM模块的
预先构建的地图，生成从当前位置到目标位置的路径或一系列本地目标点。为了

应对动态和复杂的环境，在未知的杂乱环境中需要一个安全且强大的避障模块。

除了路径规划模块的本地目标点和 SLAM定位模块提供的机器人位姿外，我们
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的基于栅格地图和深度强化学习的异质多机器人避障模块还需要周围的环境信

息，该信息表示为由栅格图生成器模块生成的基于各种传感器融合数据的以自

我为中心的栅格图。综上所述，我们基于深度强化学习的局部规划模块需要输入

由 SLAM模块生成的机器人位姿，由全局路径规划程序生成的本地目标的位置
以及可融合多个传感器信息的地图生成器模块的栅格图，并输出机器人的控制

命令：线速度 𝑣和角速度 𝑤。最后，输出速度命令由底盘控制器模块执行，该模
块根据机器人的特定运动学将控制速度映射到轮式电机的指令。

3.7.2 长距离导航实验

学习到的多机器人避免碰撞策略用于组成完整的长距离机器人导航系统。我

们使用基于深度强化学习的多机器人避障策略进行远距离导航实验，进一步验

证了整个导航系统的有效性。具体来说，我们提出了一种用于远距离导航的分层

架构 [133]，该架构将 A*路径规划 [141] 与我们提出的基于栅格地图的 DPPO方法
训练得到的基于深度强化学习的避障策略结合在一起，基于深度强化学习的局

部运动规划器可以根据全局 A*路径规划器提供的中间目标，将以自我为中心的
局部栅格图直接映射到机器人的控制命令。在导航过程中，将每个局部目标位置

选择为在全局计划路径上距机器人 3m的局部目标点。该导航系统基于深度强化
学习的多机器人避障策略，在长走廊（约 27米）的环境中进行测试。我们使用
开源 SLAM算法 Cartographer [142]预先构建环境的全局静态地图。全局静态地图
用于基于粒子过滤器的定位和路径规划，给基于深度强化学习的避障模块提供

了相对于机器人本地目标点的机器人实时姿态。图3.28通过导航地图和系统生成
的轨迹描绘了这项长距离测试实验，机器人可以成功穿过长长的走廊，同时避开

静态障碍物和动态行人到达远距离的目标点。

轨迹长度：27.672m
完成时间：57.03s

图 3.28 基于深度强化学习的远距离走廊导航实验
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轨迹长度：226.61米
完成时间：8.337分钟

图 3.29 跨楼层大范围楼宇配送测试机器人轨迹图

3.7.3 楼宇配送场景实验

作为电商与自动化、物流与机器人的融合，末端配送机器人致力于解决“最

后一公里”的交付问题。末端配送机器人主要依赖于自主移动导航技术，相对于

用于智能仓储的移动搬运机器人，末端配送机器人的应用场景更加复杂。末端配

送机器人的应用场景一般是开放的商业服务场景，场景更加复杂，需要避开各种

复杂的障碍物和行人，甚至需要具有自动上下电梯的能力。末端配送机器人首推

在相对封闭的室内场景落地应用，如写字楼、酒店和医院等环境，解决楼内一百

米配送的问题。为了说明我们提出的长距离导航系统的实际应用价值，我们进

行了一项在中科大西区科技实验楼东西楼楼宇间长距离（220米左右）的导航实
验，来模拟楼宇配送机器人应用场景。如图3.29所示，机器人首先在东楼一楼起
点出发，行进了约 185米路程经过中央大厅到达西楼一楼电梯，搭乘电梯到达西
楼三楼，继续行进 42米左右路程到达终点。在本实验中，虽然机器人进出电梯
时仍需要人员辅助开关电梯，但机器人能够安全避开楼宇中遇到的障碍物和行

人并行进三百米远到达终点（如图3.30所示），这一定程度上说明了我们提出的
导航系统的应用价值。

图 3.30 楼宇配送避障场景举例：走廊场景 (第一行)和中央大厅 (第二行)。
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3.8 本章小结

在本章中，我们提出了一种基于栅格地图的分布式近端策略优化方法，用于

在分布式和无通信环境中避免多机器人碰撞。我们使用以机器人自我为中心的

局部栅格图来表示周围的环境信息，包括其形状以及其他机器人的可观察外观

以及障碍物，这些信息可以通过使用多个传感器或传感器融合轻松生成。然后，

我们将分布式近端策略优化应用于训练卷积神经网络，该网络直接将三帧以自

我为中心的局部网格图和机器人的相对局部目标位置映射为低级机器人控制命

令。我们采用两阶段课程学习来提高学习效果。我们在多个仿真场景中评估学习

到的避免碰撞策略，并将其与相关工作进行比较。实验结果表明，在成功率、额

外时间以及平均线速度方面，我们的方法具有出色的性能。我们还从其他角度评

估了我们的避障策略，包括泛化到未见的场景、导航效率以及对机器人形状和动

力学的鲁棒性。然后，我们将训练后的模型部署到真实的机器人上，以评估其在

具体实际场景中的性能，包括具有静态和动态障碍物的环境、多机器人和动态行

人环境。这些实验表明，我们的方法高效且易于部署到真实的机器人上，并且在

现实世界中表现良好。同时我们也测试了基于深度相机和激光信息融合的 3D导
航，实验中机器人成功避开了悬空的物体并到达目标点。为了验证我们提出的导

航系统可以兼容不同机器人平台，我们在可佳机器人上进行了部署实验并在多

种环境中进行了实体测试。最后，我们提出了多传感器复杂环境长距离导航系统

框架，并成功将其部署并应用到实体机器人上。在实际测试环境中，机器人可以

成功穿过长距离的走廊，同时避开其中的静态障碍物和动态行人，最后我们演示

了大规模上百米楼宇配送实验来说明我们提出的长距离导航系统的实际应用价

值。
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第 4章 动态行人环境下的机器人导航系统

本章我们主要介绍动态行人环境下基于多传感器信息融合的机器人导航系

统，首先我们在4.1小节介绍相关研究背景和我们提出的动态行人环境下的机器
人导航系统框架。在后续的小节中我们将分别介绍框架主要构成模块，其中包括

4.2小节的基于多传感器信息融合的行人感知追踪模块、4.3小节的基于行人感知
过滤的动态行人环境定位方法以及基于二维码激光联合主动全局重定位方法和

4.4小节介绍的适用于行人环境的多传感器感知多地图通道多机器人深度强化学
习导航避障模块。

4.1 动态行人导航研究背景

移动机器人在复杂动态的行人环境中有着许多广泛的重要应用，例如应用

在商场、餐厅和医院里为人提供服务的辅助机器人。然而动态行人环境下的机器

人导航系统存在两个主要问题：机器人冻结问题和导航定位丢失问题。机器人

冻结问题的产生是因为机器人在高度动态的环境中倾向于保守的行为来最小化

风险。当场景的动态复杂性增加时，由于环境不确定性的累积，机器人可能无法

找到可行的前进路径，最终机器人将在原地停止或在两个方向之间摆动。机器

人需要具有在高度动态行人面前的安全导航避障能力。直接建模行人行为的工

作 [143­144]表明预测行人的行动是非常困难的。相比之下，使用众所周知的静态避

障算法 [119,145­146] 或者假定其他智能体行为 [97] ，可以在现实环境中产生次优解。

随着机器学习和深度强化学习领域的快速发展，近年来的研究工作开始探索神

经网络在动态环境下的机器人导航，已经开发了允许通过基于原始传感器输入

数据的端到端动态环境导航 [115]、基于行人位置信息输入的动态环境导航 [114,147]

和我们提出的基于栅格地图信息输入的动态环境导航 [118]。虽然使用这些方法可

以实现动态避障和导航到目标点，但它们在建模行人之间的交互和以行人可接

受的方式导航时存在不足。此外，很难分析这些算法的端到端策略并确保安全运

行。其他工作虽然明确地为行人建模来促进个体间的互动，但并不区分行人和

静态障碍物 [148­149]。然而现实环境中存在形状各异的动态和静态的障碍物，而且

当接近行人和接近障碍物或者其他机器人时，机器人应该表现出不同的避障方

式。因此我们扩展了第3章提出的基于栅格地图信息融合的异质多机器人避障算
法，我们在传感器栅格地图中添加了由多传感器行人感知追踪信息生成的行人

地图通道，设计了新的远离行人的回报函数部分和基于社会力模型与速度障碍

物法仿真的多策略行人训练环境。
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当机器人在给定的地图上由于较大的定位不确定性或错误而无法准确定位

时，就会出现导航定位丢失问题 [20]。例如在动态环境中，机器人可能混淆了已

知的静态障碍物和未知的动态障碍物 [31]。因此 Ahmadi等人 [24] 开发了基于 2D
激光人腿过滤的激光定位方案并证明在动态行人环境中提升了定位准确度。以

前大多数解决导航定位丢失问题的方法都是被动方法 [31­33]，他们假设机器人的

运动和传感器指向的方向不能被控制，有选择地集中利用传感器流来最小化定

位的不确定性或误差。例如，通过使用不同的滤波器 [31]或更复杂的动态场景建

模 [32­33]。然而在高度动态的密集人群场景下，行人可能会遮挡定位所需的所有

地标特征，因此机器人必须选择复杂的策略来确定机器人的运动方向和摄像机

的指向方向。有些方法通过要求机器人看具有特殊属性的地方来恢复定位，例

如具有高显著性的地方 [150]或道路轨道 [151]。其他一些方法尝试寻找最优的行动，

可以最小化关于定位质量的度量，包括熵 [8,34] 或关于机器人当前位置的假设数

量 [35]。文献 [152] 中的海岸导航从行人相遇的概率和熵来计算信息的含量，但它

假设行人在空间上是均匀分布的，信息的含量必须离线计算，该方法倾向于计

算长度较长的轨迹和效率较低的轨迹。定位恢复问题也可以在更通用的部分可

观测马尔科夫决策框架下表述和求解，该框架可以通过使用高斯置信空间近似

来处理 [153­154]。在本工作中我们采用更加稳定鲁棒的二维码定位恢复区来帮助

机器人重新恢复定位。与文献 [155]类似，我们的框架包含两种机器人导航控制模

式：目标点导航模式和恢复区导航模式。在具有挑战性的场景下导航时（例如在

无特征的地方、当传感器视野被严重遮挡或当机器人被困在动态人群中的时候），

机器人会主动在这两种模式之间在线切换，完成导航任务。

图 4.1 动态行人环境下的机器人导航系统框架

如图4.1所示，我们提出的动态行人环境下的机器人导航系统基于 2D 激光
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和 RGB­D相机信息融合实现，主要包括行人感知追踪系统、激光行人过滤、二
维码激光重定位和基于多通道地图和深度强化学习的行人避障模块。基于多传

感器融合的行人感知追踪系统可以实时感知行人的位置和速度信息，行人信息

用于激光行人过滤和转换成用于行人避障的行人地图。同时为了让机器人在动

态行人环境中长期稳定地定位，我们提出了基于二维码激光联合全局重定位的

主动定位方法。当机器人定位出现一定偏差时，机器人主动前往二维码定位恢

复校准区重定位，然后继续以普通激光定位工作。我们的基于多通道地图和深

度强化学习的行人避障模块不仅输入由行人感知追踪系统生成的行人地图信息，

还输入第3章使用的相对目标点和多传感器数据生成的栅格地图。需要注意的是，
多传感器的使用需要提前应用第2章提出的机器人与多传感器标定方法。

4.2 基于多传感器融合的行人感知追踪系统

在机器人和计算机视觉领域，利用移动传感器平台进行第一人称视角的行

人追踪研究已经有十多年的历史，针对不同的传感器模式研究者们提出了各种

检测方法和追踪算法。随着在移动机器人平台上的实时检测和追踪的可用计算

能力越来越强大，最近出现了融合多种传感器信息多种感知方法的行人追踪趋

势。在机器人技术中，激光传感器通常用于覆盖大视场，特别是用于建图和导

航。在这种情况下，检测人的方法是基于在激光扫描特征数据中寻找局部最小值

的简单特定分类器 [156­157]。在视觉中，摄像头和 RGB­D传感器的信息通常被用
作行人检测管道的输入流。通常 HOG特征被用来检测全身 [158­159]，而上身检测

器更适合检测附近的人 [160]。近年来基于深度学习的行人识别方法被证明比传统

基于特征提取的方法具有更强的鲁棒性与准确性。在这两个领域中，漏检和误报

都需要用追踪算法来补偿，而追踪算法通常使用某种形式的数据关联方法。我

图 4.2 基于多传感器融合的行人感知追踪系统框架
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们使用最近邻方法融合激光和 RGB­D感知行人信息，然后使用扩展卡尔曼滤波
(EKF)，纳入一个恒速度的行人运动模型来进行行人追踪与运动估计。
随着计算能力的提升，同时配备激光和 RGB­D传感器的多传感器移动机器

人平台越来越常见。这种组合使得机器人在高度拥挤和动态的操作领域应对挑

战成为可能 [161­162]。图4.2描绘了我们提出的基于激光和深度相机的多传感器行
人感知追踪系统，下面我们详细介绍我们系统的主要组成部分。

4.2.1 行人检测

行人检测包含基于 2D激光的人腿识别和基于 RGB­D相机的行人检测。本
文中的基于 2D激光的人腿识别使用文献 [157]中提出的方法。激光扫描仪返回一

个平面上的距离测量向量。首先根据一个固定的距离阈值对返回的扫描点进行

聚类，这样在该阈值内的任何点都作为一个聚类分组在一起。这个阈值被选择

得足够小，可以经常将一个人的两条腿分成两个不同的集群，但行人很少产生

两个以上的集群。为了降低噪声，小于 3个扫描点的聚类被丢弃。根据聚类的一
组几何特征，聚类可以进一步划分为人类或非人类。几何特征包括点的数量、宽

度、长度、标准差、离中位数的平均偏差、是否封闭、线性、圆度、最佳拟合圆

半径、边界长度、边界的规律性、平均曲率、平均角度变化等，分类是使用随机

森林分类器 [163]来完成的，该分类器是在一组 1700个正样本和 4500个负样本上
训练的。将激光扫描仪设置在有大量行人的开放区域，达到上述特征阈值的聚类

为行人的结果，作为正训练样本。通过在没有人的环境中移动传感器获得满足上

述特征阈值的所有聚类作为负训练样本。

对于基于 RGB­D相机的行人识别部分，我们分别处理收到的 3D点云信息
和 2D彩色图像。3D点云首先进行稀疏化处理，然后根据高度过滤掉地面和超
出行人身高部分的点云信息，然后对剩余点云进行聚类，同时根据静态地图过滤

掉位于障碍物里的点云聚类。基于 YOLO v3目标检测程序 [164­165]，我们可以在

彩色图像中识别出行人的 2D像素范围（如图4.3(a)所示），然后与处理后的点云
聚类对应，最后由行人点云聚类信息计算出行心位置，即行人的三维空间位置坐

标。

4.2.2 最近邻融合

对于基于多传感器融合的多行人追踪，我们的框架使用基于最近邻（NN）
融合算法 [166]的后端检测融合方案灵活地融合多种模式的检测。该算法具有性能

和计算成本之间的合理折衷，在大多数需要追踪的实体集不太密集的情况下都

能得到良好的结果 [167]。对于每个候选追踪，使用相关模型对观测结果进行预测。

然后，在一个门选择程序之后，使用预测和真实观测之间的相似度度量填充一个
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关联矩阵 B𝑚×𝑛，其中 𝑚是多种传感器观测的数量，𝑛是追踪数量。最后，B𝑚×𝑛

中相似性最高的元素被选择，并且每个测量值 𝑚用于更新相关联的追踪 𝑛。由于
NN算法只能一对一的关联，即一个追踪只分配一个测量值，因此对于激光和深
度相机感知到的行人都符合相同追踪要求的取行人位置平均值。

我们采用了一种通用的门控方法，排除了验证区域之外的所有测量值。该区

域围绕预测观测 x̂𝑖根据 𝑑𝑚𝑛 ⩽ 𝜆的关系构建，其中 𝜆是人为定义的阈值，𝑑𝑚𝑛是

马氏距离：

𝑑𝑚𝑛 = √(x𝑚 − x̂𝑛)𝑇B−1
𝑚𝑛(x𝑚 − x̂𝑛),

其中 B𝑚𝑛 是 (x𝑚 − x̂𝑛)的协方差矩阵。为了创建关联矩阵，我们使用以下相似度
量：

𝑠𝑚𝑛 = 1

√(2𝜋)2 |B𝑚𝑛|
exp(−𝑑2

𝑚𝑛
2 ),

可以看出，𝑠𝑚𝑛值越大，x𝑚与 x̂𝑛的相似度越高。

4.2.3 行人追踪

估计行人速度和预测行人未来的轨迹是一个活跃的研究领域 [114,168­169]。与

Eppenberger等人的工作 [170] 类似，我们采用保守运动模型来估计动态行人的速

度和短期未来路径。假设动态行人在水平平面上移动，我们使用恒定的二维速度

模型，基于卡尔曼滤波 (KF)估计其速度。卡尔曼滤波的观测输入 z𝑖是聚类行人

𝑇 𝑖
𝑡 的形心 c𝑖 = [𝑐𝑥, 𝑐𝑦, 𝑐𝑧]𝑇

𝑖 的 xy平面的世界坐标 z𝑖 = [𝑐𝑥, 𝑐𝑦]𝑇
𝑖 ，我们定义状态向

量为 x𝑖 = [𝑥, 𝑦, 𝑥̇, ̇𝑦]𝑇
𝑖 ，则系统转移模型和观测模型定义为：

x𝑖[𝑘 + 1] = A[𝑘] ⋅ x𝑖[𝑘] + 𝑁(0, 𝑄),

z𝑖[𝑘] = H[𝑘] ⋅ x𝑖[𝑘] + 𝑁(0, 𝑅).

其中 𝑄和 𝑅分别表示系统噪音和观测噪音，𝐻 表示提取 x的前两维数据，𝐴定
义为如下：

A =

⎡
⎢
⎢
⎢
⎢
⎢
⎣

1 0 𝑇𝑠 0
0 1 0 𝑇𝑠

0 0 1 0
0 0 0 1

⎤
⎥
⎥
⎥
⎥
⎥
⎦

,

其中 𝑇𝑠表示两次更新的间隔时间。通过使用卡尔曼滤波，我们可以处理短期行人

遮挡问题。具体地说，当行人 𝑖在追踪过程中丢失时，我们继续保持卡尔曼滤波器
执行并且计算所有新出现的行人 𝑗为丢失行人 𝑖的概率 𝑝(𝑗 = 𝑖) = 𝑁(c𝑗|c𝑖, 𝐶𝑖(x𝑖))，
其中 𝐶𝑖(x𝑖)为状态 x𝑖 的估计方差。如果 𝑝(𝑗 = 𝑖)超出一定阈值，我们认为行人 𝑗
为丢失的行人 𝑖。
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在行人追踪系统中，行人的检测坐标是基于他们的传感器特定的坐标系，然

后立即转换成一个全局固定的框架 (如基于世界地图的坐标系)，不与机器人一起
移动。这就保证了被追踪行人的运动预测独立于机器人的自我运动。如图4.3所
示，右图为左图场景的实际感知追踪效果，行人感知追踪可视化系统基于开源项

目 SPENCER [162]实现。

(a) (b)

图 4.3 (a) YOLO v3的行人检测实例；(b)多传感器融合的行人追踪效果实例

4.3 动态行人环境下的机器人鲁棒定位方法

当机器人在导航过程中产生的定位不确定性累积过大，导致机器人无法在

给定的地图中准确定位时，就会出现导航定位丢失问题 [20]。例如在动态环境中，

机器人可能混淆了已知的静态障碍物和未知的动态障碍物 [31]。如图4.5所示，我
们首先根据上节介绍的多传感器行人追踪结果过滤掉相应的由于人腿遮挡产生

的激光部分数据。我们在有四个动态行人的环境中做了机器人实际测试，不同算

法的测试轨迹图如图4.4所示，结果说明过滤掉激光动态人腿部分可以一定程度
上提高机器人定位准确度。但此方法在过渡拥挤的环境中可能导致过滤后的激

光特征很少，因此不能完全保证机器人在密集人群环境中的定位鲁棒性。

(a) 真实机器人轨迹 (b) 行人过滤前的机器人轨迹 (c) 行人过滤后的机器人轨迹

图 4.4 激光人腿过滤前后机器人定位效果对比
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图 4.5 动态行人环境下的机器人鲁棒定位系统框架

现在大多数解决导航定位丢失问题的方法都是被动方法，然而在人群密集

的高度动态场景中，定位所需的显著特征可能都被遮挡，因此机器人必须主动决

定“移动到哪里”来解决遮挡问题，并“向哪里看”从丢失的定位中恢复 [8,34­35]。

在本工作中我们采用更加稳定鲁棒的二维码定位恢复区来帮助机器人重新恢复

定位。我们提出的动态行人环境下的机器人鲁棒定位系统框架如图4.5所示，与
文献 [155]类似，我们的框架包含两种机器人导航控制模式：目标点导航模式和恢

复区导航模式。在具有挑战性的场景下导航时（例如在无特征的地方、当传感器

视野被严重遮挡、或当机器人被困在动态人群中的时候），机器人会主动在这两

种模式之间在线切换，完成导航任务。恢复区导航触发指标包括里程计测量与

SLAM定位的偏差和 SLAM定位的协方差。我们认为，里程计定位系统可能会由
于滑动和累积误差而不够准确，但不会瞬间漂移得太远太快。相反地，SLAM定
位系统一般是准确的，但如果在激光数据与全局地图的特征匹配过程中出现错

误，可能会有明显的漂移。因此，这两种定位系统的输出之间的差异可以作为模

式切换的信号。我们还利用 SLAM定位输出的协方差来跟踪 SLAM系统的不确
定性。如果这两个值中的任何一个大于给定的阈值，系统将自动进入恢复区导航

模式。如图4.6 (a)所示，激光定位输出机器人位姿的前后两帧变化为 𝑀
𝑅2T

−1 ⋅𝑀
𝑅1 T，

里程计输出机器人位姿的前后两帧变化为 𝑂2
𝑅2T

−1 ⋅𝑂1
𝑅1 T，两者的差别即为里程计

测量与 SLAM定位的偏差。当机器人进入恢复区导航模式时，里程计与地图之
间的坐标转换固定为定位异常时刻上一帧的输出，即图4.6 (b)中的 𝑀

𝑂1T。接下来，
它将以里程计纯定位的方式移动到事先部署的二维码恢复区大致范围并使用二

维码激光联合重定位，即第 𝑡𝑖时刻，机器人的位姿估计为
𝑀
𝑂1T ⋅𝑂1

𝑅𝑖 T。值得注意的
是，机器人开机到 𝑡1 时刻的里程计累积误差已经被

𝑀
𝑂1T矫正，𝑡1 时刻后才开始
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(a) 激光或二维码定位 (b) 里程计纯定位

图 4.6 激光或二维码定位与里程计纯定位示意图

累积里程计误差。当恢复过程成功，即机器人定位的协方差小于给定阈值时，机

器人将恢复到正常目标点导航模式，里程计纯定位累积误差再一次被重新清除。

下面我们详细介绍系统的主要组成部分：二维码识别与二维码激光重定位算法。

4.3.1 二维码识别

当对相机定位的鲁棒性、精度和速度要求较高时，常用基准点标记系统进

行相机定位和追踪。在最简单的情况下，点被用作基准标记点，如 LED、反光
球等 [171­172]。然而，它们的主要缺点是需要一种方法来解决区分问题，也就是

说，需要为每个标记元素分配一个唯一且一致的标识符。为了缓解这个问题，一

个常见的解决方案是在每个标记中添加一个标识代码。这方面的例子有平面圆

形标记 [173]，2d 条形码 [174] 等。在所有提出的方法中，基于方形平面二维码标

记的方法得到了广泛的应用。这些标记包括一个外部黑边框和一个内部代码 (通
常是二进制代码)，唯一地识别每个标记。它们的主要优点是可以从单个标记来
估计相机的姿态。ARToolKit [175] 是此类方法的开拓者之一。他们使用了带有自
定义模式的标记，该模式通过模板匹配来识别。然而这种识别方法容易产生误

差，对光照变化的鲁棒性不强。此外，该方法的灵敏度随着标记数的增加而降

低。BinARyID [176] 是最早提出生成可定制标记代码方法的系统之一。他们没有

使用一组预定义的代码，而是提出了一种为每个特定应用程序生成所需代码数

量的方法。AprilTags [177]在此基础上提出了错误检测和修正的方法，但他们的方
法并不适合大量标记的部署。ArUco [178]可能是目前最流行的二维码标记检测系
统。该算法能够适应非均匀照明，鲁棒性强，能够对实现的二进制码进行错误检

测和纠错。ArUco中提出的标记检测和识别的主要步骤如图4.7所示。给定一帧
输入图像 𝐼 (图4.7a)，由于设计的二维码标记有一个外部的黑色边界包围着，边
界可以通过分割找到 (图4.7b)。然后采用等高线跟踪算法从阈值图像中获得等高
线集 (图4.7c)，根据轮廓大小和形状过滤掉不相关背景元素 (图4.7d)。下一步是
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图 4.7 ArUco二维码的检测与识别流程

分析其余轮廓的内部区域，以确定其中哪些是有效的标记。为此首先通过计算

单应性矩阵去除透视投影，并对生成的标准图像 (图4.7e)进行阈值处理。二值化
的图像 (图4.7f)被划分成一个个规则的网格，每个元素根据单元格中的大多数像
素被分配一个二值。对于每个候选标记，都需要确定它是属于有效标记集，还是

属于背景元素。为每个候选图像获得四种可能的标识符，对应于标准图像的四

种可能的旋转。如果任何一个标识符属于有效的标记集，那么它将被接受。最后

一步是用超像素精度估计角点的位置。为此该方法采用了二维码标记轮廓像素

的线性回归。换句话说，它利用所有轮廓像素估计标记边的线条，并计算交点

c = (𝑐0, 𝑐1, 𝑐2, 𝑐3)。
最后，我们需要估计二维码识别的不确定性来用于精确的状态估计。首先我

们根据估计的相机位姿 𝑀
𝐶 T，识别的特征交点 c和二维码的边长 𝑙计算出相机的

重投影误差 𝑒如下：
𝑒 = repr(𝑀

𝐶 T, c, 𝑙),

然后二维码识别的误差 𝜀可以用下式简单计算，

𝜀 =
𝑒 ‖𝑀

𝐶 T𝑖‖
𝑙 ‖𝑐0𝑐2‖

,

其中 ‖𝑀
𝐶 T𝑖‖表示相机到二维码的距离，相机离二维码越远，识别误差越大。重

投影误差 𝑒越大，识别误差也越大。识别到的二维码图片大小 ‖𝑐0𝑐2‖和二维码的
边长 𝑙用于归一化。

4.3.2 二维码激光重定位

我们提出的二维码激光联合重定位方法如算法4.1所示，算法输入包括每帧
二维码识别结果℧ = (𝑘, 𝑀

𝐶 T, 𝜀𝑜)，其中 𝑘表示识别到的二维码编号，𝑀
𝐶 T表示相机

𝐶 相对于二维码坐标系𝑀 的位姿，𝜀𝑜表示二维码识别的估计误差，需要注意的
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算法 4.1 二维码激光建图与重定位算法

Input: 二维码识别结果 ℧ = (𝑘, 𝑀
𝐶 T, 𝜀𝑜),激光数据 𝜓

Output: 机器人位姿 T𝑅 = (𝑊
𝑅 T, 𝜀𝑟),二维码地图M𝑚 = (𝑘, 𝑊

𝑀T, 𝜀𝑚)
1 初始化建立激光栅格地图M𝑠，标定相机外参

𝑅
𝐶T

2 if M𝑚 = ∅ then
3 𝑊

𝑅 T, 𝜀𝑠 = scan_match(𝑊
𝑅 T𝑠, 𝜓,M𝑠)

4 (𝑘′, 𝑀′

𝐶 T, 𝜀′) = find_closest_obs(℧)
5 M𝑚 ← (𝑘′, 𝑊

𝑅 T ⋅ 𝑅
𝐶T ⋅ 𝑀′

𝐶 T
−1, ℎ/𝜀𝑠 + 𝑙𝜀′)

6 T𝑅 ← (𝑊
𝑅 T, ℎ/𝜀𝑠)

7 end
8 for (𝑘𝑖,

𝑀𝑖
𝐶 T, 𝜀𝑖) ∈ ℧ do

9 if 𝑘𝑖 ∈ M𝑚 then
10 𝑊

𝑀𝑖
T, 𝜀𝑚 = M𝑚(𝑘𝑖)

11 𝑊
𝑅 T̂ = 𝑊

𝑀𝑖
T ⋅ 𝑀𝑖

𝐶 T ⋅ 𝐶
𝑅T

12 𝜀𝑠 = score(𝑊
𝑅 T̂, 𝜓,M𝑠)

13 T𝑅 = update(𝑊
𝑅 T, 𝜀𝑟, 𝑊

𝑅 T̂, ℎ/𝜀𝑠 + 𝑙𝜀𝑖 + 𝜀𝑚)
14 end

15 end
16 𝑊

𝑅 T, 𝜀𝑠 = scan_match(𝑊
𝑅 T, 𝜓,M𝑠)

17 T𝑅 ← (𝑊
𝑅 T, ℎ/𝜀𝑠)

18 for (𝑘𝑖,
𝑀𝑖
𝐶 T, 𝜀𝑖) ∈ ℧ do

19 if 𝑘𝑖 ∈ M𝑚 then
20 𝑊

𝑀𝑖
T, 𝜀𝑚 = M𝑚(𝑘𝑖)

21 𝑊
𝑀𝑖
T̂ = 𝑊

𝑅 T ⋅ 𝑀𝑖
𝑅 T

−1

22 𝑊
𝑀𝑖
T, 𝜀𝑚 = update(𝑊

𝑀𝑖
T, 𝜀𝑚, 𝑊

𝑀𝑖
T̂, 𝑙𝜀𝑖 + 𝜀𝑚)

23 end
24 else
25 for (𝑘𝑗 , 𝑀

𝐶 T𝑗 , 𝜀𝑗) ∈ ℧ do
26 if 𝑗 ≠ 𝑖 and 𝑘𝑗 ∈ M𝑚 then
27 𝑊

𝑀𝑗
T, 𝜀𝑗 = M𝑚(𝑘𝑗)

28 𝑊
𝑀𝑖
T = 𝑊

𝑀𝑗
T ⋅ 𝑀𝑗

𝐶 T ⋅ 𝑀𝑖
𝐶 T

−1

29 M𝑚 ← (𝑘𝑖, 𝑊
𝑀𝑖
T, 𝑙𝜀𝑖 + 𝜀𝑗)

30 end

31 end

32 end

33 end
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是每帧二维码识别结果 ℧可能包含多个二维码。算法的输入还包括当前激光扫
描数据帧 𝜓，用于校准二维码估计的机器人位姿，并把二维码和机器人位姿与激
光地图对应，以重定位机器人全局位姿。其中机器人位姿表示为 T𝑅 = (𝑊

𝑅 T, 𝜀𝑟)，
𝑊
𝑅 T表示机器人 𝑅在全局地图坐标系𝑊 下的位姿，𝜀𝑟表示机器人位姿的估计误

差；二维码地图表示为M𝑚 = (𝑘, 𝑊
𝑀T, 𝜀𝑚)，包含所有识别到的二维码 𝑘，及其相

对于激光地图坐标系的位姿估计 (𝑊
𝑀T, 𝜀𝑚)。

首先我们需要初始化建立激光栅格地图 M𝑠 和标定相机相对于机器人的外

参 𝑅
𝐶T（l. 1），当最开始二维码地图为空时，我们需要根据激光定位结果 𝑊

𝑅 T𝑠

作为机器人位姿初值，根据激光数据 𝜓 和栅格地图M𝑠 使用算法4.2介绍的激光
扫描匹配算法计算出机器人精确位姿 (𝑊

𝑅 T, 𝜀𝑠)，激光扫描匹配算法将在后续介绍
（l. 3）。然后我们在二维码识别结果中选择最近的二维码作为二维码地图的起始
位姿（l. 4），此二维码 𝑘′相对于激光全局地图M𝑠的位姿计算为

𝑊
𝑅 T ⋅ 𝑅

𝐶T ⋅ 𝑀′

𝐶 T
−1
，

同时其位姿估计误差更新为 ℎ/𝜀𝑠 + 𝑙𝜀′，与激光扫描匹配分数 𝜀𝑠 成反比，与二维

码识别误差 𝜀′成正比，其中 ℎ，𝑙为人为设置的参数（l. 5）。机器人的全局位姿初
始化为激光扫描匹配算法的结果 𝑊

𝑅 T, ℎ/𝜀𝑠 （l. 6）。接下来算法主要分为两部分：
更新机器人位姿和更新二维码地图。算法4.1的 8 − 17行表示更新机器人全局位
姿，18 − 33行表示更新二维码在全局栅格地图下的位姿。而无论是更新机器人
位姿还是二维码位姿，归纳来说都是根据观察的位姿估计 T2 = (q2, t2), 𝜀2;去更
新原始位姿 T1 = (q1, t1), 𝜀1的过程 (定义为 update(T1, 𝜀1,T2, 𝜀2)函数)。在本算法
中我们借鉴卡尔曼滤波中的更新思想，首先我们计算卡尔曼更新系数 𝑘如下：

𝑘 = 𝜀1
𝜀1 + 𝜀2

,

然后更新后位姿的位移部分 t计算如下：

t = t1 + 𝑘(t2 − t1),

更新后位姿的四元数部分 q计算如下：

q = slerp(q1,q2, 𝑘),

其中 slerp函数表示球面线性插值，是四元数的一种线性插值运算，主要用于在
两个表示旋转的四元数之间平滑差值。新的位姿估计误差 𝜀计算为：

𝜀 = 1/(2𝜋(𝒩 2(0, 𝜀1, ‖t − t1‖) + 𝒩 2(‖t2 − t1‖ , 𝜀2, ‖t − t1‖))),

其中𝒩 (𝑎, 𝑏, 𝑐)表示以 𝑎为均值，𝑏为方差的高斯分布在 𝑐 点处的值。
在机器人位姿更新过程中，我们首先根据已在二维码地图中的二维码识别

信息估计出机器人的全局位姿 𝑊
𝑅 T̂（ll. 9­11），然后根据激光扫描匹配算法算出
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此位姿下的得分 𝜀𝑠，机器人的全局位姿估计
𝑊
𝑅 T̂的误差计算为 ℎ/𝜀𝑠 + 𝑙𝜀𝑖 + 𝜀𝑚，最

后根据上述 update函数计算出新的机器人位姿 T𝑅（ll. 12­13）。为了充分利用激
光的高精度特点，我们根据二维码估计机器人位姿 T𝑅为初值使用自适应的激光

扫描匹配算法再次计算精确的机器人全局位姿（ll. 16­17）。
最后我们根据上述估计的机器人全局位姿和二维码观察更新二维码在激光

全局地图的位姿，当观察到的二维码信息在原二维码地图中存在时，我们可以根

据当前二维码的观察更新原先保存的二维码全局位姿（ll. 19­23）。如果观察到的
二维码信息在原二维码地图中不存在时，我们根据其他原先已经存在的二维码

观察计算该二维码的全局位姿估计，然后直接保存到二维码地图中（ll. 24­32）。

算法 4.2 激光扫描匹配算法

Input: 机器人初始位姿 T𝑅 = (𝑊
𝑅 T, 𝜀𝑟),激光数据 𝜓 ,栅格地图M𝑠

Output: 校准后的机器人位姿 𝑊
𝑅 T,匹配分数 𝜀𝑠

1 标定激光外参 𝑅
𝐿T

2 𝜀𝑠 ← 0; 𝜇 ← ∞
3 (X,Y,A) = search_area(𝜀𝑟)
4 for (𝑥, 𝑦, 𝜃) ∈ (X,Y,A) do
5 𝑊

𝑅 T′ = 𝑇 (𝑥, 𝑦, 𝜃) ⋅ 𝑊
𝑅 T

6 for 𝑠 ∈ 𝜓 do
7 (𝑝ℎ𝑖𝑡, 𝑝𝑛𝑒𝑎𝑟) = scan_point(𝑊

𝑅 T′ ⋅ 𝑅
𝐿T, 𝑠, 𝛿)

8 (𝑚, 𝑛) = map_index(M𝑠, 𝑝ℎ𝑖𝑡)
9 (𝑚′, 𝑛′) = map_index(M𝑠, 𝑝𝑛𝑒𝑎𝑟)
10 for (𝑘1, 𝑘2) ∈ K do
11 𝑝′

ℎ𝑖𝑡 = world_point(M𝑠, 𝑚 + 𝑘1, 𝑛 + 𝑘2)
12 𝑝′

𝑛𝑒𝑎𝑟 = world_point(M𝑠, 𝑚′ + 𝑘1, 𝑛′ + 𝑘2)
13 if M𝑠(𝑝′

ℎ𝑖𝑡) = obs andM𝑠(𝑝′
𝑛𝑒𝑎𝑟) = free then

14 𝜇′ = ‖𝑝ℎ𝑖𝑡 − 𝑝′
ℎ𝑖𝑡‖

15 if 𝜇′ < 𝜇 then
16 𝜇 = 𝜇′

17 end

18 end

19 end
20 𝜀𝑠 = 𝜀𝑠 + exp(− 1

𝜎𝜇2 )
21 end

22 end
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最后我们简单介绍一下算法4.1中涉及到的激光扫描匹配算法4.2，该算法是
根据激光的扫描数据 𝜓 和栅格地图M𝑠，在输入的初始机器人位姿附近需要最优

的机器人位姿，最优的机器人位姿以激光数据和栅格地图的匹配程度判断（即匹

配得分 𝜀𝑠）。首先我们在输入的初始机器人位姿附近生成搜索区域（l. 3），对于
区域中的每个机器人位姿，我们计算激光扫描点的障碍物点和空白点（ll. 7­9），
如果和地图信息在一定范围内匹配，计算出当前得分（ll. 10­19），遍历所有激光
扫描光束数据累加得分，输出得分最高的位姿和累计分数（l. 20）。

4.3.3 实体机器人测试

为了验证算法的有效性和精度，我们粘贴五张边长为 0.4𝑚的二维码在墙壁
上，使用机器人在二维码前自由移动，建立的二维码位姿地图如图 4.8所示，同
时我们可以清晰地看出，加入激光扫描匹配算法后可以在远处二维码识别误差

很大的情况下仍然准确的定位。图4.9描绘了不同方法的机器人定位轨迹，根据
图 (a)和图 (b)的对比我们可以看出激光和二维码联合重定位更接近使用激光的
粒子滤波定位效果。其中图 (a)或 (b)中黑色线段是使用激光的粒子滤波定位效
果，图 (a)中蓝色线段为仅使用二维码的全局定位效果，图 (b)中蓝色线段为激
光和二维码联合重定位效果。同时定量计算定位精度的绝对轨迹误差 (ATE)和
相对位姿误差 (RPE)指标结果如表4.1所示，我们可以准确地看出二维码和激光
联合重定位精度更高。

(a) 激光扫描匹配算法应用前 (b) 激光扫描匹配算法应用后

图 4.8 激光扫描匹配算法应用前后定位效果（黑色虚线框中坐标系重合程度）对比

表 4.1 二维码重定位准确度

二维码重定位 二维码和激光联合重定位

[rmse/mean/std] [rmse/mean/std]

ATE [m] 0.0522 / 0.0445 / 0.0274 0.0350 / 0.0293 / 0.0192

RPE.translation [m] 0.0749 / 0.0636 / 0.0396 0.0490 / 0.0414 / 0.0261
RPE.rotation [deg] 2.3287 / 1.8774 / 1.3777 2.2505 / 1.7149 / 1.4574
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(a) (b)

图 4.9 二维码定位轨迹图对比

4.4 动态行人环境下的强化学习避障算法

考虑到移动机器人领域的快速发展，可以预见的是，自主机器人将从主要在

结构化工业环境中运行转向部署在非结构化和动态行人场景中。机器人需要具

有在高度动态行人面前的安全导航能力。因此我们扩展了第3章提出的基于栅格
地图信息融合的异质多机器人避障算法，如图4.10所示，我们在传感器栅格地图
中添加了由多传感器行人感知追踪信息生成的行人地图通道，设计了新的远离

行人的回报函数部分和基于社会力模型与速度障碍物法仿真的多策略行人训练

环境，实验表明我们的方法进一步提升了机器人在不同行人策略的复杂障碍物

环境中的避障成功率。下面我们详细介绍我们方法的主要部分。

Target Pose

Sampling
a𝑙𝑜𝑔𝑠𝑡𝑑

𝑡

a𝑚𝑒𝑎𝑛
𝑡

a𝑡

图 4.10 动态行人环境下的强化学习避障算法框架与策略网络

4.4.1 行人仿真

为了满足动态行人训练环境需求，我们需要在第3.5.2节提到的 2D仿真器中
添加动态行人。然而真实地模拟行走的人的互动是不容易的，可能导致计算昂贵

的表示 [179]。在 PedSim [180]中，个体行人按照Helbing等人提出的社会力模型 [181]
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（SFM）移动。该模型结合了从目标、静态障碍物和其他行人产生的不同势场。社
会力模型非常简单，可以在行人仿真的高速仿真器中使用。同时我们注意到有

不少工作采用 ORCA作为行人仿真的控制策略，为了增加行人行走策略的多样
性，我们的仿真器同时支持添加基于 ORCA策略控制的仿真行人和基于 PedSim
策略控制的仿真行人。另外受 Guldenring等人的工作 [18] 启发，在我们的 2D仿
真世界中，每个行人都被建模为两个圆圈，代表机器人激光扫描仪感知到的人

腿。其根据行人控制策略 PedSim或 ORCA的计算速度和每个行人的位置，然后
添加腿部摆动的运动。每条腿按照三角速度函数摆动。为了达到命令的全身速度

𝑣，腿部直线加速至最大速度 4 ⋅ 𝑣，然后持续减速至 0𝑚/𝑠，在此期间另一条腿保
持相同的姿势。由于真实的人类有不同的步行和运动行为，我们对步行模式的关

键模型参数，如腿的速度，腿的大小和间距应用了域随机化。图4.11为行走模型
模式示意图。

图 4.11 人类行走不同阶段的简单腿部运动模型 [18]

4.4.2 避障策略学习

我们使用3.4.2节介绍的分布式近端策略优化 (DPPO)算法作为我们的强化学
习方法。深度学习部分是在 Tensorflow框架中实现的，使用 Adam优化器来优化
策略网络。

1. 观察空间
观察空间由行人感知通道、传感器通道和机器人相对目标点三部分组成。行

人感知通道生成一张三通道行人地图M𝑝𝑒𝑑，表示机器人周围行人的位置和速度。

与上一章中的多机器人避障策略相比，我们的状态空间多了由感知到的行人位

置和速度生成的三张行人地图通道信息。其中一个通道表示周围行人的位置，将

行人所在的单位赋值为 1，另外两个通道表示行人的 x轴和 y轴速度信息。传感
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器通道由一个以自我为中心的栅格地图M𝑠𝑒𝑛𝑠表示，该栅格地图对周围的障碍物

信息进行编码。该地图可以很容易地表示各种传感器感知数据，如激光或深度相

机。同时，上一章的工作也验证了这种表示法更有利于的网络训练和部署。目标

点 g𝑡
𝑖 = ( 𝑥𝑡

𝑖, 𝑦𝑡
𝑖, 𝛼𝑡

𝑖 )是一个元组，包括规划路径上的下一个相对局部目标点位置
(𝑥𝑡

𝑖, 𝑦𝑡
𝑖)和其相对方向 𝛼𝑡

𝑖。

2. 动作空间
差分运动机器人的动作 𝑎𝑡

𝑖 由一个线速度 𝑣𝑡
𝑖 和一个角速度 𝜔𝑡

𝑖 组成。不同于

DQN只适用于离散动作空间，PPO可用于离散的或连续的动作空间。因此，本文
采用两种动作空间进行对比实验。当使用连续动作空间时，我们设 𝑣𝑡

𝑖 ∈ [0, 0.6]，
𝜔𝑡

𝑖 ∈ [−0.9, 0.9]。在离散动作空间的情况下，我们设定线速度 𝑣𝑡
𝑖 ∈ [0.0, 0.2, 0.4, 0.6]

和角速度 𝜔𝑡
𝑖 ∈ [0.9, −0.6, −0.3, 0.0, 0.3, 0.6, 0.9]。这些动作可以由我们实验中使用

的差动机器人直接执行。我们设置 𝑣𝑡
𝑖 ⩾ 0，即不允许机器人向后移动，因为我的

机器人没有后视的传感器。

3. 回报函数
回报函数在深度强化学习任务中起着重要指导作用，所以回报函数的设计与

实际任务有关。我们的目标是在保证不碰撞的情况下最小化机器人到达目标点

的平均到达时间。因此，我们制定了以下奖赏函数: 𝑟𝑡 = 𝑟𝑡
𝑔𝑜𝑎𝑙 +𝑟𝑡

𝑠𝑎𝑓𝑒 +𝑟𝑡
𝑠𝑡𝑒𝑝 +𝑟𝑡

𝑠ℎ𝑎𝑝𝑖𝑛𝑔。

与上一章的多机器人避障工作相比，我们添加了 𝑟𝑡
𝑠𝑎𝑓𝑒 部分。𝑟𝑡

𝑠𝑎𝑓𝑒 表示机器人遇

到碰撞或危险时的惩罚。由于机器人出现在行人周围可能会让人不舒服，我们希

望机器人离周围的行人尽可能在一米之外。当机器人靠近行人时，我们增加一个

惩罚。我们定义 𝑟𝑡
𝑠𝑎𝑓𝑒为:

𝑟𝑡
𝑠𝑎𝑓𝑒 =

⎧
⎪
⎨
⎪
⎩

𝑟𝑐𝑜𝑙 if collision,
−𝜉 (1 − 𝑑𝑡

min) if 𝑑𝑡
min < 1,

0 otherwise,

其中 𝑟𝑐𝑜𝑙 < 0为碰撞惩罚，𝑑min 为机器人与最近行人的距离，𝜉 为超参数。其他
回报函数部分与上一章多机器人避障工作一致，即 𝑟𝑡

𝑔𝑜𝑎𝑙 表示机器人到达目标点

的奖励，

𝑟𝑡
𝑔𝑜𝑎𝑙 =

{
𝑟𝑎𝑟𝑟 if goal reached,
0 otherwise,

奖励塑造部分 𝑟𝑡
𝑠ℎ𝑎𝑝𝑖𝑛𝑔 鼓励机器人朝目标点移动，

𝑟𝑡
𝑠ℎ𝑎𝑝𝑖𝑛𝑔 = 𝜂 (‖p𝑡−1 − p𝑔‖ − ‖p𝑡 − p𝑔‖) ,

在我们的实验中，我们设置 𝑟𝑎𝑟𝑟 = 500，𝑟𝑐𝑜𝑙 = −500，𝜉 = 50，𝜂 = 200，𝑟𝑡
𝑠𝑡𝑒𝑝 = −5。
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4. 训练过程
如图4.12所示，我们设计了两种不同的训练场景，即随机场景和圆形场景。

随机场景的环境包含两个机器人，四个行人，四个静态障碍物。行人、机器人、

目标点和障碍物的位置是随机生成的。环境中的机器人将由策略网络驱动，行人

由 ORCA或者 SFM驱动。需要注意的是，环境中有两个机器人共享相同的避障
策略，它们也需要避免彼此碰撞。正如上一章中讨论的，这有助于网络学习多机

器人避障的能力，这也可以帮助机器人避开行人。在随机场景环境中进行训练，

使策略网络能够避开静态和动态障碍，并与行人交互。圆形场景的环境包含两个

机器人和四个行人，将机器人和行人随机放置在一个随机半径的圆上。同时，为

了避免策略学习过拟合，我们在随机生成的起始和结束位置上添加了高斯噪声，

这个场景增强了机器人和行人之间的交互。在实验中，我们使用四个环境同时训

练和收集经验。其中前两种环境的策略采用社会力模型，后两种环境的行人策略

采用 ORCA。具体地说，我们构建了两个随机场景环境，分别在 ORCA和 SFM
策略下控制行人。我们还构建了 ORCA和 SFM分别驱动行人的圆形场景环境。
然后我们根据这四种环境产生的经验训练网络。

(a) 随机场景 (b) 圆形场景

图 4.12 行人仿真训练场景

4.4.3 仿真实验

在本节中，我们首先描述实现的细节，包括用于训练的超参数、硬件和软件。

然后，我们定量地评估了我们的人群避障策略在各种仿真场景下的性能，并与其

他方法进行了比较。具体实验效果请参考在线视频：https://www.bilibili.com/vid
eo/BV1Vb4y1D7R6。

1. 训练结果
训练的超参数（表3.2）、硬件和软件与第3章多机器人避障策略基本一致。策

略网络和价值网络都在 TensorFlow中实现，并使用Adam优化器更新参数。训练
硬件是一台配备 i9­9900k CPU和 NVIDIA Titan RTX GPU的计算机。我们实现
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并对比了四种机器人运动控制策略：连续动作行人地图和传感器地图输入 PPO
(PPO­PSC)、离散动作行人地图和传感器地图输入 PPO (PPO­PSD)、离散动作传
感器地图输入 PPO (PPO­SD)和 ORCA。图4.13展示了三种不同 PPO策略方法训
练过程的期望回报和成功率的变化对比。很明显可以看出行人地图的引入可以

提高基于 PPO的人群避障性能。
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(b) 成功率曲线

图 4.13 不同 PPO算法训练过程的期望回报曲线和成功率曲线对比

2. 对比实验
现在我们比较四种不同的机器人避障方法的性能，即ORCA、PPO­SD、PPO­

PSC和 PPO­PSD。我们使用成功率 ̄𝜋、额外时间 ̄𝑡和平均角速度变化值 ▿𝜔来定
量评价避障策略的好坏。我们使用了两个环境进行测试，一个是带有静态障碍物

的随机环境，另一个是没有障碍物的圆形环境。随机环境随机放置一个机器人、

四个行人和四个形状不同的障碍物。圆形环境与训练场景相似，不同的是这些机

器人和行人的起始位置和目标位置都是均匀沿着圆形分布的。

表 4.2 不同方法的测试指标

环境 方法 ̄𝜋 (ORCA / SFM) ̄𝑡 (ORCA / SFM) ▿𝜔 (ORCA / SFM)

随机场景

ORCA 0.464 / 0.318 2.97 / 1.53 —

PPO­SD 0.856 / 0.840 3.60 / 3.45 0.63 / 0.63

PPO­PSC 0.862 / 0.873 5.64 / 4.90 0.74 / 0.74

PPO­PSD 0.936 / 0.968 4.83 / 4.99 0.57 / 0.56

圆形场景

ORCA 0.862 / 0.216 7.54 / 1.43 —

PPO­SD 0.916 / 0.902 4.25 / 4.49 0.82 / 0.84

PPO­PSC 0.948 / 0.924 5.18 / 6.22 1.02 / 0.97

PPO­PSD 0.994 / 0.996 4.87 / 5.90 0.57 / 0.63
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表4.2显示了这两个场景中这些方法的性能指标（每种场景包括两种行人策
略 ORCA 和 SFM 测试），其中指标是根据每种场景下 500 个不同环境的平均
结果计算的。可以看出，我们的离散动作行人地图和传感器地图输入 PPO策略
(PPO­PSD)在两种环境下的成功率都高于其他方法，ORCA策略很容易被困在有
静态障碍物的环境中。强化学习策略通常能很好地完成导航任务，而且我们同时

使用行人地图和传感器地图比只使用传感器输入的策略更安全。由于我们的奖

励功能不会对轨迹的平滑性施加限制，几种强化学习的角速度变化值 ▿𝜔往往大
于 ORCA。注意表中 ORCA的平均角速度变化值为空，因为经典 ORCA算法只
输出 x和 y方向的线速度而不输出角速度。有趣的是，我们本以为使用连续动作
空间的机器人行走会更平稳，但在实验中，它的角速度变化比使用离散动作空间

策略的角速度变化要高。在三种强化学习策略中，离散动作行人地图和传感器地

图输入 PPO (PPO­PSD)的角速度变化是最小的。
总而言之，基于 PPO的人群避障方法允许机器人成功地与由 ORCA或 SFM

驱动的行人互动。此外，行人地图的引入可以提高避障性能。在成功率方面，PPO­
PSD优于其他方法。图4.14所示为不同策略在包含行人和静态障碍物环境中的运
动轨迹示例。其中，ORCA在障碍物附近被障碍物和行人卡住，仅使用传感器信
息作为输入的 PPO与行人发生碰撞，使用行人地图和传感器地图作为输入的两
种 PPO方法成功完成了导航任务。实验结果表明，我们的 PPO­PSD方法是有效
的，优于其他方法。
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图 4.14 不同方法的机器人测试轨迹图

3. 不同行人策略实验
现有的人群导航方法大多假设行人遵循预先设定的避碰策略，并在相同的

避碰策略下测试其性能，但很少在使用其他策略的行人环境中测试他们的表现。

我们保持训练环境中其他配置不变，只使用社会力模型 SFM 或 ORCA 作为环
境中行人的策略来训练出两个模型（PPO­SFM和 PPO­ORCA）。然后我们使用
五种测试场景来测试三种模型（包含我们的 SFM 和 ORCA 行人混合训练模型
PPO­multi），这些场景包括分别使用社会力模型和ORCA作为环境中的行人策略
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的随机场景 (SFM­random和 ORCA­random)和圆形场景 (SFM­circular和 ORCA­
circular)，以及一个有 5个使用相同 PPO策略多机器人的圆形场景 (PPO­circular)。
不同模型在五种环境中的表现（即每种方法在每种场景的 500个不同环境中的
平均成功率）如图4.15所示。在训练过程中使用多种策略作为行人策略的模型
(PPO­multi) 在这五种环境中都是最优的。其中, 只使用社会力行人模型训练的
策略 (PPO­SFM)在使用社会力模型作为行人策略的测试环境中表现良好，但在
ORCA作为行人策略的两个环境中性能有所降低。只使用 ORCA行人模型训练
的策略 (PPO­ORCA) 在社会力行人模型环境 (SFM­random，SFM­circular) 中的
实现情况略差于其他两个模型。同时，在多机器人的圆形环境 (PPO­circular)中，
使用单一策略作为环境中行人策略的两个模型 (PPO­SFM和 PPO­ORCA)表现较
差。
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PPO-multi PPO-SFM PPO-ORCA

图 4.15 三种 PPO策略在五种不同行人策略环境的成功率对比

4.4.4 实体实验

我们也将训练过的模型部署到真实的机器人上，在现实世界中进行人群导

航实体实验。如图4.16所示，测试机器人是以 TurtleBot 2 为底盘搭建的，同时
使用 Hokuyo UTM­30LX激光扫描测距仪作为二维激光传感器，使用 RealSense
D455深度相机作为行人感知深度相机。行人感知追踪使用4.2节介绍的方法。该
机器人使用两个 NVIDIA Jetson TX2作为其计算平台，其中一个用于行人感知计
算，另一个用于运行深度强化学习导航算法。在实验中，基于状态估计器的粒

子滤波提供了机器人的相对局部目标。基于激光数据构建以自我为中心的传感

器地图，行人追踪模块返回的行人速度和位置信息生成行人地图。传感器地图

和行人地图都是固定尺寸 6.0 × 6.0m，分辨率 0.125m。在测试中我们使用纸盒作
为静态障碍物。我们在三种测试环境中进行了定性测试，包括静态障碍物环境、

动态行人环境和真实的走廊环境。在三种场景下，机器人在大多数情况下都能
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安全高效地完成导航任务。其中单人动态环境和多人动态环境的测试轨迹图如

图4.17所示，走廊测试效果如图4.18所示，具体测试效果细节请参考我们的演示
视频：https://www.bilibili.com/video/BV1Vb4y1D7R6。

这些实验表明，PPO­PSD允许机器人根据多个传感器数据或传感器融合结
果生成传感器地图和行人地图，并考虑了机器人的大小和形状，使其有效且易于

部署到实际机器人中。

laser scanner

RGB­D camera

Jetson TX2

图 4.16 左图为配备 RealSense D455深度相机和 Hokuyo UTM­30LX激光的 TurtleBot 2机
器人；右上图为纸箱搭建的静态测试环境；右下图为行人测试环境

轨迹长度：6.152m
完成时间：17.52s

(a) 单人动态场景

轨迹长度：7.569m
完成时间：22.02s

(b) 多人动态场景

图 4.17 动态行人环境实体测试
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轨迹长度：13.80m
完成时间：27.07s

图 4.18 动态行人走廊场景实体测试

4.5 本章小结

目前的机器人导航系统应用于动态行人环境主要会面临两大难点，即导航定

位丢失问题和机器人冻结问题。首先我们提出了多传感器行人感知追踪模块，我

们的行人识别包含基于彩色图像的 YOLO v3检测模块和基于 2D激光的人腿感
知模块，彩色图像的识别结果结合 3D点云信息提取出行人的三维空间位置。然
后我们使用最近邻融合 RGB­D行人识别信息和 2D激光行人识别信息，最后我
们使用基于卡尔曼滤波的行人追踪模块追踪并计算行人的位置和速度信息。其

次我们提出了解决动态环境下的长期稳定定位方法，我们首先根据感知的行人

位置信息过滤掉激光被人腿遮挡的部分，实验结果显示对定位效果有一定改善

作用。然而被动定位方法仍不能完全解决大量动态人腿遮挡激光问题，因此我们

提出了基于二维码激光联合重定位的方法。当机器人定位信息和里程计信息差

别较大或者定位方差较大时，机器人自主移动到二维码恢复区校准自身定位信

息。我们的二维码激光联合重定位方法主要包含二维码检测识别、激光扫描匹配

算法和基于卡尔曼滤波思想的状态估计方法。实验结果显示我们的重定位方法

可以在定位完全丢失时仍能非常准确地重新定位机器人全局位置。最后我们在

基于栅格地图的强化学习多机器人避障算法基础上，添加了由行人感知信息生

成的行人地图输入，并设计了全新的基于社会力模型和 ORCA的行人仿真器和
训练场景。同时我们在回报函数中加入了机器人过于接近行人的惩罚，旨在使机

器人移动中减少对行人的影响。我们在仿真器和实际机器人的多个场景下评估

我们的方法。结果表明，我们的方法提高了机器人在多种行人策略环境下的避障

成功率。
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第 5章 示范应用：成都大熊猫博物馆导览机器人

本章主要介绍大熊猫博物馆导览机器人（以下简称为大熊猫导览机器人）系

统，该机器人系统主要应用于博物馆环境中，给游客提供机器人导览服务。大熊

猫导览机器人系统包含了前面 2­4章介绍的主要机器人导航相关技术，并在多行
为避障与人机交互方面做了一些新的探索，该导航系统已经在成都大熊猫繁育

研究基地的大熊猫博物馆进行了大量实地场景测试。该导航系统的开发与测试

依托于大熊猫导览机器人项目，该项目最终目标是让机器人更好地为游客提高

信息导览等服务。本章我们主要介绍该项目的相关工作、应用挑战分析与解决方

案设计、项目背景、需求分析、机器人软硬件系统设计、部署实施细节和实验结

果。

5.1 导览机器人研究背景

过去几十年里在人们生活中出现了许多导览机器人，他们可以在各种场馆

里穿梭，为游客提供导览服务。其中已知最早的博物馆导览机器人是 Wolfram
等人部署在德国一家博物馆的 Rhino机器人 [182]，如图5.1(a)所示，Rhino是德国
波恩大学在 20世纪 90年代中期设计的室内导航机器人，其早期主要目标是能
够在办公室环境内导航，从 A点移动到 B点，识别地板上的物体，并将它们扔
进垃圾桶。Rhino使用从 24个声纳传感器和两个彩色摄像机接收到的数据建立
栅格地图。后来在 1997年 Rhino进行了改进和加入了新特性，比如安全导航和
吸引人的用户界面。Rhino的新版本增加了激光传感器，可以提供更准确和可靠
的环境数据。在与卡内基梅隆大学的合作下，Rhino被改造成在德国博物馆进行
为期六天的导游，一共接待游客 2000多人。之后他们又开发了第二代导览机器
人 Minerva [183]，该机器人使用 DWA算法作为避障模块并改进了人机交互功能，
1998 年夏天，Minerva 在华盛顿特区的史密森尼美国国家历史博物馆进行了为
期两周的专题展览服务。Minerva的目标是通过引导参观者参观博物馆，并对一
些展品进行简要的解释来娱乐和教育参观者。Rhino和Minerva机器人部署复杂，
需要专业人员一周的时间来手工建立高精的环境地图。同时它们不具备机器人

全局定位异常时的恢复能力且基于反应式避障算法来处理动态行人环境避障问

题，导航系统的长期稳定性仍没有绝对保障。但他们的工作使人们认识到移动机

器人导航技术已经发展到一定水平，机器人甚至可以在人口稠密的空间中导航

服务。从 2002年 5月 15日到 10月 20日，服务机器人 Robox [184]（图5.1(b)）被
部署到瑞士国家展览会 Expo.02，每天运行 12个小时，行程超过 3315公里，并
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与 686,000名游客互动。Robox是一个完全自主的移动平台，具有独特的多模式
交互能力和基于几何基元的环境地图格式，同时将基于图的全局规划与基于特

征的定位相结合，并提出了一种结合动态窗口法和弹性带法的避障方法。但该

机器人导航系统仍然平均 20­40 小时出现一次故障。为了提高游客对机器人的
兴趣，有不少工作开始研发外形类人的导览机器人。机器人 HERMES [185] 被部

署在博物馆中连续运行了六个月并且每天工作 18小时。Robovio类人机器人 [186]

被部署在大阪科学博物馆进行为期两个月服务，文献显示博物馆参观者对在博

物馆中看到机器人印象深刻，这些机器人有助于激发参观者对展品的兴趣。除

了轮式机器人外，也有很多足式机器人被用于导览服务，如服务于博物馆的人形

机器人 Pepper [187] 和 ASIMO [188] 等。近些年来随着传感器等机器人硬件和机器

人算法的进步，导览机器人领域出现了更多鲁棒的应用。如图5.1(c)所示的 Kejia
机器人 [189] 在真实的国内大型购物商场里运行服务 40多天，Sasaki等人 [190] 在

日本一家科技馆中无碰撞运行 120小时。机器人 Lindsey [191]（图5.1(d)）被部署
在英国林肯收藏博物馆，为游客提供导游和信息服务。该机器人每天都在自动

运行，在博物馆周围导航，并与公众互动，在其持续 7个月的部署中，它已经旅
行了近 300公里，交付了超过 2300次的导游服务。但机器人服务期间仍有硬件
或软件故障，且需要机器人专家去现场协助解决。虽然已经有不少部署到真实

博物馆提供导览服务工作的尝试，但完全解决机器人在开放环境中的长期自主

(Long­Term Autonomy，LTA)问题 [192]仍具有巨大挑战。

(a) Rhino (b) Robox (c) Kejia (d) Lindsey

图 5.1 导览机器人实例

5.2 应用挑战分析与解决方案设计

近些年来，日常生活中已经出现了机器人充当博物馆导游、展览解说和迎宾

员的现象。这种移动机器人的使用有可能使博物馆参观者享受到比人类导游提
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供的更多内容形式的导览服务，机器人会使用不同语言和游客交互，可以按要求

长时间运行，不需要像人类一样休息，可以减少人力需求。机器人的使用可以大

大提高游客参观乐趣与体验 [193]。

然而，由于移动机器人在开放动态环境中长期稳定地自主移动导航仍然面

临技术困难，导览机器人至今仍没有能够大规模应用。具体挑战包括：

• 动态环境定位问题：在当前的 SLAM方法中，一个相当常见的假设是，当
机器人移动时，世界保持不变 (换句话说，地标是静态的)。这种静态世界
的假设 [21­23]在小规模动态场景中运行短期定位是正确的，但在高度动态的

行人环境中，激光和地图会发生错误的数据关联，从而导致定位发生错误。

• 定位异常感知与恢复：机器人定位系统出现异常时是很脆弱的，主要是因
为几乎所有鲁棒的定位技术都基于迭代优化或滤波。一个理想的长期稳定

定位解决方案应该是故障感知的，即系统需要知道即将发生的异常故障，并

提供恢复机制来主动校准定位，现有的 SLAM方法都不提供这些功能 [7]。

• 开放人群避障：传统的避障方法在密集动态人群中容易产生机器人冻结问
题或频繁改变转向，这些避障方式会导致导航效率低下或者引发安全隐患。

如何以行人友好方式高效地在密集动态人群中导航仍是目前未解决的问

题 [194]。

图 5.2 典型的 SLAM框架图

SLAM系统的典型架构（如图5.2所示）主要包括两个部分:前端和后端。前
端将传感器数据抽象为可用于估计的模型，而后端对前端产生的抽象数据执行

推理。前端的特征提取部分受传感器误差以及环境对传感器的影响，如光照对彩

色相机的影响、轮子打滑对里程计的影响等。同时相似的环境结构也影响前端的

数据关联部分，包括短期特征追踪和长期回环检测。前端输出信息的误差会影响

后端的地图估计与定位，例如前端输出信息为基于优化算法后端的初始值，当优

化初始值不佳时，可能使非线性优化过程陷入局部极小值，进而影响定位与建图

精度。综上所述，机器人在开放环境中长期运行时很容易会发生定位异常，因此

我们需要其他有效的解决开放环境 LTA问题的具体实施方案。
当前智能机器人遇到的一个普遍性挑战是：单纯依靠现有算法本身，不能实
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现完全自然条件下的应用（如完全的自动驾驶），这称为封闭性挑战 [195­196]。文

献 [196]中作者指出符合强封闭性准则的工程项目中可应用暴力法、训练法或它们

的集成，然而强封闭性准则中的失误非致命性和基础条件成熟性往往需要通过

场景封闭化才能够满足。如果我们能在不影响游客体验和展出方需求的条件下

对环境进行适当裁剪或改造使其封闭化，这将是解决长期自主导航（LTA）的可
行方案。基于此准则，我们提出了基于二维码激光重定位的长期鲁棒定位方法和

多行为导航避障策略。

在基于二维码激光重定位的长期鲁棒定位方法中，我们在环境中粘贴部署

多处二维码恢复区来进行环境改造。这些二维码恢复区一般选择在机器人正常

服务期间经常经过的区域，同时尽量不影响场馆的美观。由于我们在环境中人工

加入了稳定的二维码视觉特征，会使得我们的定位算法更稳定，同时可以定期校

准激光定位的长期累积误差。我们也考虑到如果二维码部署比较稀疏且开放环

境中行人干扰较大时，仍有可能导致机器人定位瞬间发生较大误差。这种误差往

往是由于当前环境过于复杂动态导致，而且由于不能限制游客与机器人交互，这

种环境往往无法进行改造。在这种情况下，我们不再使用激光定位，而且把定位

输出回退到上一正常帧并切换到里程计定位方式，里程计定位误差只和机器人

硬件有关而与动态行人环境无关，这一定意义上也是场景裁剪原理（以智能系统

的可靠性、安全性为目标，对应用场景进行取舍，排除可能导致致命性失误或违

反基础条件成熟性要求的情况），即把场景裁剪到不同定位方式的适用场景。如

图5.3所示，机器人切换到里程计纯定位后，前往就近的二维码恢复区进行二维
码激光重定位，当激光定位恢复后机器人继续服务，需要注意的是，这里的里程

计纯定位累积误差会被激光定位恢复正常后清除，因此不会从开机一直累计。

图 5.3 三种定位方式的切换策略

对封闭性准则的另一项重大挑战来自脆弱性。脆弱性的主要表现是：如果

智能系统的输入不在训练好的人工神经网络的有效范围内，系统可产生错误的
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输出。实际应用中无处不在的感知噪声和强化学习训练环境不具备代表性和多

样性是脆弱性的一个主要原因。作者 [196] 在强封闭性准则引入了失误非致命性

要求，失误非致命性往往需要通过场景封闭化才能够满足。同样，在导航避障方

面，我们也涉及到基于强封闭性准则的环境改造与裁剪。具体而言，我们实际部

署的导航避障策略也包含三种行为：动态行人避障行为、停等避障行为和交互式

语音提示。在不过分追求导航效率的应用条件下，停等避障行为可以避免动态行

人避障行为动作的随意性，保证安全性。同时在人群特别拥挤或者行人注意力不

集中的情况下，通过语音提示来进行交互式导航，让行人让路或提醒行人注意也

是在主动改变环境，是人群导航安全有效的解决方式。

5.3 大熊猫导览机器人应用

本节我们详细介绍大熊猫导览机器人项目内容和大熊猫导览机器人软硬件

系统，其中机器人软件系统包含了前面 2­4章介绍的主要机器人导航相关技术。

5.3.1 项目背景与需求分析

为提升大熊猫繁育研究基地服务质量，增加游客旅游满意度，熊猫基地为新

建的大熊猫博物馆研发定制大熊猫导览机器人。大熊猫导览机器人通过与游客

自主交互，让游客在游览博物馆的同时了解场馆概况，通过与机器人互动获取科

普知识，同时增添游览的趣味性与探索性。在其中的导航系统方面，我们主要考

虑以下功能和需求：

• 巡航指路功能：机器人可以根据与游客语音交互内容，明确游客要到达的
目的地，带领游客到指定场馆。当没有游客需要机器人服务时，机器人可

在指定区域内自动巡航，主动寻找可以服务的对象，这一需求在导览机器

人中普遍存在。大熊猫博物馆包含很多子场馆，游客需要根据地图寻找或

多次询问工作人员，增加游客不便，而机器人根据规划最短路径带领游客

很方便友好。

• 信息咨询服务：机器人可以给游客提供实时位置信息，帮助游客了解馆内
所处位置。并且根据用户需要，为游客规划从指定起始点到目的点的游览

路线。同时对于场馆内的功能区（存包处、卫生间等）机器人可以提示游

客。机器人除了与游客语音交互外，还配备了显示器，可以显示博物馆全

馆地图、最佳游览路线、与游客交互的知识问答内容等。

• 交互娱乐功能：机器人可以用语音和文字的方式进行基地总介绍和博物馆
介绍，同时和游客娱乐聊天，回答游客问到的大熊猫相关科普知识，后期

机器人也会配备手臂和面部动作，增强游客与机器人交流的趣味性。博物
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馆引入机器人服务，可以提升游客的游览体验并且节省人力成本。同时机

器人服务能够吸引更多游客的关注，给景区或博物馆带来更多的游客。

为了完成项目功能和需求，我们根据大熊猫场馆实际环境设计了大熊猫导

览机器人软硬件系统。本项目的动机还包括：

• 在真实的场景中验证本文提出的机器人导航相关技术，在开放的博物馆场
景中，我们可以得到大量真实的非专业人员的交互与反馈和项目实际部署

的经验，从而更好地改进我们现有的方法。

• 越来越多的公共场所都有机器人部署服务的需要，通过本项目我们可以探
索解决机器人在开放环境中的长期自主导航问题，让机器人导航技术早日

更好地为人们提供日常服务。

5.3.2 机器人软硬件系统

如图5.4所示为我们当前机器人测试平台的硬件系统组成，需要说明的是，现
有的模块为项目开发过程中导航必须模块，项目后期会升级机器人外形硬件和加

入更多功能模块。我们的机器人底盘是两轮差速驱动的并包含四个支撑轮，前部

安装有一个 Hokuyo UTM­30LX­EW 二维激光扫描测距仪和一个 XSENS MTi­7
惯性导航仪 (IMU)，机器人顶部装有一个 Realsense D455 RGB­D相机用于感知
追踪行人，同时还配备了用于发声的扬声器等外部设备,机器人计算单元包含一
个 Intel NUC­10i7和一个 NVIDIA Jetson AGX Xavier。

图 5.4 大熊猫导览机器人硬件组成

机器人软件系统基于机器人操作系统 ROS搭建，如图5.5所示为大熊猫导览
机器人软件系统架构，从下往上依次包含六层：

• 硬件层：主要是包括机器人硬件和传感器的驱动软件，激活与安装在平台
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图 5.5 大熊猫导览机器人软件系统架构

上的不同设备 (编码器、CAN卡、摄像头、激光等)的连接，以及与 USB和
以太网设备的连接。其中轮子编码器和惯性导航仪（IMU）融合成里程计
数据，麦克风和扬声器用于收听和播放语音指令，显示器显示场馆地图信

息和与游客问答交互信息。截止论文完成时间，声呐传感器和机器人手臂

还没有加到硬件系统中。

• 控制层：主要包含机器人硬件的直接控制接口。包括底盘电机控制和手臂
电机控制，机器人硬件的紧急急停。同时机器人还支持使用手柄无线遥控、

网络的远程连接访问和一些底层的语音指令。

• 技能层：主要是指机器人的功能模块单元，分为视觉感知部分、移动导航
部分和语音识别部分。机器人视觉感知部分主要是对游客的感知，包括行

人的追踪、运动预测、视觉或激光行人检测和计划加入的人体姿态检测和

情绪识别与情感交流。在机器人导航方面，包含机器人导航的相关基础功

能模块，如建图、路径规划、局部避障、轨迹跟随和定位与重定位。最后

是语音交互的基本功能，包括语音合成和语音识别，以及与本文导航系统

不太相关的自然语音处理功能。

• 行为层：主要是指机器人的原子动作，该层的原子动作是基于机器人技能
层的多个功能模块实现的。包含机器人的精确导航走点、我们提出的基于

深度强化学习的移动导航、停等方式的导航行为、带领游客的导航方式和

定义的一些手臂动作（如挥手）。
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• 决策层：决策层是由一系列状态机组成的，状态机调用行为层和技能层的
功能模块来完成复杂的特定任务，我们的机器人决策层目前包括多种导航

行为的切换策略、定位异常检测与恢复和机器人电池电量管理。

• 应用层：应用层是面向项目实际应用开发的任务模块，目前我们的机器人
应用层包括机器人长时间运行的集成规划、给游客提供服务的巡航指路、

信息咨询和互动娱乐等功能。

5.4 部署过程与测试结果

5.4.1 测试环境介绍

成都大熊猫繁育研究基地年均接待游客近千万人次，成都大熊猫博物馆位

于基地景区内，游客可持有效证件自由参观。该博物馆始建于 1992年，2019年
8月新馆开始布展建设，并于 2021年 3月 3日对公众开放。我们的服务机器人
部署在博物馆一楼大厅并主动移动导航为游客提供服务，一楼大厅总面积大约

1000平方米，博物馆一楼实景图与平面图如图5.6所示。

(a) 实景图 (b) 平面图

图 5.6 成都大熊猫博物馆大厅

对于机器人移动导航系统的部署，该测试环境有如下难点：

• 安全性非常重要。参观者可能对移动机器人没有任何经验，因此他们的行
为会非常奇怪和令人惊讶。

• 环境中的墙面和柱子涂有反光材料，环境中包含大量透明与半透明玻璃，
可能会使机器人激光定位或避障失败。

• 机器人长期运行或重启开机后，非机器人专业人员如何快速方便地进行全
局定位。

• 场馆有大量游客，会大面积遮挡激光，可能使机器人激光定位失败。
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• 我们需要在密集人群中确保安全有效的运动规划算法。同时机器人必须完
成它的导游任务，即使有些情况下穿过人群非常困难。

5.4.2 机器人与多传感器标定

我们使用第2章提出的深度相机标定方法和通用批量标定框架来标定整个机
器人和传感器，机器人与其各传感器外参标定结果如表5.1所示。由于我们通过

表 5.1 机器人与多传感器外参标定结果

坐标转换 R𝑟 R𝑝 R𝑦 t𝑥 [mm] t𝑦 [mm] t𝑧 [mm]

Realsense ↦ Depth ­1.571 0.047 ­1.571 11.361 18.112 13.429
Realsense ↦ Color ­1.576 0.028 ­1.568 11.027 ­41.052 13.294
Base ↦ Realsense 0.05423 0.095471 0.003576 220.129 1.832 218.932
Base ↦ Laser 0.10432 ­0.03431 ­0.43211 4.103 5.215 149.628

动作捕获系统可以得到机器人的实时位姿，因此我们可以计算出机器人实际运

行期间的速度。如图5.7所示，我们发现机器人的里程计输出线速度比实际控制
速度要小，具体差距随控制速度变化而变化。为了减小里程计误差，我们让机器

(a) 控制速度 0.2m/s (b) 控制速度 0.4m/s (c) 控制速度 0.6m/s

图 5.7 里程计线速度误差

人在动作捕获系统中以不同速度做匀速直线运动，收集大量里程计输出线速度

和机器人实际线速度数据，然后我们使用一次函数拟合了里程计线速度 ̇𝑣与机
器人实际线速度 𝑣的关系。修正后的机器人线速度 𝑣如下：

𝑣 =
⎧⎪
⎨
⎪⎩

̇𝑣 if ̇𝑣 < 0.05,

1.01 ̇𝑣 + 0.005 else .

对于里程计输出的角速度 𝜔𝑜，我们直接使用 IMU估计的角速度输出 𝜔𝑖，同时由

于机器人静止时 IMU一直存在微小偏移，因此最终机器人的角速度 𝜔估计为：

𝜔 =
⎧⎪
⎨
⎪⎩

0 if 𝜔𝑜 = 0,

𝜔𝑖 else .
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如图5.8所示，我们遥控机器人绕大熊猫场馆三圈，机器人行程约上百米，里程

(a) 开始里程计纯定位 (b) 移动上百米后

图 5.8 里程计纯定位前后误差（蓝色箭头为里程计纯定位位姿，红色箭头为激光定位位姿）

计位移偏移不到半米，角度偏差更微小。这说明我们校准后的机器人里程计非常

准确，完全可以直接用于短期机器人定位。

5.4.3 地图构建

我们使用开源项目 cartographer [142]来进行激光建图，如图5.9 (a)所示，我们
手动遥控机器人绕场馆一周后建立场馆平面地图，从图中我们可以明显看出激

光会部分穿透环境中的半透明玻璃和完全穿透环境中的全透明玻璃，同时环境

中的柱子和闸机等涂有反光金属材料的物体在地图中不能完整清晰显示。建立

的地图在导航中主要用于两方面：定位和规划。对于定位地图来说，我们原则上

应最大程度上保证地图和实际场景相匹配。图5.9 (b)是我们人为修改后的用于定
位的地图，我们手动补全了环境中的半透明玻璃（主体建筑墙面）而忽略环境中

的全透明玻璃，对于环境中表面涂有反光材料的物体，我们从多个视角建立子地

图，然后手动把多视角子地图拼接融合成最终定位地图。同时为了让机器人安全

地在环境中导航，我们在规划地图上设置了禁止区域，如图5.9 (c)所示，我们在
入口含有透明玻璃的闸机位置设置了一块禁止区，在楼梯间等低矮区域或其他

非工作区也设置了机器人禁止区域。

(a) 原始地图 (b) 定位地图 (c) 规划地图

图 5.9 大熊猫场馆定位导航地图
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5.4.4 二维码部署

为了不影响场馆的美观，如图5.10 (a)所示，我们在行人很少出现的场馆大
屏幕后方部署了一张二维码，实验表明即使只有一张二维码仍可以准确确定机

器人全局位姿。如图5.10 (b)所示，我们在环境设置A、B、C三个目标点，反复测
试机器人导航并让机器人每回合在 C点处进行一次二维码激光重定位，总测试
时长达三个多小时。图5.10 (b)显示了测试过程机器人的移动轨迹，机器人在每
次经过图中二维码恢复区时校准一次机器人位姿，实验证明我们的二维码激光

重定位性能是非常稳定的。另外，我们还部署测试了定位异常时机器人自动定位

(a) 二维码粘贴位置 (b) 机器人测试轨迹

图 5.10 二维码重定位部署与测试

(a) 二维码初始化定位 (b) 激光定位，前往服务 (c) 定位异常

(d) 里程计定位，前往恢复区 (e) 二维码激光重定位 (f) 激光定位，继续前往服务

图 5.11 定位异常时二维码定位恢复策略测试
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恢复的策略，如图5.3所示，我们设置了三种定位方式，包括激光普通定位、里程
计纯定位和二维码激光重定位。机器人正常情况下处于激光定位状态，当检测到

定位异常时，定位信息回退到上一帧正常的定位位置，并使用里程计的输出纯定

位，根据里程计的定位信息导航前往二维码恢复区。在恢复区内根据二维码观察

进行全局定位，然后把全局重定位信息用于初始化激光定位，机器人再次恢复到

正常激光定位方式并继续投入工作。图5.11演示了整个定位恢复流程，在图5.11
(c)中我们手动干扰机器人定位，但是机器人仍能自动监测到定位异常并根据里
程计定位（图5.11 (d)）成功前往二维码恢复区进行重定位（图5.11 (e)）。有关实
验中机器人的具体表现，请参见https://www.bilibili.com/video/BV1q5411w7qX/页
面上的演示视频。

5.4.5 行人感知测试

(a) 基于 YOLO v3 目标检测的行人感知追踪算
法

(b) 基于 YOLO v3目标检测的行人感知追踪算
法

(c) 基于上身点云检测的行人感知追踪算法 (d) 基于上身点云检测的行人感知追踪算法

图 5.12 行人识别与追踪测试

我们在大熊猫博物馆实际场景中测试对比了两种行人感知追踪算法：基于

YOLO v3目标检测的行人感知追踪算法和基于上身点云检测的行人感知追踪算
法。如图5.12所示为两种算法的实际测试效果，我们发现基于YOLO v3目标检测
的行人感知追踪算法可以识别很远距离的行人，但需要很多计算代价和 GPU的
支持，同时也很耗电。而基于上身点云检测的行人感知追踪算法只能识别到比较

近距离的行人但仅需要CPU的计算支持。对比图5.12 (b)和 (d)我们可以发现基于
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YOLO v3目标检测的行人感知追踪算法可以识别儿童或者蹲着的行人，但基于
上身点云检测的行人感知追踪算法检测不到儿童或者蹲着的行人。而且从图5.12
(a) 中我们也可以发现黄色箭头处的花瓶被基于 YOLO v3 目标检测的行人感知
追踪算法误识别为行人，同时基于上身点云检测的行人感知追踪算法也存在漏

检的情况。具体实验效果请参见https://www.bilibili.com/video/BV1HB4y1P7xE/页
面上的演示视频。

5.4.6 密集人群导航测试

为了保证避障算法在密集人群中的安全性和高效性，我们使用三种避障行

为：4.4节介绍的动态行人避障行为、停等避障行为和交互式语音提示，其中停
等策略是基于 VFH [197] 算法修改的，该策略会一直跟随全局规划的路径直至前

方出现行人或者障碍物则停止。这两套避障策略的切换方式如图5.13所示，同时
我们在某些遇到行人情况会主动语音提示行人注意。具体来说，导航正常情况使

用动态行人避障，当机器人前方出现一个行人时，避障策略切换到停等策略并且

机器人会说“请注意”，且三秒钟后或者前方没有行人时，避障策略会再回到动

态行人避障。因为我们发现大部分时候行人只是路过机器人，等待一小会即可保

持原路线继续前进，反复避障反而会让行人感觉不适，但同时我们并不想长期等

待下去，因为配合语音提醒在前方只有一个人的情况下危险系数很低，因此我们

最多等待三秒钟即开始避障绕开。当前方遇到的行人数目多于一人时，机器人会

主动说“请让一让”并等待较长时间直至前方行人少于两人或者超时跳转。在

图 5.13 多行为人群避障算法的切换策略

图5.14中我们演示了当机器人遇到前方一个人和两个人的反应情况，在图5.14(a)
和 (b)中，分别有一个行人在机器人前方经过，机器人短暂停等并说“请注意”
后继续前进，和反应式避障 DWA相比，机器人没有频繁改变转向且轨迹平滑。
在图5.14(c)中，机器人前方出现两个行人，机器人停等片刻后说“请让一让”，
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(a) 停等 (b) 停等 (c) 停等 (d) 正常导航 (e) 正常导航

(f) “请注意” (g) “请注意” (h) “请让一让” (i) “请注意” (j)

图 5.14 人群导航算法示范性测试

待其中一个行人让开后（图5.14(d)），机器人说“请注意”并继续前进。当遇到
从机器人侧面经过的行人时，机器人正常导航前进（图5.14(e)）。图5.14(f)­(j)分
别为图5.14(a)­(e)对应的机器人感知信息和机器人轨迹信息。
我们在高度复杂动态开放的大熊猫博物馆进行了大量实地测试，机器人顺利

完成导航任务 3000多次，其中不间断导航测试时长高达 7个小时。具体机器人
表现请参考我们上传的测试视频：https://www.bilibili.com/video/BV13Z4y1A7br/。
图5.15为其中两天我们长时间测试机器人导航的轨迹图，其中 (b)图描述了连续
不间断测试七个小时的机器人轨迹。从机器人轨迹图我们可以看出，得益于我们

多种避障行为的导航方式，机器人没有过分偏离全局路径且轨迹较为平滑。

(a) (b)

图 5.15 长时间机器人导航测试轨迹图

如图5.16所示，我们列举了机器人避开行人和小推车的场景。图5.16(a)和 (b)
中行人故意挡在机器人面前，机器人说“请注意”并等待三秒钟，之后便安全避

开行人继续前进。图5.16(c)和 (d)中机器人把小推车当做普通障碍物处理并成功
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避开。我们在大熊猫博物馆做了大量实际开放测试，测试环境经常遇到大量动

(a) (b) (c) (d)

图 5.16 机器人避让行人与小推车

态行人。如图5.17所示,我们列举了其中两段机器人遇到人群的实例，在第一段
场景中（图5.17(a)­(e)），机器人遇到从它前方经过的行人会语音提示行人“请注
意”，当机器人被一群人困住时，机器人主动说“请让一让”，一般可以有效脱离

困境。在第二段场景中（图5.17(f)­(j)），机器人遇到了更加稠密的动态人群，但
借助多行为导航方式，机器人仍能安全稳定地前往目标点。我们发现遇到行人

主动语音说“请注意”或“请让一让”，通常情况下会让行人感觉机器人更智能，

不会打扰行人。而且在某些行人环境中停等策略比简单反应式避障更高效，同时

主动语音提醒对于拥挤环境运行是安全有效的策略。我们还发现由于机器人电

(a) (b) “请注意” (c) “请让一让” (d) “请注意” (e)

(f) “请注意” (g) “请注意” (h) “请让一让” (i) “请注意” (j)

图 5.17 成都大熊猫博物馆的大量行人测试场景

机运行期间几乎没有声音，正在游览的游客很容易注意不到机器人的存在，从而

可能存在潜在的危险。如图5.18所示，图 (a)中行人正在和旁边的同伴交谈，很
容易忽视旁边经过的机器人。图 (b)中游客刚进入场馆，被周围环境吸引而忽视
了侧面驶来的机器人。图 (c)中一对情侣正在观看前方的大熊猫宣传视频，容易
忽视后方行走的机器人。在这些情况下，机器人语音提示行人注意可以有效规避
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潜在危险。大熊猫场馆还存在大量的儿童，这类游客行为具有更大的随意性与破

(a) “请注意” (b) “请注意” (c) “请注意”

图 5.18 语音提示行人注意

坏性，而且儿童往往对机器人更感兴趣，更爱和机器人互动。如图5.19所示,我们
列举了其中两段机器人遇到儿童的实例。儿童会故意阻挡机器人前进，而且我们

的感知程序识别不到身高过低的儿童，因此机器人不会触发停等导航行为和语

音提示。最终机器人随着儿童的运动不停改变运动朝向，试图脱离困境。更糟糕

的是，场馆中还偶尔遇到调皮的儿童试图暴力干扰机器人正常运行。如图5.20(a)
所示，一名儿童用力推机器人阻止其前进。甚至在图5.20(b)中一名儿童直接关
闭了机器人急停开关。我们认为环境中儿童行为更加随意且对机器人的破坏性

更大，未来我们在机器人软硬件设计方面应特殊考虑这种情况。

图 5.19 成都大熊猫博物馆的儿童测试场景

(a) (b) (c)

图 5.20 儿童对机器人的干扰
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5.5 本章小结

本章我们详细介绍了大熊猫导览机器人项目和大熊猫导览机器人系统架构，

大熊猫导览机器人系统包含了前面 2­4 章介绍的机器人与多传感器标定和动态
行人导航系统。同时我们根据“封闭性准则”，提出了我们试图解决开放环境机

器人长期自主导航的具体部署方案，包括基于二维码激光重定位的多定位方式

切换策略和多行为导航避障策略。该导航系统已经在成都大熊猫繁育研究基地

的大熊猫博物馆进行了部署和大量实地场景测试。我们详细介绍了实际部署过

程中的机器人标定、地图构建、二维码部署测试、行人感知测试和密集人群导航

测试。在这个高度开放复杂的实际动态人群环境中，机器人顺利完成导航任务

3000多次，其中不间断导航测试时长高达 7个小时。
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第 6章 总结与展望

6.1 工作总结

机器人导航是移动机器人的基础能力。随着人工智能、机器人技术和传感器

技术的发展，越来越多的移动机器人被应用到开放的人群环境中。为了解决传统

导航系统在开放动态人群环境下面临的困难与挑战，本文从机器人与多传感器

标定、动态行人环境避障和动态环境定位等方面构建了一套完整的动态行人环

境下的机器人导航系统。并且根据“封闭性准则”，本文提出了试图解决开放人

群环境下的机器人长期自主导航的具体部署方案，成功在成都大熊猫研究繁育

基地博物馆导览机器人上进行了大规模长时间测试。在这个高度复杂动态的密

集人群环境中，机器人成功不间断导航测试时长高达 7个小时。本文的具体工作
总结如下：

（1）提出了基于动作捕获系统的精确 RGB­D相机标定方法。
我们完善了通用批量标定框架，提出了一种使用动作捕捉系统标定 RGB­D

传感器的可靠且准确的方法。在内参标定中，我们完整标定了深度图像和 IR图
像之间的像素偏移。在外参标定中，我们充分利用动作捕捉系统的特性来定制手

眼标定的全局优化步骤，这进一步提高了外参标定的准确性。此外，采用非递归

的新颖数据获取方法来获取深度图像中每个像素的真实值，并采用基于异方差

高斯过程的单步深度校准方法来获取深度校准模型集的参数。所提出的标定方

法比以前的相关工作获得了更好的结果，并且整个标定结果大大改善了基于深

度相机传感器的视觉 SLAM定位和建图效果。
（2）提出了基于栅格地图融合信息和深度强化学习的多机器人避障算法。
我们提出了一种基于栅格地图的分布式近端策略优化方法，用于在分布式

和无通信环境中避免多机器人碰撞。这项工作旨在说明基于栅格地图信息输入

的强化学习避障算法的优势，且该多机器人避障算法是我们后续提出的基于深

度强化学习的动态行人环境下避障算法基础，同时此多机器人避障算法也可以

应用于多机器人无人仓储等实际场景。我们使用以机器人自我为中心的局部栅

格图来表示周围的环境信息，包括机器人形状以及其他机器人和障碍物的可观

察外观，这些信息可以通过使用多个传感器或传感器融合轻松生成。然后，我们

将分布式近端策略优化应用于训练一个卷积神经网络，该网络直接将三帧以自

我为中心的局部栅格图和机器人的相对局部目标位置映射为低级机器人控制命

令。并且我们采用两阶段课程学习来提升学习效果。我们在多个仿真场景中评估

学习到的避障策略，并将其与相关工作进行比较。实验结果表明，在成功率、额

外时间以及平均线速度方面，我们的方法具有出色的性能。我们还从不同的角度
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评估了我们学到的策略，包括泛化到看不见的场景、导航效率以及对机器人各种

形状和动力学的鲁棒性。这些实验表明，基于地图的避障方法在许多指标上都优

于其他方法。然后，我们将训练后的模型部署到真实的机器人上，以评估其在各

种实际场景中的性能，包括具有静态和动态障碍物的环境、多机器人和动态行人

环境。这些实验表明，我们的方法高效且易于部署到真实的机器人上，并且在现

实世界中表现良好。

（3）提出了动态行人环境下的包含行人感知、机器人避障与定位的导航系
统。

我们首先提出了多传感器行人感知追踪模块，我们的行人识别包含基于彩

色图像的 YOLO v3检测模块和基于 2D激光的人腿感知模块，然后使用基于卡
尔曼滤波的行人追踪模块追踪并计算行人的位置和速度信息。当机器人在给定

的地图上由于较大的定位不确定性或错误而无法准确定位时，就会出现导航丢

失问题。在人群环境中定位失败主要是因为环境中存在大量动态的行人特征，因

此我们首先根据感知的行人位置信息过滤掉激光被人腿遮挡的部分，实验结果

显示对定位效果有一定改善作用。然而被动定位方法仍不能完全解决大量动态

人腿遮挡问题，因此我们提出了基于二维码激光联合重定位的方法。当机器人定

位信息和里程计信息差别较大或者定位方差较大时，机器人自主移动到二维码

恢复区校准自身定位信息。实验结果显示我们的重定位方法可以在定位完全丢

失时仍能非常准确地重新定位机器人全局位姿。机器人冻结问题的产生是因为

机器人在高度动态的环境中倾向于保守的行为来最小化风险。在基于栅格地图

的强化学习多机器人避障算法基础上，我们添加了由行人感知信息生成的行人

地图输入，并设计了全新的基于社会力模型和 ORCA的行人仿真场景。同时我
们在回报函数中加入了机器人过于接近行人的惩罚，旨在使机器人移动中减少

对行人的影响。我们在仿真器和实际机器人的多个场景下评估我们的方法，实验

表明我们的方法进一步提升了机器人在不同行人策略的复杂环境中的避障成功

率。

6.2 未来工作展望

本文提出了基于栅格地图和深度强化学习同时适用于复杂动态行人环境下

的多传感器多机器人导航技术和方法，并通过大量的仿真和实体实验对相关技

术进行了验证。然而我们的工作还有一些问题和不足，同时我们在实际部署中也

产生了一些新的想法，现把下一步的研究方向列举如下：

1. 动态环境下定位算法的改进。现如今动态环境下的视觉 SLAM [198] 和多传

感器融合 SLAM [199] 已是研究热点，我们认为动态环境下的定位技术是我
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们整个导航系统能在复杂密集人群 (如食堂和菜市场等环境)中导航的又一
关键技术。

2. 增加与人避障的社会属性。通常在人类环境中工作的机器人使用把所有障
碍物 (包括人)都认为具有相似关联性的导航方式。为了避免让人感到不适，
具有社会意识的机器人必须把人视为特殊的实体，并根据机器人的路径评

估人们的舒适程度。这类导航行为我们称之为社会意识导航 [200­201]，传统

的解决方法需要人为考虑并定义社会规则，但有些规则是难以形式化描述

的，基于数据驱动的方法可能会避开这个难点，因此我们认为基于深度强

化学习的导航方式是解决此类复杂问题的未来研究方向。

3. 从仿真环境到现实世界的迁移。仿真器中的机器人任务学习有希望替代
现实世界中代价高昂的实体机器人任务学习。不幸的是，在现实机器人上

应用时，从仿真器中学到的策略通常比手工编写的策略执行得更差。其中

很重要的原因是仿真器中智能体的运动转移函数和真实的差别比较大。在

我们导航任务中，也就是机器人运动控制在仿真器和真实世界中不同。文

献 [202] 中作者在仿真器训练机器人执行动作时加入噪音，学出的避障策略

更加好，但我们认为这样会使避障策略不精准。GAT算法 [203]被提出解决

这个问题，GAT算法训练了真实世界的正向运动学方程和仿真世界的逆向
运动学方程，从而使仿真器中的智能体动作和真实接近，但此类方法还未

在机器人导航领域尝试应用。另一种解决思路是抽象表示网络输出代替速

度输出，如使用轨迹点或者曲率等与机器人运动控制误差无关的控制信息。

4. 增加导航安全策略。基于学习的避障算法的一个挑战是缺乏对学习策略的
安全性和完整性的保证，这被认为是在机器人技术中使用深度学习的主要

问题之一。如何形式化地表述安全策略是需要深入研究的又一方向。[204]

5. 交互式导航。传统的机器人导航着重于无碰撞地到达目标点，但是随着机
器人越来越多地部署到家庭和办公室等非结构化和混乱的环境中，考虑机

器人与环境的物理交互也是导航策略的一部分。例如在杂乱的房屋中导航

时，机器人可能需要将物体推到一边或者打开门才能到达目的地，这种导

航方式称为交互式导航 [205]。基于深度强化学习的导航是这类复杂问题很

好的一个尝试方向。

6. 更多种廉价传感器方案。最后我们想尝试更多传感器类型，尤其是其中廉
价的配置，如使用单目相机进行深度估计和避障等。进一步验证基于栅格

地图输入的优势。
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